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Vorw ort

Das vorliegendeSkript dient als BegleitlektÄure zur vierstÄundigen Vorlesung
"
Information Retrieval\.

An dieser Stelle mÄochte ich all jenen danken, die am Zustandekommen diesesSkriptums mitgewirkt
haben. Das Kapitel Äuber Evaluierung wurde in wesentlic hem Ma¼evon Ulrich Pfeifer und Norbert GÄo-
vert gestaltet. Ein Teil desAbschnitts Äuber Signaturen basiert auf einer Vorlage von Renato Vinga. Tung
Huynh, Thorsten Ernst und Michael GÄunnewig haben zahlreiche Abbildungen erstellt und als TeXperten
die Erstellung der endgÄultigen schriftlic hen Fassung(wie auch schon der Folien zur Vorlesung) Äubernom-
men; hierfÄur mÄochte ich ihnen sehr herzlich danken. Frank Deufel, Kostadinos Tzeras, Oliver Stach, JÄorg
Schneider und JÄurgen Kalinski gebÄuhrt Dank fÄur ihre sorgfÄaltige LektÄure frÄuherer FassungendiesesSkrip-
tums, die zur Korrektur zahlreicher Fehler fÄuhrten.

Literatur

Leider gibt es kaum geeignete LehrbÄucher zum Gebiet des Information Retrieval. Das einzig emp-
fehlenswerte deutschsprachige IR-Buch ist [Ferber 03]. Thematisch breiter und m.E. das derzeit be-
ste Buch zu diesem Thema ist [Baeza-Yates & Ribeiro-Neto 99], auch wenn desseneinzelne Kapitel
von unterschiedlicher Qualit Äat sind. Eine stÄarker kognitiv orientierte Sichtweise als in dieser Vorle-
sung liegt dem Buch [Belew 00] zugrunde, das ansonsten aber sehr empfehlenswert ist. Das Werk
[Agosti et al. 01] prÄasentiert die Kurse einer europÄaischen IR-Sommerschule und ist insbesonderewegen
der Zusammenstellungder unterschiedlichen Facetten des Gebietes lesenswert. Bedingt empfehlenswert
sind die BÄucher von Robert Korfhage [Korfhage 97] und Frakes/Baeza-Yates [Frakes& Baeza-Yates 92],
wobei letzteres sich nur auf die implementierungstechnischen Aspekte von Textretrievalsystemen be-
schrÄankt (siehe hierzu auch [Witten et al. 94]). Als vertiefende Literatur sind die von Sparck Jones
und Willet zusammengestellten

"
Readings in IR\ [Sparck Jones& Willet 97] sehr zu empfehlen. Immer

noch lesenswert ist auch das Buch von Rijsbergen [Rijsbergen79a], das in elektronischer Form unter
http://www.dcs.glasgow.ac.uk/Keith/Preface.html verfÄugbar ist.

Literaturhin weise zu den einzelnen behandelten Themen ¯nden sich im Text. Wo sich (wie angege-
ben) lÄangereAbschnitte auf einzelnePublikationen stÄutzen, ist natÄurlich die LektÄure der Originalarbeit
zu empfehlen.Als Quelle fÄur Beitr Äageaus der aktuellen IR-Forschung sind zuallererst die TagungsbÄande
der jÄahrlich statt¯ndenden ACM-SIGIR Conferenceon Research and Development in Information Retrie-
val zu nennen. Auch die jÄahrliche ACM-CIKM-Konferenz (In ternational Conferenceon Information and
KnowledgeManagement) sowie die alle drei Jahre statt¯ndende RIA O-Tagung(Recherche d'informations
assist¶e par Ordinateur) befassensich schwerpunktmÄa¼igmit IR und verwandten Gebieten. Ganz oder in
wesentlic hen Teilen widmen sich dem Gebiet des IR die Zeitschriften ACM Transactions on Informati-
on Systems, Information Processingand Management , Journal of the American Society for Information
Science.



Kapitel 1

Einf Äuhrung

Will man den Gegenstanddes Information Retrieval (IR) mit wenigen Worten beschreiben, so ist die
Formulierung

"
inhaltlic he Suche in Texten\ wohl am tre®endsten.TatsÄachlich wird damit aber nur ein

wesentlic her | wenn auch der wichtigste | Bereich des Information Retrieval umschrieben, den man
auch hÄau¯g als Textretrieval oder Dokumentenretrieval bezeichnet.

Das klassische Anwendungsgebietdes IR sind Literaturdaten banken, die heute in Form Digitaler Bi-
bliotheken zunehmendan Bedeutung gewinnen.IR ist besonderspopulÄar geworden durch die Anwendung
in Internet-Suchmaschinen; dadurch kommt jeder Internet-Nutzer mit IR-Metho den in BerÄuhrung. Neben
der Suche in Texten werden auch zunehmendIR-An wendungenfÄur multimediale Daten realisiert, wobei
insbesondereBildretriev al-Methoden eine gewisseVerbreitung erfahren haben.

Jeder, der eine dieser Anwendungenwiederholt genutzt hat, wird die wesentlic hen Unterschiede zwi-
schen IR-An wendungenund denenklassischer Datenbanksystemeleicht erkennen:

² Die Formulierung einer zum aktuellen InformationsbedÄurfnis passendenAnfrage bereitet erhebliche
Probleme.

² Meistens durchkÄauft der Prozessder Anfrageformulierung mehrere Iterationen, bis passendeAnt-
worten gefundenwerden.

² Anfragen liefern potentiell sehr viele Antworten (vgl. die Gesamtzahl der Tre®er bei Internet-
Suchmaschinen), aber nur wenigedavon sind fÄur den Nutzer interessant.

² Das vorgenannte Problem entschÄarft sich durch die vom System bereitgestellte Rangordnung der
Antworten, wodurch potentiell relevante Antworten gehÄauft am Anfang der Rangliste auftauchen
(z.B. betrachten bei Internet-Suchmaschinen mehr als 90%aller Nutzer nur die ersten10 Antworten)

² Bei Textdokumenten, aber noch stÄarker bei Bildern zeigt sich, dass die systemintern verwendete
ReprÄasentation desInhalts von Dokumenten teilweiseinadÄaquat, auf jedenFall aber mit Unischerheit
behaftet ist.

1.1 Was ist Information Retriev al?

Zur De¯nition des Gebietes legen wir hier die Beschreibung der Aufgaben und Ziele der Fachgruppe

"
Information Retrieval\ innerhalb der

"
Gesellschaft fÄur Informatik \zugrunde:

"
Im Information Retrieval (IR) werden Informationssysteme in bezug auf ihre Rolle im Prozessdes

Wissenstransfersvom menschlichen Wissensproduzenten zum Informations-Nachfragendenbetrachtet. Die
Fachgruppe

"
Information Retrieval\ in der Gesellschaft fÄur Informatik beschÄaftigt sich dabei schwerpunkt-

mÄa¼igmit jenen Fragestellungen,die im Zusammenhangmit vagen Anfragen und unsicherem Wissen
entstehen. Vage Anfragen sind dadurch gekennzeichnet, dass die Antwort a priori nicht eindeutig de-
¯niert ist. Hierzu zÄahlen neben Fragen mit unscharfen Kriterien insbesondereauch solche, die nur im
Dialog iterativ durch Reformulierung (in AbhÄangigkeit von den bisherigen Systemantworten) beantwor-
tet werden kÄonnen; hÄau¯g mÄussenzudem mehrereDatenbasenzur Beantwortung einer einzelnenAnfrage
durchsucht werden. Die Darstellungsform des in einem IR-System gespeicherten Wissens ist im Prinzip
nicht beschrÄankt (z.B. Texte, multimediale Dokumente, Fakten, Regeln, semantische Netze). Die Unsi-
cherheit (oder die UnvollstÄandigkeit) diesesWissensresultiert meist aus der begrenztenReprÄasentation

6
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von dessenSemantik (z.B. bei Texten oder multimedialen Dokumenten); darÄuber hinaus werdenauch sol-
che Anwendungenbetrachtet, bei denen die gespeicherten Daten selbst unsicher oder unvollstÄandig sind
(wie z.B. bei vielen technisch-wissenschaftlichen Datensammlungen).Aus dieser Problematik ergibt sich
die Notwendigkeit zur Bewertung der Qualit Äat der Antworten einesInformationssystems,wobei in einem
weiteren Sinne die E®ektivit Äat desSystemsin bezugauf die UnterstÄutzung desBenutzers bei der LÄosung
seinesAnwendungsproblemsbeurteilt werden sollte.\

Als kennzeichnend fÄur das Gebiet werden somit vageAnfragen und unsicheresWissen angesehen.Die
Art der Darstellung desWissensist dabei von untergeordneter Bedeutung.

Oftmals wird IR auch eingeschrÄankt auf die inhaltsorientierte Suche in (multimedialen) Dokumenten
betrachtet. (TatsÄachlich behandelnwir in diesemSkriptum fast ausschlie¼lich Modelle und Methoden aus
diesemBereich.) FÄur dieseArt der Suche kann man folgendeAbstraktionsstufen unterscheiden:
Syn tax: Hierbei wird ein Dokument als Folge von Symbolen aufgefasst.Methoden, die auf dieser Ebe-

ne operieren, sind z.B. die Zeichenkettensuche in Texten sowie die Bildretriev alverfahren, die nach
Merkmalen wie Farbe, Textur und Kontur suchen.

Semantik beschÄaftigt sich mit der Bedeutung einesDokumentes. Methoden zur ReprÄasentation der Se-
mantik einesTexteshaben eine lange Tradition im Bereich der WissensreprÄasentation; semantisches
Bildretriev al mÄusstedie Suchenach Bildern unterstÄutzen, die z.B. bestimmte (Klassenvon) Objekten
enthalten (Menschen, HÄauser,Autos,. . . ).

Pragmatik orientiert sich an der Nutzung einesDokumentes fÄur einen bestimmten Zweck. Zum Beispiel
sucht ein Student Literatur zur einem vorgegebenenSeminarthema.Bildarchive werden hÄau¯g von
Journalisten in Anspruch genommen,um einen Artik el zu illustrieren; dabei ist meist das Thema
vorgegeben, aber nicht der semantische Bildinhalt.

Generell lÄasstsich festhalten, dassNutzer meistensan einerSucheauf der pragmatischenEbeneinteressiert
sind. Insbesonderebei nicht-textuellen Dokumenten kÄonnen dies heutige IR-Systemeaber kaum leisten.

Abschlie¼endzu diesenBetrachtungen geben wir hier die in [Rijsbergen79a] skizzierten Dimensionen
des IR wieder (Tabelle 1.1). Dabei steht die mittlere Spalte fÄur mehr Datenbank-orientierte Anwendun-
gen, wÄahrend die rechte Spalte eher klassische IR-An wendungencharakterisiert. Allerdings kann man die
jeweiligen Eintr Äage einer Zeile auch als die zwei Endpunkte einer kontiniuierlic hen Skala au®assen,auf
der es viele mÄogliche ZwischenlÄosungengibt. Solche LÄosungensind insbesonderebei Anwendungen,mit
semistrukturierten Daten (z.B. XML) gefragt.

Matching exakt partiell, best match
Inferenz Deduktion Induktion
Modell deterministisch probabilistisch
Klassi¯k ation monothetisch polithetisch
Anfragesprache formal natÄurlich
Fragespezi¯kation vollstÄandig unvollstÄandig
gesuchte Objekte die Fragespezif. erfÄullende relevante
Reaktion auf Datenfehler sensitiv insensitiv

Tabelle 1.1: DimensionendesInformation Retrieval
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IR-Konzepte

2.1 Daten | Information | Wissen

Datenbanksystemeenthalten Daten. IR-Systeme sollen die Suche nach Information 1 unterstÄutzen. Ent-
halten IR-Systemealso Information? Schlie¼lich ist vor allem in KI (K Äunstliche Intelligenz)-Publikationen
hÄau¯g die Redevon Wissensbasen.Was ist denn nun der Unterschied zwischen Daten, Wissen und Infor-
mation? In der deutschen Informationswissenschaft hat man sich vor einigen Jahren auf eine einheitliche
Terminologie geeinigt, die aber leider im Gegensatzzur sonst in der Informatik verwendetensteht. Daher
verwendenwir hier die allgemein Äubliche Begri²ic hkeit, allerdings in Kombination mit den Erl Äauterungen
aus der Informationswissenschaft (sieheAbbildung 2.1). Danach sind Daten auf der syntaktischen Ebene
anzusiedeln.In diesemSinne wÄare also eine Datenbasis eine nackte Sammlung von Werten ohne jegliche
Semantik. Kommt Semantik hinzu, so sprechen wir von Information. Dementsprechend enthalten also
Datenbanksystemenicht nur Daten, sondern auch Information, weil zusÄatzlich zu den Daten zumindest
ein Teil der Semantik des jeweiligen Anwendungsgebietesauch im System modelliert wird. Genausoent-
hÄalt jedesIR-System Information (im Gegensatzetwa zu dem Fall, wo man Texte einfach in einer Datei
abspeichert und mit Hilfe einesTexteditors durchsucht).

Wissenschlie¼lich ist auf der pragmatischen Ebenede¯niert. In Abwandlung von [Kuhlen 90] lÄasstsich
diessoformulieren:

"
Wissenist die Teilmengevon Information, die von jemandemin einer konkreten Situa-

tion zur LÄosungvon Problemen benÄotigt wird\. Da diesesWissenhÄau¯g nicht vorhanden ist, wird danach
in externenQuellen gesucht. Hierbei dient ein Informationssystemdazu, ausder gespeicherten Information
das benÄotigte Wissen zu extrahieren. Wir sprechen auch von Informations°ut, wenn uns gro¼eMengen

1Da Information keine exakt quanti¯zierbare Gr Äo¼eist, gibt es auch den Plural
"
Informationen \ nicht. Es gibt nur mehr

oder weniger Information.

absicherung
Handlungs-
informationellen
erarbeitung zur

kontrollierte

pragmatisch

Verfahren der

semantisch

Daten

verarbeitung
Daten-
Verfahren der
definierte

syntaktisch

begründete

(Wissen-)
Repräsentation

Information Wissen

Wissens-

Abbildung 2.1: Daten | Information | Wissen

8



KAPITEL 2. IR-K ONZEPTE 9

an Information zugeleitet werden, aus denenwir nur mit MÄuhe das benÄotigte Wissenextrahieren kÄonnen.
Daher sind wir auch bereit, fÄur gezielt bereitgestelltesWissen zu zahlen (z.B. Tageszeitung,werbefreies
Fernsehen).Somit kann man die Transformation von Information in Wissenals einenMehrwert erzeugen-
den Prozesssehen[Kuhlen 91]. Schlagwortartig lÄasst sich die Beziehung zwischen Information und Wissen
ausdrÄucken durch die Formulierung

"
Wissen ist Information in Aktion\.

Als anschauliches Beispiel kann man hierzu die online verfÄugbaren UNIX-Man uals betrachten. Diese
beinhalten Information Äuber UNIX. Wenn nun ein Benutzer einesUNIX-Systems eine bestimmte Aktion
ausfÄuhren mÄochte (z.B. ein Dokument drucken), aber nicht wei¼,durch welcheKommandoser dieserreicht,
so ist das in diesem Fall benÄotigte Wissen gerade die entsprechende Teilmenge der insgesamt in den
Manuals verfÄugbaren, umfangreichen Information. Da nur ein geringer Teil der gesamten Information
benÄotigt wird, besteht der Mehrwert desWissens(so sie durch die hierzu verfÄugbarenWerkzeugewie z.B.
das man-Kommando geliefert wird) geradein ihrer gezieltenBereitstellung.

NützlichkeitEntscheidung WissenInformation

1) Verfügbarkeit

 b) Zugänglichkeit
2) Interpretierbarkeit

 a) Bereitstellung

Daten

3) Neuigkeit

8) Informationswert

 b) Verständlichkeit
 a) Informationsgehalt
7) Validität

4) Glaubwürdigkeit

5) Relevanz
 a) Kontext�Relevanz
 b) Aktualität

 a) Bereitstellung
 b) Zugänglichkeit

6) Entsch.�Verfügbark.

Abbildung 2.2: Wissen zur EntscheidungsunterstÄutzung

Wie oben erwÄahnt, dient Wissenzur
"
informationellen Handlungsabsicherung\. Im Kern geht esdabei

um Rolle desWissenszur Entscheidungsunterst'utzung. DieserZusammenhangwird durch Abbildung 2.2
verdeutlicht. Hier sind zugleich einigeQualit Äatskriterien fÄur die einzelnenTransformationsschritte angege-
ben. DieseAspekte werden vornehmlich im Bereich desWissensmanagement betrachtet, wo die Rolle des
Wissensinnerhalb organisatorischer Strukturen und bei Arb eitsablÄaufen untersucht wird.

2.2 Konzeptionelles Mo dell fÄur IR-Systeme

Wir beschreiben hier ein konzeptionellesModell fÄur Informationssysteme,das wir fÄur die nachfolgenden
AusfÄuhrungen zugrundelegenwollen. Dabei beschrÄanken wir uns auf die Funktion der Informationssuche,
wÄahrendandereAspekte solcher Systeme(z.B. die Aktualisierung der Datenbank oder zentrale vs. verteilte
Datenhaltung) unberÄucksichtigt bleiben.

Das vorgeschlagenekonzeptionelleModell baut auf dem in [Meghini et al. 91] dargestelltenDokument-
modell auf, das wiederum eine Erweiterung der ursprÄunglich im Electronic Publishing entwickelten Tren-
nung zwischen Layout und logischer Struktur ist. Die wesentlic he Idee diesesDokumentmodells besteht
darin, dassesmehrereSichten auf den Inhalt einesDokumentes gibt (sieheAbb. 2.3)

² Die Layout-Sicht beschreibt die Darstellung einesDokumentesauf einemzweidimensionalenMedium.
² Die logische Sicht enthÄalt die logische Struktur einesDokumentes; dieseumfasst die zur Verarbei-

tung (z.B. Editieren) notwendigenInformationen, also im wesentlic hen den Inhalt ohne die Layout-
Struktur.

² Die semantische (oder inhaltlic he) Sicht bezieht sich auf die Semantik desInhalts einesDokumentes.
FÄur IR-Systeme ist dieseSicht essentiell, da ansonstennur primitiv e Suchoperationen in der Form
der Zeichenkettensuche mÄoglich wÄaren.

Prinzipiell lassensich diesedrei Sichten auf beliebigeObjekte in Datenbanken anwenden.Bei herkÄomm-
lichen Datenbanken wird nur die logische Sicht unterstÄutzt, da dies fÄur die meisten AnwendungenvÄollig
ausreicht. Solangean die Darstellung der Objekte keinebesonderenAnforderungengestellt werden,reichen
meist die generischen Ausgabeformate der interaktiv en Anfrageschnittstelle aus. DarÄuber hinaus werden
aber fÄur Standard-Anwendungenspezielle Ausgabemasken erstellt, so dassdiese im Prinzip die Layout-
Sicht realisieren (allerdings ist die Verwaltung dieser Masken nicht in das Datenbanksystem integriert).



KAPITEL 2. IR-K ONZEPTE 10

creator="J. Doe"
crdate="19991201"
format="LaTeX"

attributes

IR
networks
heterogeneity
effectivness
user friendlyn.

head

chapter

chapter

IR in

J. Doe

title
autor

section

networks

section

document

content
structure

logical
structure layout

structure

Abbildung 2.3: Sichten auf Dokumente

FÄur eine zusÄatzliche semantische Sicht bestand bislang bei Datenbanksystemenkeine Notwendigkeit, da
diesebei den vorherrschendenkaufmÄannischen und administrativ en Anwendungenmit der logischen Sicht
identisch ist.

Aufbauend auf diesendrei Sichten auf Dokumente und Datenbank-Objekte im allgemeinenlÄasst sich
das in Abbildung 2.4 dargestelltekonzeptionelleModell formulieren. In einemInformationssystem werden
(¯ktiv e oder reale) Objekte aus der zu modellierenden Anwendung in einer internen ReprÄasentation in
der Datenbank gespeichert, die wir hier als DB-Ob jekt bezeichnen. Ein solches Objekt kann z.B. ein
Textdokument oder eineMengevon Fakten sein,die dasrealeObjekt beschreiben; im ersterenFalle wÄurde
die interne ReprÄasentation etwa der Form eines Textes entsprechen, wie er z.B. mit einem Texteditor
erstellt wurde.

Aus dieserReprÄasentation wird sowohl die logische wie auch die semantische und die Layout-Sicht des
Objektes abgeleitet. Zum Beispiel wird bei vielen ForschungsansÄatzen im Bereich desIR fÄur Texte folgen-
de semantische Sicht zugrundegelegt:Der Text besteht aus einzelnenAbschnitten; dieseTextabschnitte
werden in Worte zerlegt, die wiederum auf Grund- oder Stammform reduziert werden; fÄur dieseTerme
bestimmt man dann die VorkommenshÄau¯gkeit im Text und in der gesamten Datenbasis.Bei herkÄommli-
chen kommerziellen IRS werden dagegendie Textabschnitte nur als Folge von WÄortern aufgefasst,wobei
ein Wort eine durch Leer- oder Interpunktionszeichen begrenzteBuchstabenfolgeist. Somit existiert hier
keine eigentlic he semantische Sicht, sonderneswird nur mit der logischen Sicht gearbeitet.

Vom Standpunkt des IR interessiert besonders,welche Arten von Anfragen bezÄuglich einesObjektes
mÄoglich sind. Dieser Aspekt wird im konzeptionellen Modell durch die Objektattribute dargestellt; An-
fragen kÄonnen sich nur auf dieseAttribute beziehen.Die Attribute wiederum kÄonnen sich aus allen drei
Sichten ableiten. Dadurch wird es mÄoglich, sowohl Fragen nach der Semantik von Objekten zu stellen
als auch Objekte mit bestimmter logischer oder Layout-Struktur zu suchen. Beispiele fÄur Anfragen mit
Bezug zu den verschiedenenArten von Attributen wÄaren in einem BÄuro-Informationssystem etwa

"
Suche

alle Informationen Äuber BÄuromÄobel\ (semantisch),
"
Suche alle Rechnungender Firma Meier\ (logisch) und

"
Suche einenBrief, der ein blauesLogo in der rechten oberen Ecke enthÄalt\ (Layout). In der Regelwerden

in einer Anfrage aber Bedingungenan die verschiedenenArten der Attribute in Kombination auftreten.
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fictive/ information 

need

logical

layout

object

description

content

view

logical

content
view

layout

view

object

real�world

(representation)
object

structure

layout

structure

logical

structure

content

query
description

(logical)

query
(formal)

repres.

Abbildung 2.4: KonzeptionellesModell fÄur Informationssysteme

Auf der Seite der Fragen ergibt sich eine Äahnliche Struktur wie bei den Objekten. Ein Informations-
wunsch einesBenutzersmussdemSystemgemÄa¼der verwendetenAnfragespracheals formalisierte Anfrage
Äubergeben werden.Bei kommerziellenIRS ist diesz.B. hÄau¯g ein boolescher Ausdruck oder eineFolgevon
ausgewÄahlten MenÄupunkten, bei experimentellen Systemenwerden meist natÄurlichsprachliche Formulie-
rungen zugelassen.Prinzipiell umfasstdie formalisierte Anfrage alle Eingaben einesBenutzers wÄahrend der
Bearbeitung einer Anfrage, alsoz.B. auch Relevanzbeurteilungen zu einzelnenausgegebenenDokumenten.
Aus der formalisierten Anfrage wird dreierlei abgeleitet:

² Die Fragelogik enthÄalt die Bedingungenan die Objektattribute, die ein Antwortobjekt erfÄullen soll-
te. Wie oben erlÄautert, kÄonnen sich dieseBedingungenaber nur auf die Objektattribute beziehen;
auf Aspekte einesObjektes, die nicht durch entsprechendeAttribute reprÄasentiert sind, kann auch
nicht in der logischen Frageformulierung bezug genommenwerden. Diese Tatsache ist besonders
wichtig bei multimedialen Informationssystemen, die zwar hÄau¯g die Speicherung von Audio- und
Videosequenzenerlauben, aber nur sehrbeschrÄankte MÄoglichkeiten zur Suche nach solchen Objekten
anbieten.

² Die Frage-Sicht de¯niert, welche Teile desInhalts einesgefundenenObjektes als Antwort ausgegeben
werden sollen. In relationalen Datenbanksystemenwird dieseSicht z.B. mit Hilfe des Projektions-
Operators de¯niert. FÄur komplexer strukturierte Objekte (wie sie z.B. in objektorientierten Daten-
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banken zu ¯nden sind) mÄussenhier natÄurlich auch entsprechend mÄachtigere Operationen angeboten
werden.Bei der inhaltlic hen Suche nach Texten oder multimedialen Dokumenten wÄare eswÄunschens-
wert, wenn nur die Teile des Objektes, die fÄur die Beantwortung der Frage relevant sind, angezeigt
wÄurden. Dies setzt natÄurlich eine tiefergehendeInhaltserschlie¼ungvoraus.

² Die Layout-Spezi¯kation schlie¼lich legt fest, in welcher Form die Sicht auf ein oder mehrere Ant-
wortobjekte dargestellt werden soll.

Anhand dieser Abbildung kann auch der Aspekt der Unsicherheit verdeutlicht werden. Bei vielen
technisch-wissenschaftlichen Anwendungenist schon die Abbildung einesrealenObjektes in die Objektre-
prÄasentation mit Unsicherheit behaftet, weil dessenEigenschaften (etwa Messwerte) nur mit einer begrenz-
ten Genauigkeit oder nur unvollstÄandig erhoben werden kÄonnen. Die Ableitung der Objektsemantik aus
der internen ReprÄasentation ist eine weitere Quelle von Unsicherheit. Speziell bei Texten oder multime-
dialen Dokumenten kann deren Inhalt nur unzureichend erschlossenwerden, und durch die anschlie¼ende
Verdichtung in Form der Objektattribute ergibt sich ein weiterer Informationsverlust.

Auf der Seite der Fragen ergeben sich die gleichen Probleme der Unsicherheit, insbesonderebei der
Abbildung auf die interne ReprÄasentation. ZusÄatzlich spielt hier dasfÄur IR-An wendungentypischeMoment
der Vagheit eine wichtige Rolle (Im Prinzip wÄaren auch auf der Seite der Objekte vage Beschreibungen
mÄoglich, waswir aber hier nicht weiter betrachten wollen). Daher sollte die Frageformulierung in der Lage
sein,dieseVagheit zu reprÄasentieren. Bei probabilistischen Textretrievalsystemengeschieht diesz.B. durch
eine Gewichtung der Frageterme.
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Evaluierung

Wie in kaum einemanderenTeilgebiet der Informatik spielt die Evaluierung von Verfahren im Information
Retrieval eine wichtige Rolle. Aufgrund der Komplexit Äat der Aufgabenstellung sind nicht-experimentelle
Methoden zur Beurteilung von Retrievalverfahrenwenig geeignet.Zudem ist die Forschungsliteratur im IR
reich an Beispielenvon plausibel und mÄachtig erscheinendenVerfahren, die entweder gar nicht praktisch
umsetzbarwaren oder aber bezÄuglich der erreichten Retrievalqualit Äat bei weitem nicht an einfachere,aber
wirkungsvollere Verfahren heranreichten.

Evaluierungensollendie Qualit Äat einesSystemsbeurteilen helfen.Dabei mussman berÄucksichtigen, dass
esunterschiedliche Blickwinkel auf ein IRS gibt, z.B. die von Benutzern, KÄaufern, Managern, Herstellern
oder Entwicklern. FÄur jede dieser Gruppen sind bestimmte Aspekte einesSystemswichtiger als andere,
stehenandereFragen bei der Evaluierung im Vordergrund. Eingie dieserFragen kÄonnten etwa sein:

² Was kann ich Äandern, um die Qualit Äat einesSystemszu verbessern?
² Welche Art der TextreprÄasentation ist am besten?
² WelchesRetrievalmodell liefert die bestenErgebnisse?
² Welche Qualit Äat weist ein Systemauf?
² WelchesSystem ist besser?
² WelchesSystemsoll ich kaufen?
² Wie kann ich Qualit Äat messen?
² Was bedeutet Qualit Äat fÄur mich?
Um dieseFragenzu beantworten, kÄonnen jeweils geeigneteEvaluierungenkonzipiert und durchgefÄuhrt

werden.Generellsollte jedeEvaluierungen| insbesonderewennsiewissenschaftlichenMa¼stÄabengenÄugen
will | folgendezwei Eigenschaften erfÄullen:
Zuv erl Äassigkeit Dieselbe Untersuchung im gleichen Kontext sollte stets dieselben Ergebnissenliefern ,

das experiment sollte also wiederholbar sein.
Validit Äat Die Beobachtungen sollten mit den 'tats Äachlichen' VerhÄaltnissen Äubereinstimmen, um die GÄul-

tigkeit der Ergebnissezu gewÄahrleisten.
Dabei ist zu beachten dassIR-Exp erimente stets stochastische Experimente sind, dassalso bei Wie-

derholungeneinesExperimentes sich in der Regelnicht genaudie gleichen Messwerte wie beim vorherigen
Versuch ergeben.Daher musseineausreichendeZahl von VersuchendurchgefÄuhrt werden(z.B. einegrÄo¼ere
Mengevon Anfragen betrachtet werden), um sowohl ZuverlÄassigkeit als auch Validit Äat zu erreichen.

Sclie¼lich kann man abhÄangig von der Entwicklungsphasedes zu untersuchenden Systems folgende
Arten von Evaluierungen unterscheiden:

² Die Formative Evaluierung wird zu Beginn der Systementwicklung durchgefÄuhrt. AbhÄangig vom
anvisierten Anwendungskontext und weiteren Projektzielen werden u.a. Funktionalit Äat, Zielen und
gewÄunschte Ergebnissedeszu entwickelnden Systemsfestgelegt.

² DemgegenÄuber steht die summativeEvaluierung am Projektende, die dasrealisierte Systemsmit den
Projektzielen vergleicht.

² Die iterative Evaluierung wird begleitend zur Systemeentwicklung durchgefÄuhrt und dient im we-
sentlic hen als Grundlage fÄur bzw. zur Veri¯zierung von Basis Entwurfsentscheidungen.

² Die komparative Evaluierung vergleicht mehereSysteme(bzw. -Komponenten) der Basis standardi-
sierter Qualit Äatsma¼e

13
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Im Folgendenwerden wir hauptsÄachlich Methoden fÄur die iterativ e und die komparative Evaluierung
betrachten.

3.1 E±zienz und E®ektivit Äat

Wenn man von Bewertung von IR-Metho den spricht, so muss man zwischen E±zienz und E®ektivit Äat
unterscheiden. Unter E±zienz versteht man den mÄoglichst sparsamenUmgang mit SystemressourcenfÄur
eine bestimmte Aufgabe. Zu diesenRessourcenzÄahlen hauptsÄachlich:

² Speicherplatz,
² CPU-Zeit,
² Anzahl I/O-Op erationen,
² Antwortzeiten.
In den Äubrigen Gebieten der Informatik kann man sich hÄau¯g auf reine E±zienzbetrachtungen be-

schrÄanken, weil dort die vom Systemzu lÄosendenAufgabenstellungenklar de¯niert sind und einekorrekte
und vollstÄandigeLÄosungder Aufgaben durch dasSystemunabdingbare Voraussetzungist. Im Information
Retrieval dagegenmuss man akzeptieren, dass es praktisch kein System gibt, das die hier betrachteten
Aufgabenstellungenperfekt lÄost. Ein wesentlic her Unterschied zwischen einzelnenSystemenbesteht gerade
in der Qualit Äat, mit der ein Systemdie gewÄunschten Leistungen erbringt.

E®ektivit Äat bezeichnet dasKosten-Nutzen-VerhÄaltnis bei der Anwendungeinesbestimmten Verfahrens.
Bei der Nutzung einesIR-System bestehendie

"
Kosten\ in dem vom Benutzer aufzubringendenZeitauf-

wand und seiner mentalen Belastung bei der LÄosung seinesProblems mithilfe des Systems.Der erzielte
Nutzen besteht in der Qualit Äat der erreichten LÄosung.(Ein einfachesBeispiel hierfÄur wÄare z.B. die Suche
einesStudenten nach Literatur zur PrÄufungsvorbereitung in einem bestimmten Fach; der erzielte Nutzen
kÄonnte dann z.B. an der erreichten Note gemessenwerden). Wir werden die folgenden Betrachtungen
allein auf die resultierendeQualit Äat einesInformationssystemsbeschrÄanken | nicht zuletzt deshalb,weil
die hier betrachteten Verfahren keineoder nur wenige,standardisierte InteraktionsmÄoglichkeiten zwischen
Benutzer und Systemzulassen.

3.2 Relev anz

Um die Qualit Äat der Antworten einesIR-Systemszu beurteilen, legt man meist dasKonzept der Relevanz
zugrunde: Relevanz bezeichnet dabei eine Eigenschaft der Beziehung zwischen der Anfrage und einem
einzelnenElement der Antwortmenge. Hierbei werden folgendeAnnahmen gemacht:

² Die Systemantwort ist eine Menge von Objekten (z. B. Dokumente). Damit werden stÄarker struk-
turierte Antworten nicht berÄucksichtigt. Wie unten gezeigt wird, lassensich die hier diskutierten
Evaluierungsmethoden aber leicht auf lineare Anordnungen (Rangordnungen) ausdehnen.

² Die Qualit Äat desObjekts, also seineRelevanz bezÄuglich der Anfrage, hÄangt nur von der Anfrage ab.
WechselseitigeAbhÄangigkeiten zwischen Objekten bleiben dagegenunberÄucksichtigt (wenn z.B. die
Bedeutung einesbestimmten Dokumentes erst nach der Lekt Äure einesanderenDokumentes erkannt
wird).

EbensounberÄucksichtigt bleibt die Tatsache, dassdie Beziehung zwischen InformationsbedÄurfnis und
Anfrage relativ komplex sein kann und sich nur schlecht auf eine lineare Skala abbilden lÄa¼t.

In der Literatur werden meist 4 Arten von Relevanz unterschieden:
Situativ e Relev anz beschreibt die (tatsÄachliche) NÄutzlichkeit desDokumentes in Bezugauf die Aufgabe,

aus der heraus das InformationsbedÄurfnis entstanden ist. DieseAu®assungvon Relevanz orientiert
sich also an unsererDe¯nition desInformationsbegri®s.Allerdings kann man die situativ e Relevanz
praktisch kaum erfasssen,eshandelt sich also eher um ein theoretischesKonstrukt.

Pertinenz ist die subjektiv vom Benutzer empfundeneNÄutzlichkeit des Dokumentes in Bezug auf das
InformationsbedÄurfnis. Wenn also der Anfragende selbst Relevanzurteile abgibt, so handelt es sich
genaugenommenum Pertinenzurteile.

Ob jektiv e Relev anz ist die von einem oder mehrerenneutralen Beobachtern beurteilte Beziehung zwi-
schen dem geÄau¼ertenInformationswunsch und dem Dokument. Dier Relevanzbegri®wird hÄau¯g bei
Systemevaluierungen zugrunde gelegt.
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Systemrelev anz bezeichnet die von einemautomatischenSystemgeschÄatzte RelevanzdesDokumentes in
Bezugauf die formale Anfrage. In diesemSkript verwendenwir hierfÄur die Bezeichnung Retrievalwert
(englisch: Retrieval StatusValue (RSV) ), der durch die sogenannte Retrievalfunktion berechnet wird.

Im Folgenden wird zwischen Pertinenz und objektiv er Relevanz nicht mehr unterschieden. Zudem
machenwir die EinschrÄankung, dassdie Relevanzskala zweistu¯g ist, alsoausden beidenWerten

"
relevant\

und
"
nicht relevant\ besteht.

3.3 Distributionen

Distributionen sind abstrakte Darstellungenvon Retrievalantworten, die als Grundlage fÄur Bewertungsma-
¼edienen. Wir illustrieren diesesKonzept anhand einesBeispiels:Als Antwort auf eine Anfrage berechne
ein SystemfolgendeRetrievalwerte fÄur die Dokumente in der Datenbasis:

f (d1; 0:3); (d2; 0:8); (d3; 0:1); (d4; 0:8); (d5; 0:8); (d6; 0:6); (d7; 0:3); (d8; 0:1)g

Daraus ergibt sich folgendeRangordnung bzw. Distribution von Dokumenten:

(f d2; d4; d5g; f d6g; f d1; d7g; f d3; d8g)

Die Relevanzbeurteilung desBenutzers sei nun folgende(R { relevant, ¹R { nicht relevant):

f (d1; R); (d2; R); (d3; ¹R); (d4; R); (d5; R); (d6; ¹R); (d7; R); (d8; R)g

Durch die ZusammenfÄuhrung von Rangordnung und Relevanzurteilen erhÄalt man die Distribution mit
Relevanzurteilen:

(f d+
2 ; d+

4 ; d+
5 g; f d¡

6 g; f d+
1 ; d+

7 g; f d¡
3 ; d+

8 g)

FÄur die Bewertung der Retrievalqualit Äat abstrahiert man nun von spezi¯schen Dokumenten. Dadurch
ergeben sich ÄAquivalenzklassenvon Distributionen mit Relevanzurteilen, die wir im folgendeneinfach als
Distributionen bezeichnen:

¢ = (+ + + j ¡ j + + j + ¡ )

Die einzelnenRÄangewerden dabei durch
"
j\ getrennt,

"
+\ bezeichnet ein relevantes und

"
¡ \ ein nichtre-

levantes Dokument.

3.4 Standpunkte und Bew ertungsma¼e

Jedem Bewertungsma¼liegt ein bestimmter Standpunkt bezÄuglich des
"
Besserseins\ einer Distribution

im Vergleich zu einer anderen zugrunde. Bevor man ein Ma¼anwendet, sollte man sich daher im Kla-
ren darÄuber sein, welcher Standpunkt dem gewÄahlten Ma¼zugrundeliegt und ob dieser fÄur die aktuelle
Anwendung adÄaquat ist.

3.4.1 Benutzerstandpunkte

Wir nehmenan, dassdasIRS als Antwort auf eineAnfrage eineRangordnung von Dokumenten produziert,
die der Benutzer sequentiell solangedurchsieht, bis ein bestimmtes Abbruchkriterium erfÄullt ist. FÄur jedes
Kriterium (= Standpunkt) kann man dann ein entsprechendesBewertungsma¼de¯nieren, dasdie PrÄaferen-
zendesBenutzers widerspiegelt.BeispielefÄur mÄogliche Abbruchkriterien und zugehÄorige Bewertungsma¼e
sind:

² n Dokumente gesehen:# gesehenerelevante Dokumente
² n relevante Dokumente gesehen:# geseheneDokumente
² n nicht relevante Dokumente gesehen:# gesehene/ # gesehenerelevante Dokumente
² n nicht relevante Dokumente in Folge gesehen:# gesehene/ # gesehenerelevante Dokumente
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gefunden (GEF)

relevant (REL)

Kollektion
Abbildung 3.1: Mengender relevanten und gefundenenDokumente

3.4.2 Benutzer- vs. Systemstandpunkte

Man kann grob zwischen Benutzer- und Systemstandpunkten unterscheiden. Erstere spiegeln dabei die
Sicht eineseinzelnenBenutzers wider, wÄahrend letzteren ein globale Sicht (die desSystembetreibers) zu-
grundeliegt. Dementsprechend beziehensich benutzerorientierte Ma¼eauf dasmÄogliche Verhalten und die
PrÄaferenzender Benutzer. Systemorientierte Ma¼eentsprechen dagegeneiner systemorientierten Sicht,
die unabhÄangig von speziellen Benutzerstandpunkten ist. Daher wird eine

"
globale\ Bewertung der Dis-

tribution angestrebt. Im Gegensatzdazu werden etwa bei den obigen benutzerorientierten Ma¼enjeweils
nur die ersten Dokumente der Rangordnung betrachtet. Ein einfachessystemorientiertes Ma¼wÄare daher
die Korrelation zwischen Systemantwort ¢ und idealer Distribution ¹¢, z.B. ¢ = (+ + + j ¡ j + + j + ¡ )
und ¹¢ = (+ + + + + + j ¡ ¡ ). Als Beispiel fÄur ein systemorientiertes Ma¼wird in Abschnitt 3.9 das
NÄutzlichkeitsma¼vorgestellt.

3.5 Ma¼e fÄur boolesches Retriev al

3.5.1 Recall, Precision und Fallout

Wir betrachten zunÄachst den Fall der Retrievalbewertung fÄur booleschesRetrieval, da die Ma¼efÄur Rang-
ordnungen Erweiterungen der Ma¼efÄur booleschesRetrieval sind.

Als Benutzerstandpunkt wird hier angenommen,dassder Benutzer sich stetsalle gefundenenDokumen-
te anschaut. Im Folgendenbezeichne GE F die Menge der gefundenenAntwortobjekte, REL die Menge
der relevanten Objekte in der Datenbank und ALL die Gesamtzahl der Dokumente in der Datenbank
(Abbildung 3.1).
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Basierend auf diesenMengen lassensich dann die Ma¼ePrecision, Recall und Fallout wie folgt de¯-
nieren:

Precision: p :=
jREL \ GE F j

jGE F j

Recall: r :=
jREL \ GE F j

jREL j

Fallout: f :=
jGE F ¡ REL j
jALL ¡ REL j

Hierbei gibt die Precision den Anteil der relevanten an den gefundenenDokumenten wieder. Recall
dagegenbezeichnet den Anteil der relevanten Dokumente, die tatsÄachlich gefunden wurden. Schlie¼lich
misst Fallout den Anteil der gefundenenirrelevanten an allen irrelevanten Dokumenten der Kollektion;
hiermit wird also die FÄahigeit desSystemsbewertet, irrelevante Dokumente vom Benutzer fernzuhalten.

Da essich bei Retrievalexperimenten um stochastische Experimente handelt, sollte man die Messwerte
auch entsprechend interpretieren. Im Falle der Precision p = jREL \ GE F j=jGE F j wird damit die Wahr-
scheinlichkeit approximiert, dass ein (zufÄallig ausgewÄahltes) gefundenesDokument relevant ist. Analog
schÄatzt man mit dem Recall r = jREL \ GE F j=jREL j die Wahrscheinlichkeit, dassein (zufÄallig ausge-
wÄahltes) relevantes Dokument gefundenwird. Entsprechendesgilt fÄur den Fallout. Dieseprobabilistische
Interpretation der Retrievalma¼espielt eine wesentlic he Rolle bei den Optimalit Äatsbetrachtungen zum
probabilistischen Ranking-Prinzip.

FÄur konkrete Anwendungen| insbesonderesolche, bei denenanstelle einesBooleschen Retrieval eine
Rangliste von Antworten zom System geliefert wird | werden hÄau¯g Varianten dieser Ma¼everwendet,
die an den jeweiligen Kontext angepasstwurden.

² Beim Web-Retrieval kann man davon ausgehen,dassdie meisten Benutzer (nach empirischen Un-
tersuchungen ca. 90 %) sich nur die erste Seite der Ergebnisliste anschauen, die in der Regel 10
Antworten enthÄalt. Ein passendesMa¼ist daher die Precision nach 10 Dokumentren, die meist als
'Prec@10'bezeichnet wird. Ein extremer (aber z.B. von Google unterstÄutzter) Standpunkt wÄare die
Precision desersten Dokumentes (Prec@1).

² Bei Evaluierungsinitiativ en wie TREC, CLEF oder INEX werden in analoger Weisez.B. Prec@5,
Prec@10,Prec@30und Prec@100parallel betrachtet, um Benutzerklassenzu simulieren, die sich je-
weils die entsprechendeAnzahl Dokumente anschauen. ErgÄanzendwerden Recall-orientierte Stand-
punkte simuliert, indem die Precision-Werte bei bestimmten Recall-Punkten gemessenwerden,wobei
dann zusÄatzlich Äuber mehrereRecall-Punkte (entsprechend verschiedenenBenutzerklassn) gemittelt
wird.

3.5.2 Recall-Absc hÄatzung

Die GrÄo¼eder Precision ist fÄur jedenBenutzer einesIR-Systemsdirekt ersichtlic h. Die GrÄo¼edesRecall ist
dagegenfÄur einen Benutzer weder erkennbar, noch kann sie mit vernÄunftigem Aufwand prÄazisebestimmt
werden.Der Grund hierfÄur liegt in dem Problem, die MÄachtigkeit der MengeREL zu bestimmen.Folgende
NÄaherungsmethoden wurden hierzu vorgeschlagen:
Vollst Äandige Relev anzb eurteilung: einer reprÄasentativ en Stichprobe der gesamten Datenbasis: Da

REL sehr viel kleiner als die gesamte Datenbasis ist (z. B. mÄogen 100 von 107 Dokumenten re-
levant sein), mÄusste die reprÄasentativ e Stichprobe schon einen relativ gro¼enTeil der Datenbasis
umfassen,was zuviel Beurteilungsaufwand erfordert.

Dokumen t-Source-Metho de: Hierbei wÄahlt man ein zufÄalliges Dokument aus der Datenbank und for-
muliert dann eine Frage, auf die diesesDokument relevant ist. Anschlie¼endwird geprÄuft, ob das
System das betre®endeDokument als Antwort auf die Frage liefert. FÄur eine Menge von Fragen
schÄatzt man dann Äuber die relative HÄau¯gkeit die Wahrscheinlichkeit, dass das Source-Dokument
gefundenwird, als NÄaherung desRecalls.Nachteil dieserMethode ist, dassdie verwendetenFragen
keine echten Benutzerfragen sind.
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Abbildung 3.2: Darstellung einesRetrievalergebnissesals Punkt im Recall-Precision-Graphen

Frageerw eiterung: Man erweitert die ursprÄunglichen Anfrage, so dasseine Obermengeder ursprÄung-
lichen Antwortmenge gefunden wird, die wesentlic h grÄo¼erist und weitere relevante Dokumente
enthÄalt (z. B. kann man auch mehrereFrageformulierungen von verschiedenenBearbeitern erstellen
lassenund die Vereinigungsmengeder Antwortmengenbetrachten). Damit erhÄalt man aber nur eine
Teilmengeder Menge REL, somit sind die darauf basierendenRecall-SchÄatzungen im allgemeinen
zu hoch.

Abgleic h mit externen Quellen: Man versucht parallel zur Datenbanksuche noch mit davon unabhÄan-
gigen Methoden, relevante Dokumente zu bestimmen (z. B. indem man den Fragendenoder andere
Fachleute fragt, welche relevanten Dokumente sie kennen). Der Anteil der in der Datenbasis vor-
handenen Dokumente, die das System als Antwort liefert, ist dann eine gute NÄaherung fÄur den
Recall. Nachteile dieserMethode sind, dasssiezum einenrecht aufwendig ist, zum anderenoft nicht
anwendbar ist, weil eskeine unabhÄangigenexternen Quellen gibt.

Pooling-Metho de: (Retrieval mit mehrerenSystemen):Man wendet mehrereIR-Systemeauf denselben
Dokumentenbestandan und mischt die ErgebnisseverschiedenerSystemezu den gleichen Anfragen.
In der Regelgibt esstarke ÄUberlappungenin den Antwortmengender verschiedenenSysteme,sodass
der Aufwand nicht linear mit der Anzahl betrachteter SystemewÄachst [Harman 95]. DiesesVerfahren
wird derzeit beim Vergleich experimenteller Systemeim Rahmender TREC- und CLEF-Konferenzen
angewandt (Abschnitt 3.10).

Au¼erdenerstenbeidenVerfahrenliefern alle Methodennur untere SchrankenfÄur REL; die gemessenen
Recall-Werte sind daher im Allgemeinen zu optimistisch.

3.5.3 Fragew eise Vergleic he

Hat man fÄur eine Frage Recall und Precision bestimmt, so lÄa¼tsich diesesErgebnis als Punkt in einem
Recall-Precision-Graphendarstellen. Beim Vergleich zweier SystemebezÄuglich einer Frage ist dann dasje-
nige Systembesser,das sowohl einen hÄoherenRecall- als auch einen besserenPrecision-Wert liefert (einer
der beidenWerte darf auch gleich sein). In Abbildung 3.2 sind die Bereiche, in denenbesserebzw. schlech-
tere Ergebnisseliegen, wei¼markiert. HÄau¯g wird allerdings ein Systemeinen hÄoherenRecall, das andere
dagegeneine hÄoherePrecision liefern, so dasssich keine AussagebezÄuglich einer ÄUberlegenheiteinesder
beiden Systemeableiten lÄa¼t(die grauen Bereiche in Abbildung 3.2).

Als eine gÄangige Methode, (r; p)-Paare durch eine einzige Zahl auszudrÄucken, hat sich das F -Ma¼
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Abbildung 3.3: Aufteilung von Recall-Precision-Punktendurch das F -Ma¼:FÄur F = 0:5 und verschiedene
¯ -Werte ¯nden sich bessereRecall-Precision-Punkte im rechten oberen Bereich.

durchgesetzt.AbhÄangig von einem zu wÄahlendenParameter ¯ berechnet sich diesesMa¼zu

F¯ =
(¯ 2 + 1) ¢p ¢r

¯ 2 ¢p + r

Hierbei gibt ¯ die relative Wichtung desRecall an (¯ = 0: nur Precision zÄahlt; ¯ = 1 : nur Recall zÄahlt).
ÄUblicherweisesetzt man ¯ = 1, arbeitet also mit dem F1-Ma¼.Abbildung 3.3 zeigt die Aufteilung von
Recall-Precision-Punktenin bessereund schlechtere Ergebnissedurch dasF -Ma¼:Bezogenauf den F-Wert
0,5 fÄur verschiedene¯ -Werte ¯nden sich bessereRecall-Precision-Punktejeweils im rechten oberenBereich,
schlechtere Punkte auf der jeweils anderenSeite der Kurv en.

Als Alternativ e zu diesn kombinierten Ma¼enkann man auch Kostenma¼ebetrachten; diesewerden
insbesonderebei Systemen zur Informations¯lterung hÄau¯g eingesetzt. Dabei geht man von folgender
Kontingenztafel aus und zÄahlt die Anzahl Dokumente h:

: fÄur jeden der vier FÄalle:
relevant relevant

gefunden hR
g hI

g

gefunden hR
n hI

n
Die allgemeineFormel fÄur die Gesamtkosten ergibt sich dann als gewichtete Summeder verschiedenen

Anzahlen:
C = CR

g ¢hR
g + C I

g ¢hI
g + CR

n ¢hR
n + C I

n ¢hI
n

Dabei sind CR
g , C I

g , CR
n und C I

n die Kostenparamter fÄur die vier FÄalle. Im einfachsten Fall kÄonnte man
etwa wÄahlen CR

g = C I
n = 0 und C I

g = CR
n = 1. C I

g = CR
n = 1.

Will man dagegenein System zur Filterung von Spam-Emails bewerten, zo sollte zwar das System
mÄoglichst viele 'relevante' (d.h. Spam-Mails) identi¯zieren, aber mÄoglichst keine 'irrelevante' (nicht-Spam)
Mails selektieren.Um alsohI

g (im Vergleich hR
n , der Anzahl an den Benutzer weitergeleitetenSpam-Mails)

zu mÄoglichst klein zu halten, sollten also entsprechendeWerte C I
g À CR

n gewÄahlt werden.

3.5.4 Mittelw ertbildung

Wie oben erwÄahnt, mussman eineMengevon Fragenbetrachten, um fundierte AussagenÄuber die Qualit Äat
einesSystemszu erhalten. Dementsprechend mÄussenMittelw erte fÄur die Qualit Äatsma¼eberechnet werden.
Hierzu werdenim IR zwei verschiedeneMethoden angewendet (im Folgendengehenwir von N Fragenaus,
wobei REL i und GE Fi fÄur i = f 1; : : : ; N g die jeweiligen Mengen gefundenerbzw. relevanter Dokumente
bezeichnen):
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² Bei der Makrobewertung wird das arithmetische Mittel der Werte fÄur die einzelnenFragen gebildet,
also z.B. fÄur die Precision:

pM =
1
N

NX

i =1

jREL i \ GE Fi j
jGE Fi j

Probleme ergeben sich bei der Makrobewertung, wenn einzelneFragen leereAntwortmengen liefern
(dies ist z.B. hÄau¯g bei Testsder Fall, wo nur eine Stichprobe der Dokumente der gesamten Daten-
basisverwendet wird, so dassFragen mit wenigenAntworten auf der gesamten Datenbasisoft keine
Antwort in der Stichprobe liefern). Durch verbesserteprobabilistische SchÄatzmethoden kann diese
Problem unter UmstÄanden behoben werden.
Aus stochastischer Sicht approximiert die Makro-Methode den Erwartungswert fÄur die Precision
zu einer zufÄallig ausgewÄahlten Anfrage. Somit geht jede Frage gleich stark in den Mittelw ert ein,
was nicht immer wÄunschenswert sein mag (wenn man Fragen mit grÄo¼erenAntwortmengen stÄarker
gewichten will). Daher bezeichnet man dieseMethode auch als Frage- oder Benutzer-orientiert.

² Bei der Mikr obewertung werden zuerst ZÄahler und Nenner des Ma¼esaddiert, bevor der Quotient
gebildet wird { also bei der Precision:

p¹ =
P N

i =1 jREL i \ GE Fi j
P N

i =1 jGE Fi j

Dadurch wird dasProblem der leerenAntwortmengenumgangen.Da hier jedesDokument gleichstark
in den Mittelw ert eingeht, bezeichnet man die Mikrob ewertung auch als Dokument- oder System-
orientiert. Aus stochastischer Sicht wird hier die Wahrscheinlichkeit approximiert, dassein (zufÄallig
ausgewÄahltes) gefundenesDokument aus einer der N Anfragen relevant ist.

Analoge Betrachtungen gelten fÄur Recall und Fallout.
Ein speziellesProblem der Mikrob ewertung ist aber die fehlendeMonotonieeigenschaft: Wir betrachten

zwei verschiedeneRetrievalergebnisse¢ 1, ¢ 2, die von zwei Systemenzur gleichen Frage geliefert worden
sind. Ein Ma¼ist dann monoton, wenn sich durch das HinzufÄugen des gleichen Retrievalergebnisses¢
zu beiden Ergebnissendie AussageÄuber die ÄUberlegenheit einesder beiden Systemenicht Äandert. Seien
¢ 1 = (+ ¡ ) und ¢ 2 = (+ + ¡ ¡ ¡ ) Retrievalergebnisse,zu denen spÄater das Retrievalergebnis ¢ =
(+ + ¡ ¡ ¡ ¡ ¡¡ ) hinzugefÄugt wird.

Dann ist p¹ (¢ 1) =
1
2

>
2
5

= p¹ (¢ 2);

aber p¹ (¢ 1; ¢) =
3
10

<
4
13

= p¹ (¢ 2; ¢) :

3.6 Rangordn ungen

Mit AusnahmedesbooleschenRetrievals liefern alle RetrievalverfahreneineRangordnung von Dokumenten
als Antwort. Daher mÄussendie De¯nitionen der Retrievalma¼eentsprechend erweitert werden.

Bei Rangordnungen muss man zusÄatzlich unterscheiden, ob eine lineare (totale) Ordnung der Doku-
mente aus der Datenbasis vorliegt oder nur eine schwache Ordnung ( eskÄonnen mehrere Dokumente im
selben Rang sein).

Wir stellenRetrievalergebnissedurch dasin Abschnitt 3.3 beschriebeneSchemadar. Die Distributionen
¢ 1 und ¢ 2 dienen im Folgendenals BeispielefÄur lineare Rangordnungen:

¢ 1 = (+ j + j ¡ j + j ¡ j + j ¡ j ¡ j ¡ j ¡ j ¡ j ¡ j + j¡ )

¢ 2 = (+ j ¡ j + j + j + j ¡ j ¡ j ¡ j ¡ j ¡ j + j ¡ j + j¡ )

Die zugrundegelegtē ktiv e Dokumentkollektion enthÄalt also14 Dokumente, von denenim Fall von ¢ 1

5 und im Fall von ¢ 2 6 Dokumente als relevant beurteilt wurden.
Die Distributionen ¢ 3 und ¢ 4 ¯nden als BeispielefÄur schwache Rangordnungen Verwendung:
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n Dokumentnr. £ = rel. Recall Precision
1 588 £ 0.2 1.00
2 589 £ 0.4 1.00
3 576 0.4 0.67
4 590 £ 0.6 0.75
5 986 0.6 0.60
6 592 £ 0.8 0.67
7 984 0.8 0.57
8 988 0.8 0.50
9 578 0.8 0.44

10 985 0.8 0.40
11 103 0.8 0.36
12 591 0.8 0.33
13 772 £ 1.0 0.38
14 990 1.0 0.36

Tabelle 3.1: Recall und Precision fÄur ¢ 1 nach dem Nachweis von n Dokumenten bei linearer Ordnung

¢ 3 = (+ + ¡j + + + + ¡ ¡ ¡ ¡ ¡ j + + j + ¡ ¡ ¡ ¡ j + ¡ (80))

¢ 4 = (+ j + ¡j + + + + + ¡ ¡ ¡ ¡ ¡ ¡ ¡ ¡ j + + j + + ¡ (80))

Hierbei enthÄalt die Dokumentkollektion insgesamt 100 Dokumente (der letzte Rang enth Äalt jeweils 80
nicht relevante Dokumente), von denenbei ¢ 3 10 und bei ¢ 4 11 Dokumente als relevant beurteilt wurden.

3.6.1 Lineare Ordn ung

Bei einer linearen Ordnung kÄonnen Recall und Precision (r; p) fÄur eine Anfrage in AbhÄangigkeit von der
MÄachtigkeit in der Antwortmenge bestimmt werden, wie dies am Beispiel in Tabelle 3.1 gezeigtwird. ¢ 1

ist die zugehÄorige Darstellung desRetrievalergebnisses.
TrÄagt man die sich fÄur verschiedenen ergebenden(r; p)-Werte in dasRecall-Precision-Diagrammein, so

ergibt sich das in Abbildung 3.4 (links) gezeigteBild. Um die ÄUbersichtlic hkeit zu erhÄohen, kann man die
einzelnenPunkte mit GeradenstÄucken verbinden (lineare Interpolation, Abbildung 3.4 rechts). Allerdings
darf man den Punkten auf diesenGeradenstÄucken keine Bedeutung zuordnen (um z.B. Zwischenwerte zu
interpolieren). DieseArt der Darstellung ist besondersnÄutzlich, wenn man die Qualit Äatsma¼efÄur mehrere
Rangordnungen in einem einzigenGraphen darstellen mÄochte (sieheAbbildungen 3.5).

Um die Kurv en im R-P-Graphen interpretieren zu kÄonnen, wird in [Salton & McGill 83, S.167{8]
vorgeschlagen, die Originalkurv e wie in Abb. 3.6 dargestellt zu interpolieren. Dabei wird jeder einzelne
(r; p) Wert durch eine waagerechte Linie bis zu r = 0 interpoliert. Der resultierende Graph ergibt sich
dann als das Maximum Äuber dieseGeradenstÄucke.

3.6.2 Schwache Ordn ung

Viele Retrievalverfahren liefern nur eine schwache Ordnung auf der Antwortmenge, also mit mehreren
Dokumenten in einem Rang (wie z.B. der

"
Coordination Level Match\ oder als Extremfall das boole-

sche Retrieval). In diesemFall darf man nicht versuchen, durch zufÄallige Anordnung der Dokumente eines
Rangeseine lineare Ordnung zu erzeugen,um dann die dazu passendenEvaluierungsmethoden anzuwen-
den; wie in [Raghavan et al. 89] dargestellt, ergeben sich dadurch unzuverlÄassige,nicht reproduzierbare
Ergebnisse.

Tabelle 3.2 zeigt die zu den Distributionen ¢ 3 und ¢ 4 gehÄorigen Recall- und Precision-Werte fÄur die
einzelnenRÄange,die in Abbildung 3.7 graphisch dargestellt sind.

Ein mÄoglicher Weg zur De¯nition von eindeutigen Precision-Werten fÄur vorgegebene Recall-Werte
besteht in der sogenanten PRECALL ceil ing -Methode.DieseMethode ist an SaltonsInterpolationsmethode
angelehnt. Hierbei wird zunÄachst die Precisionan jedemeinfachenRecall-Punkt berechnet. Bei n relevanten
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Abbildung 3.4: Graphische Darstellung der Werte aus Tabelle 3.1 (¢ 1), rechts mit linearer Interpolation
der Punkte.
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Abbildung 3.5: Graphische Darstellung der Werte fÄur zwei verschiedeneRangordnungen (¢ 1 und ¢ 2),
rechts mit linearer Interpolation der Punkte.

¢ 3 ¢ 4

Rang Recall Precision Recall Precision
1 0.20 0.67 0.09 1.00
2 0.60 0.50 0.18 0.67
3 0.80 0.57 0.63 0.44
4 0.90 0.47 0.81 0.50
5 1.00 0.10 1.00 0.11

Tabelle 3.2: RangabhÄangigeRecall- und Precision-Werte zu ¢ 3 und ¢ 4
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Abbildung 3.6: Interpolation nach Salton
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Abbildung 3.7: Recall-Precision-Graphen(mit linearer Interpolation) zu ¢ 3 und ¢ 4
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Abbildung 3.8: PRECALL ceil ing bei linearer (links) und schwacher Ordnung (rechts)

Dokumenten sind dasdie Punkte 1=n : : : n=n. FÄur die Äubrigen Recall-Werte wird dann jeweils die Precision
desnÄachstgrÄo¼ereneinfachen Recall-Punktes angenommen.

Sei l f der letzte berÄucksichtigte Rang. Die PRECALL ceil ing -Interpolation ist dann de¯niert durch:

j := Anzahl irrelevanter Dokumente in den RÄangenf 1; : : : ; l f ¡ 1g

s := Anzahl relevanter Dokumente, die aus Rang l f gezogenwerden

r := Anzahl relevanter Dokumente in Rang l f

i := Anzahl irrelevanter Dokumente in Rang l f

PRECALL ceil ing (x) :=
dx ¢ne

dx ¢ne+ j + (s ¢i )=r

Untersuchen wir z.B. ¢ 1 = (+ ¡ ¡j + + + ¡ ¡ ¡ ¡ ¡ ¡ ¡ ) beim Recall-Level 0.25, nach dem erstenRang:

PRECALL ceil ing (0:25) =
1

1 + 0 + (1 ¢2)=1
= 1=3

Nach der Berechnung von PRECALL ceil ing muss wie bei der linearen Ordnung interpoliert werden,
indem dasMaximum Äuber die bis zu r = 0 verlÄangertenGeradenstÄucke gebildet wird. Der LesermÄogesich
Äuberlegen,dasssich dadurch bei einer Distribution ¢ 0 = (+ ¡ ¡j + + + ¡ ¡ ¡ ¡ ¡ ¡ ¡ ) nichts Äandert,
wohl aber bei einem Ergebnis ¢ 00= (+ ¡ ¡j + + + ¡ ¡ ¡¡ ).

Abbildung 3.8zeigt die ausdenBeispieldistributionen resultierendenKurv enfÄur dasPRECALL ceil ing -
Ma¼.

3.7 In terpretation von Recall-Precision-Graphen

Die bislang gezeigtenR-P-Graphen sind nicht eindeutig zu interpretieren: Sie geben weder die zu erwar-
tende Precision fÄur einen vorgegebenen Recall-Wert eindeutig an, noch sind die durch die Interpolation
mittels GeradenstÄuckenentstehendenZwischenwerte sinnvoll zu interpretieren. Einzig eineprobabilistische
Interpretation der zu bestimmendenMa¼ehilft hier weiter.

Bei schwach geordnetenAntwortmengen sind zwei Benutzerstandpunkte denkbar. Der Benutzer zieht
solangeDokumente ausdem hÄochsten noch nicht vollstÄandig untersuchten Rang, bis er entwedergenug Do-
kumente (ND) oder ausreichendviele relevante Dokumente (NR) gesehenhat. Wir betrachten im folgenden
beide Standpunkte.
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3.7.1 Abbruc hkriterium: Anzahl der relev anten Dokumen te (NR)

Da die Reihenfolgeder Dokumente in einemRang zufÄallig ist, mÄussenwir zunÄachst die erwartete SuchlÄange
fÄur eine vorgegebeneAnzahl relevanter Dokumente bestimmen.

3.7.1.1 Erw artete Suchl Äange (esls)

Wir nehmenan, der Benutzer zieht aus einer Mengevon r relevanten und i nicht relevanten Dokumenten
solangeDokumente, bis er s relevante (mit s · r ) Dokumente hat. esls sei die zu erwartende Anzahl von
nicht relevanten Dokumenten, die er bis dahin zieht.

esls =
iX

v=0

P0(v) ¢v

An Stelle diesesErwartungswertes berechnen wir zunÄachst den Erwartungswert E (X r ;i;s ) fÄur die Ge-
samtzahl der gezogenenDokumente (wobei E (X r ;i;s ) = esls + s).

Dieser Erwartungswert lÄa¼tsich als

E (X r ;i;s ) =
i + sX

v= s

P(v) ¢v

berechnen.Dabei ist P(v) die Wahrscheinlichkeit, dassman mit denerstenv¡ 1 Dokumenten s¡ 1 relevante
Dokumente zieht und als v-tes Element ein weiteres relevantes. Nachfolgend geben wir die Herleitung
aus [Hartmann 86] wieder (sieheauch [Cooper 68]):

E (X r ;i;s ) =
i + sX

v= s

¡ i
v¡ s

¢¡ r
s¡ 1

¢

¡ r + i
v¡ 1

¢ ¢
r ¡ s + 1

r + i ¡ v + 1
¢v

=
i + sX

v= s

¡ i
v¡ s

¢¡r
s

¢

¡ r + i
v

¢ ¢s

=
i + s+1X

v= s+1

¡ i
v¡ s¡ 1

¢¡r
s

¢

¡ r + i
v¡ 1

¢ ¢s

r + 1
(r + i + 1) ¢s

¢E(X r ;i;s ) =
i + s+1X

v= s+1

¡ i
v¡ s¡ 1

¢¡r +1
s

¢

¡ r + i +1
v¡ 1

¢ ¢
r ¡ s + 1

r + i + 1 ¡ v + 1

=
i + s+1X

v= s+1

P(X r +1 ;i;s +1 = v) = 1

E(X r ;i;s ) =
r + i + 1

r + 1
¢s

esls =
i

r + 1
¢s

3.7.1.2 W ahrsc heinlic hk eit (Probabilit y) der Relev anz (PRR)

Eine mÄogliche De¯nition von Precision ist die Wahrscheinlichkeit P(r eljr etr ), dassein untersuchtes Doku-
ment relevant ist. FÄur die Anzahl gefundenerDokumente setzenwir jetzt die SummeN R + eslN R in die
normale Formel zur Berechnung der Precision ein. N R bezeichne dabei die Anzahl gewÄunschter relevanter
Dokumente; die erwartete SuchlÄangeergibt sich dafÄur zu eslN R = j + esls:

PRR :=
N R

N R + eslN R
=

N R
N R + j + s ¢i=(r + 1)

Indem wir fÄur N R auch reelle Zahlen zulassen,haben wir eine intuitiv e Methode der Interpolation
(siehedie theoretische Rechtfertigung hierzu in [Raghavan et al. 89]):
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Abbildung 3.9: Probabilit y of Relevance(NR) fÄur lineare Ordnungen(links) und schwache Rangordnungen
(rechts).

PRR(x) :=
x ¢n

x ¢n + eslx ¢n
=

x ¢n
x ¢n + j + s ¢i=(r + 1)

FÄur das Retrievalergebnis¢ = (+ ¡ ¡j + + + ¡ ¡ ¡ ¡ ¡ ¡ ¡ ) erhalten wir z.B. fÄur den Recall-Level
0.25, also NR=1, folgendesErgebnis:

PRR =
1

1 + 0 + 1 ¢2=(1 + 1)
=

1
2

Abbildung 3.9 zeigt die mittels PRR errechneten Kurv en fÄur die Beispieldistributionen ¢ 1 bis ¢ 4.

3.7.1.3 Erw artete Precision

Eine andere MÄoglichkeit, die De¯nition von Precision auf schwache Rangordnungen zu erweitern, ist die
erwartete Precision, alsoder Erwartungswert der Precision. Bezeichne V die Mengeder mÄoglichen Anord-
nungen, so berechnet sich die erwartete Precision zu:

EPN R :=
X

v2 V

P(v) ¢p(v);

wobei P(v) = 1
jV j = r !¢s!

( r + s)! die Wahrscheinlichkeit einer Anordnung darstellt und p(v) die Precision am
N R-ten Dokument innerhalb der Anordnung v.

Als Beispiel dienewieder die Distribution ¢ = (+ ¡ ¡j + + + ¡ ¡ ¡ ¡ ¡ ¡ ¡ ). Die erwartete Precision
fÄur das erste relevante Dokumente EP1 berechnet sich somit zu

EP1 =
1
3

¢1 +
1
3

¢
1
2

+
1
3

¢
1
3

=
11
18

¼ 0; 611:

Die folgendeÄaquivalente Interpretation lÄa¼tsich einfacher berechnen, da zur Berechnung die Permu-
tationen, fÄur die ja jeweils die Precision-Werte zu bestimmen wÄaren, nicht aufgezÄahlt werden mÄussen.
ZunÄachst wird wieder der Rang l f bestimmt, aus dem das N R-te relevante Dokument stammt.

t r := Anzahl relevanter Dokumente in den RÄangenf 1; : : : ; l f ¡ 1g

s := Anzahl relevanter Dokumente, die aus Rang l f gezogenwerden

(N R = t r + s)

r := Anzahl relevanter Dokumente in Rang l f

i := Anzahl irrelevanter Dokumente in Rang l f
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Abbildung 3.10: Expected Precision (NR) fÄur lineare Ordnungen (links) und schwache Rangordnungen
(rechts).

EPN R :=
r + iX

k= s

P(vk ;s ) ¢p(vk ;s )

Dabei bezeichnet P(vk ;s ) die Wahrscheinlichkeit, dass sich in den ersten k ¡ 1 aus Rang l f gezogenen
Dokumenten genau s ¡ 1 relevante be¯nden und das das als k-tes Dokument wiederum ein relevantes
Dokument gezogenwird. p(vk ;s ) bezeichnet die Precision an der Stelle:

EPN R :=
s+ iX

k= s

¡ r
s¡ 1

¢¡ i
k ¡ s

¢

¡ r + i
k ¡ 1

¢ ¢
r ¡ s + 1

r + i ¡ k + 1
¢

s + t r

k + t r + j

Abbildung 3.10 zeigt die mittels Expected Precision errechneten Kurv en fÄur die Beispieldistributionen
¢ 1 bis ¢ 4.

3.7.2 Abbruc hkriterium: Anzahl der Dokumen te

Ist die Anzahl der Dokumente das Abbruchkriterium, so fallen PRR und EP zusammen:

t r := Anzahl relevante Dokumente in den RÄangenf 1; : : : ; l f ¡ 1g

k := Anzahl Dokumente, die aus Rang l f gezogenwerden

EPN D = PRRN D :=
1

N D

µ
t r +

k ¢r
r + i

¶

De¯nieren wir analog den erwarteten Recall ER

ERN D :=
1
n

µ
t r +

k ¢r
r + i

¶

so kÄonnen wir den Graphen der Punkte (ER(N D); EP(N D)) de¯nieren. Dieser stimmt mit dem
PRECALL -Graphen mit intuitiver Interpolation Äuberein:

PRECALL intuitiv e(x) :=
x ¢n

x ¢n + j + s ¢i=r

Abbildung 3.11 zeigt die fÄur den Benutzerstandpunkt N R errechneten Kurv en fÄur die Beispieldistri-
butionen ¢ 1 bis ¢ 4.
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Abbildung 3.11: Benutzerstandpunkt N D. FÄur lineare Ordnungen (links) unterscheiden sich die Gra-
phen nicht von den jeweiligen Graphen mit Benutzerstandpunkt N R, wohl aber fÄur schwache Ordnungen
(rechts).

3.8 Mittelw ertbildung und Signi¯k anztests bei Rangordn ungen

MÄochte man die in den vorigen Abschnitten beschriebenenMa¼enicht nur auf einzelneFragen anwenden,
sondernMittelw erte bestimmen,sostellt sich im Vergleich zu den ungeordnetenAntwortmengenein neues
Problem: Welches ist die geeigneteVergleichsbasis,Äuber der gemittelt wird? Beim booleschen Retrieval
wird ja immer die Menge der gefundenenDokumente betrachtet, aber bei einer Rangordnung existiert
keine derartige klare Einteilung. Wenn man sich auf die Makrobewertung beschrÄankt (Mikrob ewertung
wird hier fast nie angewandt), so gibt es folgendeMÄoglichkeiten:

1. Man mittelt Äuber der gleichen Anzahl gefundenerDokumente, nachdem man die Ma¼enach dem Ab-
bruchkriterium

"
Anzahl Dokumente (ND)\ berechnet hat. Problematisch bei dieserVorgehensweise

ist, wenn man Äuber Fragen mit unterschiedlicher Generality (relativ er Anteil relevanter Dokumente
an der Datenbasis) mitteln will.

2. Meist mittelt man Äuber gleichem Recall: ZunÄachst legt man die Recall-Punkte fest (z. B. in Schritten
von 0.1 von 0.1 bis 0.9), fÄur die gemittelt werden soll. Anschlie¼endwird fÄur jede Frage der daraus
resultierendeWert N R bestimmt (der nun meist nicht-ganzzahlig ist) und dann entwederPRR oder
EP fÄur diesenWert berechnet, bevor gemittelt wird.

Bei den Evaluierungen mit dem System SMART von Salton [Salton & McGill 83, S. 118-156],die wir
hier hÄau¯ger zitieren werden, wird meist Äuber die Recall-Werte 0.25, 0.5 und 0.75 gemittelt und dann
nochmals das arithmetische Mittel dieserdrei Werte gebildet.

Eine alternativ e Methode zur Betrachtung von Mittelw erten beim Vergleich verschiedener Verfahren
ist die Anwendung von Signi¯kanztests. Auch hierbei muss zunÄachst eine Vergleichsbasisfestgelegtwer-
den (entweder Anzahl gefundeneDokumente oder Recall-Level). Anschlie¼endwird zum Vergleich der
sich hierzu ergebenden Precision- (bzw. Recall-) Werte ein Signi¯kanztest angewendet. Bei verbundenen
Stichproben (also gleiche Fragen, die mit verschiedenenVerfahren bearbeitet werden) kann man z.B. den
Vorzeichentest oder den Wilcoxon-Test anwenden.

3.9 N Äutzlic hkeitsma¼

Das NÄutzlichkeitsma¼von Frei und SchÄauble [Frei et al. 91] ist eineAlternativ e zur Bewertung mit Recall
und Precision.Dabei wird vor allem die Problematik der Recall-Bestimmung umgangen.Im Gegensatzzur
Recall-Precision-Bewertung ist das NÄutzlichkeitsma¼aber ein rein systemorientiertes Ma¼, ein normaler
Benutzer des Systemsbeobachtet nicht direkt die durch diesesMa¼ausgedrÄuckte Qualit Äat. Ein weiterer
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Vorteil desNÄutzlichkeitsma¼esist die Eigenschaft, dassdie statistische Signi¯kanz fÄur die gemesseneGrÄo¼e
gleich mitb erechnet wird, was bei Recall und Precision nicht der Fall ist.

Das NÄutzlichkeitsma¼dient zum Vergleich zweier Retrievalverfahren (auf der Basis von deren Ant-
wortmengen). Im Unterschied dazu vergleichen die bisher vorgestellten Ma¼eeine Retrievalantwort mit
der jeweiligen idealen Antwort. Das NÄutzlichkeitsma¼erlaubt au¼erdem,anstelle binÄarer Relevanzurteile
auch BenutzerprÄaferenzenzur Beurteilung zu verwenden.

Die GrÄo¼eder Antworten beider Algorithmen (A und B) zu einer Frage sei durch r beschrÄankt. Sei
R die Vereinigung der Dokumente dieser Antworten. Durch die Rangordnung werden auf der Menge der
Dokumente in der Datenbank die Ordnungen ¼A und ¼B erzeugt. Der Benutzer wird nun aufgefordert,
seinePrÄaferenzen(¼p) unter den R Dokumenten der Antwort anzugeben.

Dabei bedeutet ein Paar (d1; d2) 2 ¼p ´ d1 < p d2, dassder Benutzer Dokument d1 fÄur wenigernÄutzlich
hÄalt als Dokument d2

Sei X eine Zufallsvariable, die den Anteil der Äubereinstimmenden Paare auf R £ R abzÄuglich des
Anteils der invers ÄubereinstimmendenPaare zwischen ¼A und ¼p angibt. Y bezeichne die entsprechende
Zufallsvariable fÄur das Ergebnis B :

X :=
jR2 \ ¼p \ ¼A j ¡ jR2 \ ¼¡ 1

p \ ¼A j

jR2 \ ¼p j

Y :=
jR2 \ ¼p \ ¼B j ¡ jR2 \ ¼¡ 1

p \ ¼B j

jR2 \ ¼p j

Berechnet man die Werte dieser Zufallsvariablen fÄur mehrere (k) Anfragen, so erhÄalt man k Paare
f (x i ; yi )j0 · i < kg, auf die man folgendenAlgorithm us anwendet:

1. Berechne die Di®erenzenyi ¡ x i und entferne die Paare, deren Di®erenz0 ist
(k0 sei die Anzahl der verbleibendenPaare).

2. Sortiere die Di®erenzennach aufsteigendenBetrÄagen.(Haben mehrereDi®erenzenden gleichen Be-
trag, weiseihnen den mittleren Rang zu)

3. Berechne w+ , die Summeder RÄangemit positiven Vorzeichen
Der Erwartungswert ¹ fÄur w+ ist gegeben durch:

¹ =
k0(k0 + 1)

4

Das NÄutzlichkeitsma¼uA;B sei de¯niert durch

uA;B :=
w+ ¡ ¹

¹

Um die Paare (x i ; yi ) mit Di®erenz0 und die GrÄo¼eder Di®erenzzu berÄucksichtigen, de¯nieren wir als
korrigiertes NÄutzlichkeitsma¼:

u¤
A;B := uA;B

1
k

¯
¯
¯
¯
¯

k ¡ 1X

i =0

(yi ¡ x i )

¯
¯
¯
¯
¯

Gro¼eWerte von uA;B weisendarauf hin, dassAlgorithm us B besserist als Algorithm us A. Um die
statistische

"
Sicherheit\ diesesHinweisesfestzustellen, benÄotigen wir die Wahrscheinlichkeit Pk (UA;B ¸

uA;B ), dassein so gro¼erWert von UA;B zufÄallig ist.
FÄur die Berechnung nehmenwir an, dassUA;B normal verteilt ist:

Pk (UA;B ¸ uA;B ) ¼ 1 ¡ ©
µ

w+ ¡ ¹
¾

¶

¹ =
k0(k0 + 1)

4

¾2 =
k0(k0 + 1)(2k0 + 1)

24
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Beispiel
Die folgendenTabellen zeigendie Berechnung desNÄutzlichkeitsma¼esfÄur vier Fragen.

A B
Rang q0 q1 q2 q3 q0 q1 q2 q3

1 d3 d4 d7 d6 d2 d4 d6 d9

2 d2 d5 d6 d7 d3 d5 d7 d7

3 d0 d3 d8 d8 d1 d3 d8 d6

4 d1 d7 d9 d0 d6 d8

5 d4 d6 d4 d7

Die Antwortmengen:

query R
q0 f d0; d1; d2; d3g
q1 f d3; d4; d5; d6; d7g
q2 f d6; d7; d8g
q3 f d6; d7; d8; d9g

Die PrÄaferenzendesBenutzers

query R2(D ; q; r ) \ ¼p

q0 f (d0; d1); (d1; d2)g
q1 f (d3; d4)g
q2 f (d6; d7)g
q3 f (d6; d7); (d7; d9)g

Die erfÄullten PrÄaferenzen:

query R2(D ; q; r ) \ ¼p \ ¼A R2(D ; q; r ) \ ¼p \ ¼B

q0 f (d1; d2)g f (d0; d1); (d1; d2)g
q1 f (d3; d4)g f (d3; d4)g
q2 f (d6; d7)g fg
q3 fg f (d6; d7); (d7; d9)g

Die verletzten PrÄaferenzen:

query R2(D ; q; r ) \ ¼¡ 1
p \ ¼A R2(D ; q; r ) \ ¼¡ 1

p \ ¼B

q0 f (d1; d0)g fg
q1 fg fg
q2 fg f (d7; d6)g
q3 f (d7; d6); (d9; d7)g fg

Die Werte x i ; yi und yi ¡ x i :

query x i yi yi ¡ x i

q0 0 1 1
q1 1 1 0
q2 1 -1 -2
q3 -1 1 2
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Die RÄangeder Di®erenzbetrÄagejyi ¡ x i j

i jyi ¡ x i j sign rank
0 1 +1 1
2 2 {1 2.5
3 2 +1 2.5

Damit ergeben sich folgendeWerte:
w+ = 7=2
¹ = 3
¾2 = 7=2
uA;B = 1=6
u¤

A;B = 1
24

Pk (UA;B ¸ uA;B ) ¼ 1 ¡ ©(1=
p

14) = 0:4

3.10 Evaluierungsinitiativ en:TREC, CLEF, NTCIR und INEX

Basierendauf den Erfahrungen ausEvaluierungenin der Cran¯eld-T radition [Cleverdon 91] entstand 1992
die TREC 1-Initiativ e,die bis heuteeinenDefacto-StandardfÄur die Evaluierung von IR-Metho dendarstellt.
Mittlerw eile gibt esweitere Evaluierungsinitiativ en, die jeweils darauf abzielen, fÄur einen spezi¯schen Be-
reich im Information Retrieval eine StandardumgebungfÄur die Evaluierung zur VerfÄugung zu stellen. Die
wichtigsten dieserneuerenIntiativ en stellen CLEF 2, NTCIR 3 und INEX 4 dar.

Allen Initiativ engemeinist, dasssiezum einenDokumentenkollektionen in einemUmfang bereitstellen,
der praktischen Anwendungenentspricht. Zum anderenwerdenstandardisierte Retrievalaufgaben (Anfra-
gen,sogenannte Topics) sowie entsprechendeRelevanzbeurteilungen fÄur die angebotenenDokumentkollek-
tionen ermittelt. Dabei werdendie Relevanzbeurteilungen jeweilsdurch dasin Abschnitt 3.5.2beschriebene
Pooling-Verfahren ermittelt. Es wird somit eine Vergleichbarkeit von IR-Verfahren hergestellt.

Bevor die einzelnenInitiativ en mit ihren jeweiligen Teilaufgaben vorgestellt werden, soll im folgenden
Abschnitt auf die verwendetenRetrievalma¼eeingegangenwerden.

3.10.1 Evaluierungsma¼e

Evaluierung innerhalb der drei vorgenannten Initiativ en basiert jeweils auf dem gleichen Retrievalma¼.
Dabei wird fÄur jedenRang die Precisionbestimmt, eserfolgt eineInterpolation nach demSalton-Verfahren.
Nun wird die Precision fÄur die elf Recall-Punkte f 0; 0:1; 0:2; : : : ; 1g wiederum unter Zuhilfenahme der
Salton-Interpolation bestimmt. Die resultierendenPunkte werdenwiederdurch GeradenstÄuckemiteinander
verbunden.Bei mehrerenAnfragen wird die Precision Äuber die 11 Recall-Punkte gemittelt. Abbildung 3.12
zeigt die resultierendenKurv en fÄur die Beispieldistributionen aus Abschnitt 3.6.

Bemerkenswert hierbei ist, dasseine Interpolation bis zum Recall-Punkt 0 erfolgt, fÄur den ja die Pre-
cision eigentlic h unde¯niert sein muss. In der Implementierung diesesMa¼es(trec_eval 5), wie sie in den
einzelnenInitiativ en Verwendung¯ndet, werden schwachgeordneteDokumente innerhalb einzelnerRÄange
ignoriert. Stattdessenwird die schwache Ordnung durch zufÄallige Anordnung der Dokumente einesRanges
in eine lineare Ordnung ÄuberfÄuhrt.

3.10.2 TREC: Text REtriev al Conference

Seit 1992 wird die jÄahrliche Text REtrieval Conference [Voorhees& Harman 98] durchgefÄuhrt. FÄur die
erste TREC-Konferenz wurden den Teilnehmern zwei Teilaufgaben (sogenannte Tracks) angeboten. Zum

1http://trec.nist.gov /
2http://www.clef- campaig n. or g/
3http://research.nii. ac.jp /n tc ir /
4http://www.is.inform at ik. uni- dui sbur g. de/p roj ects /i nex/ in dex.h tml. en
5 ftp://ftp.cs.cornell .e du/ pub/ smar t/ tr ec_eval .v 3bet a. shar
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Abbildung 3.12: TREC-Evaluierungsma¼efÄur lineare (links) und schwachgeordnete Rangordungen
(rechts).

einen war das der Adhoc-Track, bei dem die E®ektivit Äat der Systemein Bezug auf vorher nicht bekannte
Anfragen gemessenwurde. Zum anderengabesdenRouting-Track. Hier wird die E®ektivit Äat von Systemen
in Bezugauf Anfragen untersucht, zu denenbereits eineMengerelevanter Dokumente bekannt sind. Dabei
kÄonnenz.B. Relevaz-Feedback-Methoden fÄur die Verbesserungder Retrieval-Ergebnisseauf einerKollektion
neuer Dokumente mit denselben Anfragen eingesetztwerden.

Mittlerw eile wurde das Angebot an Tracks breit diversi¯ziert. So gibt es einen Track, der sich mit
multilingualem Retrieval beschÄaftigt (Cross-Language(CLIR) Track). Weiterhin im Angebot sind z.B. ein
Track fÄur das Retrieval von Video-Daten, ein Web-Track (Retrieval von Web-Seiten)sowie der Question-
Answering Track, bei dem esnicht mehr nur um das klassische Dokumentenretrieval geht, sondernum die
mÄoglichst exakte Extraktion desWissens,welcheseine vorgegebeneAnfrage beantwortet.

3.10.3 CLEF: Cross-Language Evaluation Forum

Erstmals im Jahr 2000 fand das Cross-LanguageEvaluation Forum (CLEF) statt [Peters 01]. Hervor-
gegangenist CLEF aus dem CLIR-T rack von TREC: Der Schwerpunkt liegt auf der Evaluierung von
Retrieval-Methoden fÄur eine multilinguale Umgebung.Als Initiativ e auf EuropÄaischer Ebenebefasstesich
CLEF zunÄachst nur mit den wichtigsten europÄaischen Sprachen. UrsprÄunglich waren dies Englisch, Fran-
zÄosisch, Italienisch und Deutsch. Mittlerw eile fand eine Ausweitung auf weitere Sprachen statt: WÄahrend
Textkollektionen fÄur die oben genannten Sprachen und Spanisch vorliegen,werdendie Anfragen auch nach
NiederlÄandisch, Finnisch, Spanish,Schwedish, Japanisch und Chinesisch Äubersetzt.

GrundsÄatzlichesZiel bei den CLEF-Konferenzen ist also die Evaluierung von Systemen,die relevante
Dokumente auch in anderenSprachen als die der Anfrage zurÄuck liefern. Neben der Aufgabe fÄur multilin-
gualesRetrieval (Anfragen in einer Sprache, Dokumente in mehrerenunterschiedlichen Sprachen) werden
Aufgaben fÄur bilinguales Retrieval angeboten. In Hinblick auf das monolingualeRetrieval im Rahmen der
CLEF-Initiativ e werden spezielleAspekte von Nicht-Englischen Sprachen untersucht.

3.10.4 NTCIR: NA CSIS Test Collection Pro ject

Ebenfalls mit Information Retrieval in einer multilingualen Umgebungbefasstsich der NTCIR-W orkshop,
der zum ersten Mal in 1999 statt fand. Der Schwerpunkt liegt hierbei auf asiatischen Sprachen. Derzeit
liegenDokumentkollektionen in Japanisch, Chinesisch und Koreanisch vor. ÄAhnlich wie bei TREC gibt es
hier neben der Aufgabe fÄur multilinguales Retrieval weitere Aufgaben, z.B. Aufgaben zum Web-Retrieval,
zum Patent-Retrieval sowie eine Question-Answering-Aufgabe.
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3.10.5 INEX: Initiativ e for the Evaluation of XML Retriev al

Die jÄungste der hier genannten Evaluierungsinitiativ en ist die 2002 gestartete INEX-Initiativ e. Sie be-
schÄaftigt sich mit der Evaluierung von Retrievalmethoden fÄur XML-Dokumente. WÄahrend bisherige Re-
trievalansÄatze Dokumente als atomare Einheiten au®assen,wird bei INEX die durch das XML-F ormat
explizit gemachte hierarchische Dokumentstruktur berÄucksichtigt. Als Testkorpus werden hier Volltexte
aus Informatik-F achzeitschriften verwendet. Bislang werden zwei Arten von Aufgaben betrachtet:

² Bei 'content-only queries' ist einenatÄurlichsprachige Anfrage (i.w. eineListe von Begri®en)gegeben,
fÄur die das IRS relevante Dokumentteile ¯nden soll; diese sollen gerade so gro¼sein, dass sie die
Anfrage beantworten, umfassendereDokumentteile sollen dagegenvermiedenwerden.

² 'Content-and-structure queries' enthalten zusÄatzlich BedingungenbezÄuglich der Dokumentstruktur,
indem bestimmte Dokumentteile als Antwort verlangt werden (z.B. nur die Autoren oder die Ti-
tel) oder indem das Vorkommen von Werten in bestimmten Dokumentfeldern gefordert wird (z.B.
Jahreszahlals Erscheinungsjahr, Autorname in den Zitationen).

Diese neue Art von Aufgaben verlangt auch nach neuen Evaluierungsma¼en,die sich allerdings noch in
der Entwicklung be¯nden.

3.11 Evaluierung von in teraktiv em Retriev al

Bisher wurde in diesemKapitel fast ausschlie¼lich die Evaluierung von Batch-artigem Retrieval betrachtet
- dastri®t auch in ÄuberwiegendemMa¼eauf die oben beschriebenenEvaluierungsinitiativ enzu. Dabei wird
angenommen,dassder Benutzer eineAnfrage formuliert, und dann wird die Qualit Äat der von deneinzelnen
Systemenproduzierten Ergebnissebestimmt. Dieser Ansatz hat allerdings eine reihe von SchwÄachen:

² Es wird nur eine einzigeAnfrage betrachtet, eine Reformulierung (wie sie bei interaktiv en Systemen
Äublich ist) wird nicht berÄucksichtigt.

² Auch bei Relevance Feedback ist die einzig mÄogliche Interaktion die Relevanzbeurteilung einiger
Dokumente, weitergehendeReaktionen de Benutzers (wie etwa Markierung relevanter/irrelev anter
Passagen)sind nicht mÄoglich.

² Heutige IR-Systeme bieten oft eine reichhaltige Funktionalit Äat, wie z.B. Highlighting, Clustering,
Browsing von Dokumenten oder Termlisten. Diese Funktionalit Äat wird bei der Evaluierung nicht
berÄucksichtigt.

² Ergebnisse aus dem TREC interactive track [Voorhees& Harman 00] zeigen, dass die in her-
kÄommlichen Evaluierungen beobachteten Qualit Äatsunterschiede zwischen Verfahren beim inter-
aktiv en Retrieval verschwinden, da sie durch den Benutzer leicht kompensiert werden kÄonnen
[Turpin & Hersh 01].

Somit ergibt sich der Schluss,dassErgebnisseausBatch-Evaluierungennur sehrbeschrÄankte Aussagekraft
auf die viel realistischereSituation desinteraktiv en Retrieval haben. Daraus ergibt sich die Notwendigkeit
fÄur die Evaluierung von interaktiv em Retrieval.

NatÄurlich ist diese Art der Evaluierung sehr viel aufwendiger, da man dafÄur jeweils eine Reihe von
VersuchspersonenbenÄotigt. Auch die Auswertung von interaktiv em Retrieval ist mit sehr viel Aufwand
verbunden und wesentlic h komplexer als im Batch-Fall. Mittlerw eile gibt es ein reiches Instrumentarium
fÄur dieseArt der Evaluierung:

² Bei 'think aloud'-Protokollen soll die Versuchsperson laut denken, um damit mehr Einblick in die
bei der Suche ablaufendenkognitiven prozessezu bekommen.

² Beobachtungsdaten(z.B. Log-Analyse) sind relativ einfach zu erheben, besitzen aber nur eine be-
schrÄankte Aussagekraft.

² Durch Interviews nach dem Versuch (und evtl. auch schon vorher) lÄasstsich der subjektiv e Eindruck
der Versuchspersonenerheben und Hinweiseauf die subjektiv empfundenenStÄarken und SchwÄachen
desSystemssammeln.

² FragebÄogen kÄonnen alternativ oder ergÄanzend zu Interviews eingesetztwerden. Sie erfordern weni-
ger Aufwand fÄur die Versuchsleitung, sind leichter auszuwerten und ermÄoglichen eine quantitativ e
Beurteilung nach verschiedenenKriterien.

² Fehleranalysen dienen dazu, bei der fehlgeschlagenenBearbeitung von Aufgaben mit dem System
RÄuckschlÄusseauf die Ursachen zu ziehen.
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² Zeitbedarf zur Problembearbeitung ist einerelativeeinfach zu erhebendeMessgrÄo¼e:FÄur einevorgege-
beneMengevon Aufgaben misst man jeweilsdie Zeit, die die Versuchspersonenzu derenBearbeitung
benÄotigen.

² Die Kosten-Nutzen-Analyse versucht, Äuber die reine Retrievalqualit Äat hinaus sowohl den Aufwand
desBenutzers als auch den konkreten Nutzen zu quanti¯zieren.

Mittlerw eile wird die Notwendigkeit der Evaluierung von interaktiv em Retrieval allgemein anerkannt,
allerdings wird der Aufwand zur DurchfÄuhrung vielfach noch gescheut.



Kapitel 4

Wissensrepr Äasentation fÄur Texte

4.1 Problemstellung

Da sich IR hauptsÄachlich mit der inhaltlic hen Suche in Texten beschÄaftigt, stellt sich die Frage nach
der geeignetenReprÄasentationsform fÄur Textinhalte. Im Gegensatzzu Standard-Datenbanksystemen,wo
die ReprÄasentation mehr oder weniger eindeutig ist, ist die ReprÄasentation ein zentrales Problem im IR.
Dies liegt daran, dassdie in einer Frage angesprochenenKonzepte auf unterschiedlichste Weisein Texten
formuliert seinkÄonnen.Eine gewÄahlte ReprÄasentationsform soll daherzum einenunterschiedlicheFormulie-
rungen auf die gleicheReprÄasentation abbilden (und damit denRecall erhÄohen), zum anderenauch unklare
Formulierungen (z.B. Mehrdeutigkeit einzelnerWÄorter) vereindeutigen,um die Precision zu erhÄohen.

Wir werden in diesemKapitel zwei Arten von LÄosungsansÄatzen fÄur diesesProblem vorstellen:
² semantischer Ansatz:

Durch die Zuordnung von Deskriptionen zu Texten wird versucht, eine ReprÄasentation zu erstellen,
die weitgehendunabhÄangigvon der konkreten Formulierung im Text ist. Syntax und Semantik solcher
Deskriptionen sind in Form sogenannter Dokumentationssprachen festgelegt.

² Freitextsuche:
Hierbei wird keinezusÄatzliche ReprÄasentation erstellt, sonderneswerdennur bestimmte Funktionen
zur Verbesserungder Suche im Text der Dokumente angeboten.

4.2 Freitextsuc he

Bei der Freitextsuche kann man zwischen den beiden folgendenAnsÄatzen unterscheiden:
² informatischer Ansatz:

Dieser Ansatz (der in den heute kommerziell angebotenen IR-Systemenfast ausschlie¼lich vertreten
ist) fasst Textretrieval als Zeichenkettensuche auf und bietet entsprechendeFunktionen auf Zeichen-
kettenebene.

² computerlinguistischer Ansatz:
Hier wird mit Hilfe von morphologischen und teilweiseauch syntaktischen Verfahren eine Normali-
sierungvon Wortformen angestrebt,sodasssich die Suche auf WÄorter bezieht (im Gegensatzzu den
Zeichenketten beim informatischen Ansatz).

Bei beiden AnsÄatzen werden zunÄachst folgende Verarbeitungsschritte auf den Text der Dokumente
angewandt:

1. ZerlegungdesTextesin einzelneWÄorter: Leer- und Interpunktionszeichen werdenhier als Worttren-
ner aufgefasst.

2. Stoppwortbestimmung: Nicht-bedeutungstragendeWÄorter wie Artik el, FÄullwÄorter oder Konjunktio-
nen werden meist aus AufwandsgrÄunden von der weiteren Verarbeitung ausgeschlossen. Nur fÄur
syntaktische Verfahren mÄussendie Stoppworte berÄucksichtigt werden, um ein korrektes Parsing zu
ermÄoglichen. StoppwÄorter machen hÄau¯g rund die HÄalfte desTextesaus.

35
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3. Satzendeerkennung: Einige Freitextfunktionen erlauben den Bezugauf Satzgrenzen,die folglich erst
erkannt werden mÄussen.Wegender VerwechslungsmÄoglichkeit mit Abk Äurzungspunkten kann diese
Aufgabe nur approximativ gelÄost werden (z.B. mit Hilfe von Abk Äurzungslisten).

Die eigentlic he Freitextsuche bezieht sich dann auf den so reduzierten Text (bzw. die resultierende
Folge von WÄortern). Bei dieserArt der Suche nach WÄortern stellen sich folgendeProbleme:

² Homographen (verschieden gesprocheneWÄorter mit gleicher Schreibweise)
Tenor: SÄanger / Ausdrucksweise

² Polyseme (W Äorter mit mehrerenBedeutungen)
Bank: Sitzgelegenheit/ Geldinstitut

² Flexionsformen , die durch Konjugation und Deklination einesWortes entstehen
Haus { (des) Hauses{ HÄauser,
schreiben { schreibt { schrieb { geschrieben

² Deriv ationsformen (verschiedeneWortformen zu einem Wortstamm)
Formatierung { Format { formatieren

² Komp osita (mehrgliedrige AusdrÄucke)
Bundeskanzlerwahl { Wahl desBundeskanzlers
information retrieval { retrieval of information { information was retrieved

Das grundsÄatzliche Problem der Freitextsuche | die Wortwahl | bleibt aber in jedem Falle ungelÄost!

4.2.1 Informatisc her Ansatz

Der informatische Ansatz betrachtet Texte als Folgen von WÄortern, wobei ein Wort als eine durch Leer-
oder Interpunktionszeichen begrenzte Zeichenfolge de¯niert ist. Somit wird hier Freitextsuche als eine
spezielleForm der Zeichenkettensucheaufgefasstund entsprechendeZeichenketten-Operatoren angeboten.
Diese beziehensich zum einen auf einzelneWÄorter, zum anderen auf Folgen von WÄortern. Erstere sind
Truncation- und Maskierungs-Operatoren fÄur die Freitextsuche, letztere die Kontextoperatoren. (Wie bei
allen IR-Systemen Äublich, wird im folgendennicht zwischen Gro¼-und Kleinschreibung unterschieden).

² Truncation- und Maskierungs-Operatoren dienen dazu, Flexions- und Derivationsformen von WÄor-
tern zusammenzufÄuhren.

{ Bei der Truncation wird einerseitszwischen Front- und End-Truncation unterschieden,wobei
die Front-T runcation hauptsÄachlich benutzt wird, um beliebige Vorsilben bei der Suche zuzu-
lassen.Andererseitskann bei der Truncation entweder eine festeoder eine variable Anzahl von
Zeichen zugelassenwerden.Bei den folgendenBeispielenverwendenwir dasSymbol $ fÄur Trun-
cation fÄur genauein Zeichen und # fÄur eine beliebig lange Zeichenfolge;im ersten Fall spricht
man auch von beschrÄankter Truncation, im zweiten Fall von unbeschrÄankter. Wir geben jeweils
das Suchpattern an und einige WÄorter, die Tre®erfÄur diesesPattern sind:
schreib#: schreiben, schreibt, schreibst, schreibe
schreib$$: schreiben, schreibst
#schreiben: schreiben, beschreiben, anschreiben, verschreiben
$$schreiben: beschreiben, anschreiben

{ Maskierung oder genauerMitten-Maskierung bezieht sich auf Zeichen in der Mitte einesWor-
tes; da im Deutschen bei der Konjugation und der Deklination von WÄortern nicht nur die
Endung betro®enist, werden solche Operationen benÄotigt:
schr$$b#: schreiben, schrieb / schrauben
h$$s#: Haus, HÄauser / Hanse,hausen,hassen

Der wesentlic he Vorteil der Truncation- und Maskierungsoperatoren besteht also darin, dassFlexions-
und Derivationsformenvon WÄortern zusammengefÄuhrt werdenund Schreibarbeit gegenÄuber demexpliziten
AufzÄahlengespartwird. MÄoglicherweisewerdendadurch aber auch unerwÄunschte WÄorter zugelassen;daher
zeigendie meisten SystemezunÄachst die verschiedenenWortformen, die ein Pattern erfÄullen, so dassder
Benutzer darausauswÄahlen kann. Das grundsÄatzliche Problem bei dieserVorgehensweiseist aber, dassder
Benutzer sich zunÄachst alle mÄoglichen Wortformen vorstellen muss,um eine gute Anfrage zu formulieren.
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² Kon textop eratoren dienenzur Suche nach mehrgliedrigenAusdrÄucken. Da z.B. der Ausdruck \in-
formation retrieval" im Text auch in der Form \information storageand retrieval" oder \retriev al of
information" auftreten kann, mussdie Anfragesprache Operatoren anbieten, die die einfache Spezi¯-
kation solcher Formen ermÄoglichen. Ohne solche speziellenOperatoren wÄare man auf die booleschen
Operatoren angewiesen,die sich lediglich auf das Vorkommen der einzelnen WÄorter irgendwo im
selben Text beziehen.FolgendeKontextoperatoren werden hÄau¯g angeboten:

{ genauerWortabstand ($):
retrieval $ information: retrieval of information, retrieval with information loss

{ maximaler Wortabstand (#):
text # # retrieval: text retrieval, text and fact retrieval

{ Wortreihenfolge (,):
information # , retrieval: information retrieval, retrieval of information

{ gleicher Satz (.):
information # retrieval. matcht nicht
. . . this information. Retrieval of data . . .
aber auch nicht:
. . . storageof information. Its retrieval . . .

4.2.2 Computerlinguistisc her Ansatz

Der computerlinguistischer Ansatz versucht, Verfahrenbereitzustellen,die die verschiedenenFlexions- und
Derivationsformen einesWortes zusammenfÄuhren. Analog sollen bei mehrgliedrigen AusdrÄucken die ver-
schiedenenmÄoglichen Vorkommensformenerkannt werden. Im Gegensatzzum informatischen Ansatz, der
zur BewÄaltigung dieser Probleme nur recht primitiv e Hilfsmittel zur VerfÄugung stellt, werden beim com-
puterlinguistischen Ansatz Algorithmen bereitgestellt, die dieseTransformationen automatisch ausfÄuhren.
Dabei ist allerdings zu beachten, dassdieseAufgabe nicht in perfekter Art und WeisegelÄost werdenkann.

Es gibt folgendeArten von computerlinguistischen Verfahren:
² graphematisc he Verfahren basierenauf der Analyse von Buchstabenfolgenund werden im Be-

reich der Morphologie zur ZusammenfÄuhrung von Flexions- oder Derivationsformen eines Wortes
eingesetzt,

² lexik alische Verfahren basierenauf einem WÄorterbuch, das zum einen mehrgliedrige AusdrÄucke
enthalten kann, andererseitsdie verschiedenenBedeutungenmehrdeutiger WÄorter verzeichnet,

² syntaktisc he Verfahren dienen hauptsÄachlich zur Identi¯k ation von mehrgliedrigen AusdrÄucken.

4.2.2.1 Graphematisc he Verfahren

In diesemAbschnitt sollen graphematische Algorithmen fÄur die englische Sprache vorgestellt werden. Da
das Englische im Gegensatzzum Deutschen nicht so stark °ektiert ist, erreichen dieseAlgorithmen eine
sehr hohe Genauigkeit und sind daher ohne Probleme praktisch einsetzbar. Es ist zwischen Grundform-
und Stammformreduktion zu unterscheiden:

² Bei der Grundformreduktion werden WÄorter auf ihre Grundform zurÄuckgefÄuhrt. Die Grundform
ist bei Substantiv en der Nominativ Singular und bei Verben deren In¯nitiv. Je nach Art des Algo-
rithm us wird unterschieden zwischen:

{ formaler Grundform , die durch das alleinige Abtrennen der Flexionsendungerzeugt wird,
wie z.B.
activities ! activit

{ und lexik ographisc her Grundform , die durch
Abtrennen der Flexionsendungund ggfs.anschlie¼enderRekodierung entsteht, also z.B.
applies ! appl ! apply

² Bei der Stammformreduktion werden(nach vorherigerGrundformreduktion) die WÄorter auf ihren
Wortstamm reduziert, indem die Derivationsendungenentfernt werden, z.B.:
computer, compute, computation, computerization ! comput
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4.2.2.1.1 Lexik ographisc he Grundformreduktion

Als Beispiel fÄur einen Reduktionsalgorithmus soll hier eine vereinfachte Fassungder in [Kuhlen 77]
beschriebenen lexikographischen Grundformreduktion vorgestellt werden. Hierzu verwendenwir folgende
Notationen:
% alle Vokale (einschlie¼lich Y)
¤ alle Konsonanten
/ ,oder'
6B Leerzeichen
! `zu'

Die Regelndieses(vereinfachten) Algorithm us' sind dann folgende:
1) IES ! Y
2) ES ! 6B wenn ¤O / CH / SH / SS/ ZZ / X vorangehen
3) S ! 6B wenn ¤ / E / %Y / %O / OA / EA vorangehen
4) S' ! 6B

IES' ! Y
ES' ! 6B

5) 'S ! 6B
' ! 6B

6) ING ! 6B wenn ¤¤ / % / X vorausgehen
ING ! E wenn %¤ vorausgehen

7) IED ! Y
8) ED ! 6B wenn ¤¤ / % / X vorausgehen

ED ! E wenn %¤ vorausgehen
Der Algorithm us wendet jeweils nur die erste passendeRegelan.

Nachfolgend geben wir einige Beispielezu den einzelnenRegeln.

Regel1 IES ! Y

Beispiele zu 1:
APPLIES ! APPLY
IDENTIFIES ! IDENTIFY
ACTIVITIES ! ACTIVITY

Regel2 ES ! 6B , wenn ¤O / CH / SH / SS/ ZZ /
X vorangehen

Beispiele zu 2:
BREACHES ! BREACH
PROCESSES ! PROCESS
FISHES ! FISH
COMPLEXES ! COMPLEX
TANGOES ! TANGO
BUZZES ! BUZZ

Regel3 S ! 6B , wenn ¤ / E / %Y / %O / OA /
EA vorangehen

Beispiele zu 3:
METHODS ! METHOD
HOUSES ! HOUSE
BOYS ! BOY
RADIOS ! RADIO
COCOAS ! COCOA
FLEAS ! FLEA



KAPITEL 4. WISSENSREPRÄASENTATION F ÄUR TEXTE 39

Regel4 S' ! 6B
IES' ! Y
ES' ! 6B

Beispiele zu 4:
MOTHERS' ! MOTHER
LADIES' ! LAD Y
FLAMINGOES ! FLAMINGO

Regel5 'S ! 6B
' ! 6B

Beispiele zu 5:
MOTHER'S ! MOTHER
CHILDREN'S ! CHILDREN
PETRUS' ! PETRUS

Regel6 ING ! 6B , wenn ¤¤ / % / X vorausgehen
ING ! E, wenn %¤ vorausgehen

Beispiele zu 6:
DISGUSTING ! DISGUST
GOING ! GO
MIXING ! MIX
LOOSING ! LOOSE
RETRIEVING ! RETRIEVE

Regel7 IED ! Y

Beispiel zu 7:
SATISFIED ! SATISFY

Regel8 ED ! 6B , wenn ¤¤ / % / X vorausgehen
ED ! E, wenn %¤ vorausgehen

Beispiel zu 8:
DISGUSTED ! DISGUST
OBEYED ! OBEY
MIXED ! MIX
BELIEVED ! BELIEVE

4.2.2.2 Lexik alische Verfahren

Graphematische Verfahren sind fÄur stark °ektierte Sprachen wie z.B. das Deutsche wenig geeignet.Da-
her muss man hier lexikalische Verfahren einsetzen.FÄur den Einsatz im IR sollte ein Lexikon folgende
Relationen enthalten (s.a. [Zimmermann 91]):

² Flexionsform (Vollformen) | zugehÄorige Grundform
Hauses- Haus, ging - gehen

² Derivationsform | zugehÄorige Grundformen
Lieblosigkeit | lieblos, Berechnung | rechnen

² Komposita | zugehÄorige Dekomposition
HaustÄur | TÄur, Armbanduhr | Uhr.

Lexikalische Verfahren haben allerdings den Nachteil, dass hier eine stÄandige P°ege des WÄorterbuches
notwendig ist. FÄur eine neue Anwendung ist zunÄachst ein hoher Anpassungsaufwand notwendig, um ein
Standard-WÄorterbuch mit den jeweiligen Fachbegri®enanzureichern. Auch spÄater tauchen stÄandig neue
Begri®eauf, die in das Lexikon aufgenommenwerden mÄussen.
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4.2.2.3 Syn taktisc he Verfahren

Syntaktische Verfahren werden im IR hauptsÄachlich zur Identi¯k ation von mehrgliedrigen AusdrÄucken
(Komposita, insbesondereNominalphrasen) eingesetzt.Hierzu sind zwei Probleme zu lÄosen:

1. Wortklassenbestimmung: Zuordnung der syntaktischen Kategorie zu einzelnenWÄortern.
2. Parsing: Erkennender syntaktischenStruktur. FÄur dasProblem der Erkennung von Komposita muss

keine vollstÄandige syntaktische Analyse vorgenommenwerden; esgenÄugt, ein partiel les Parsing zur
Extraktion der relevanten Teilstrukturen.

Nachfolgend beschreiben wir diesebeiden Probleme etwas detaillierter.

AT article
BEZ \is"
CONJ conjunction
IN preposition
JJ adjective
JJR comparative adjective
MD modal (can, have, may, shall. . . )
NN singular or massnoun
NNP singular proper noun
NNS plural noun
PERIOD .:?!
PN personalpronoun
RB adverb
RBR comparative adverb
TO \to"
VB verb, baseform
VBD verb, past tense
VBG verb, present participle, gerund
VBN verb, past participle
VBP verb, non 3rd singular present
VBZ verb, 3rd singular present
WDT wh-determiner (what, which)

Tabelle 4.1: HÄau¯g verwendeteWortklassen (fÄur Englisch)

4.2.2.3.1 W ortklassen bestimm ung FÄur die De¯nition von Wortklassen gibt es keinen Standard.
Tabelle 4.1 zeigt jedoch eine hÄau¯g verwendetesSchema.

Um die Wortklassen in einem Text zu bestimmen, kann auf dieselben Datenquellen zurÄuckgegri®en
werden, die auch bei der morphologischen Analyse verwendet werden:

² Vollformen-WÄorterbÄucher enthalten alle Flexionsformenvon WÄortern; ÄublicherweiseenthÄalt der Ein-
trag zu einer Vollform auch die zugehÄorigen Wortklassen.

² graphematische Verfahren versuchen, aus der Wortendung und evtl. PrÄa¯xen auf die Wortklasse
zu schlie¼en.WegendesgrundsÄatzlichen Problems der UnvollstÄandigkeit von WÄorterbÄuchern sollten
graphematischeVerfahrenin jedemFall eingesetztwerden,um auch unbekannte WÄorter klassi¯zieren
zu kÄonnen.
Ein einfaches Beispiel fÄur ein graphematisches Verfahren ist die in Tabelle 4.2 dargestellte Zuord-
nung von Wortklassenanhand von Kuhlens Algorithm us zur Grundformreduktion. Leider liefern die
meisten Regelnkeine eindeutige Wortklassenzuordung.

Ein kombiniertes lexikalisch-graphematischesVerfahrenzur Wortklassenbestimmung wurde in [Mikheev
98] vorgeschlagen. Dabei wird fÄur nicht im Vollformen-WÄorterbuch enthaltene WÄorter versucht, diese
mithilfe von graphematischen Verfahren auf andereWÄorterbucheintr ÄagezurÄuckzufÄuhren. Dadurch lassen
sich auch mit einem relativ kleinen WÄorterbuch relativ gute Ergebnisseerzielen. Tabellen 4.3 und 4.4
zeigeneinige (hÄau¯g zutre®ende)RegelndiesesVerfahren. Dabei steht WB-Klasse fÄur die im WÄorterbuch
eingetrageneWortklasse des reduzierten Wortes, und die letzte Spalte enth Äalt die jeweilige Wortklasse



KAPITEL 4. WISSENSREPRÄASENTATION F ÄUR TEXTE 41

Nr. Regel Klasse
1 IES ! Y NNS/VBP
2 ES ! 6B NNS/VBP
3 S ! 6B NNS/VBP
4 S' ! 6B NNS

IES' ! Y
ES' ! 6B

5 'S ! 6B NN
' ! 6B

6 ING ! 6B VBG
ING ! E

7 IED ! Y VBD/VBN/JJ
8 ED ! 6B VBD/VBN/JJ

ED ! E

Tabelle 4.2: Wortklassenzuordungbasierendauf dem Kuhlen-Algorithm us

der Vollform; sind hier mehrereKlasseneingetragen,so korrespondieren diesejeweils zur entsprechenden
Position in der mittleren Spalte. Die Regeln sind nach fallender Genauigkeit geordnet, daher taucht die
Endung 's' z.B. mehrfach auf

PrÄa¯x WB-Klassen Wortklassen
re JJ NN VBG JJ NN VBG
ex NN NN
self- NN NN
inter JJ JJ
non JJ JJ
un RB RB
dis JJ JJ
anti- NN JJ
de JJ VBD VBN JJ VBD VBN
in RB RB

Tabelle 4.3: PrÄa¯x-Regeln

Post¯x WB-Klassen Wortklassen
ment NN VB VBP NN
ing NN VB VBP JJ NN VBG
ed NN VB VBP JJ VBD VBN
s NN VB VBP NNS VBZ
ly JJ NN RB RB
ness JJ NN
ship NN NN
able NN VB VBP JJ
s NN NNS

Tabelle 4.4: Post¯x-Regeln

In wenig °ektierten Sprachen haben aber sowohl lexikalische als auch graphematische Verfahren mit
einem grundsÄatzlichen Problem zu kÄampfen: Vollformen kÄonnen zu mehrerenWortklassengehÄoren, z.B.:
The boys play football vs.
Shesaw the new play .
DiesesProblem lÄasstsich nur durch die zusÄatzliche BerÄucksichtigung desKontextes lÄosen,etwa in unserem
Beispiel:
AT NNS VBP/NN NN ! VBP
PN VBD AT JJ NN/VBP ! NN
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ÄUblicherweisebetrachtet man Folgen von zwei oder drei WÄortern (Bigramme, Trigramme) als Kontextin-
formation.

Allerdings lÄasst sich auch dadurch keinebefriedigendeLÄosungerreichen. [Greene& Rubin 71] zeigten,
dassselbst bei einem vollstÄandigen WÄorterbuch die Wortklassenzuordnung mit einem deterministischem
Taggernur 77 % korrekte Zuordungen liefert.

Durch den ÄUbergang zu einem statistischen Ansatz lassensich jedoch wesentlic h bessereErgebnisse
erzielen.Dabei nutzt man die unterschiedliche HÄau¯gkeit desVorkommensin den verschiedenenWortklas-
senaus(die meistenWÄorter kommenin einer bevorzugten Wortklassevor). Z.B. sind folgendeVorkommen
eher selten:
to °our a pan
to web the ¯nal report
Ein einfacher Ansatz besteht daher darin, seltene Verwendungen zu ignorieren. So zeigten
[Charniak et al. 93], dass sich durch diesesVorgehen 90 % korrekte Zuordungen erreichen lassen.Wei-
tere Verbesserugensind durch statistische AnsÄatze zur BerÄucksichtigung der syntaktischen Struktur (z.B.
Markov-Modelle) mÄoglich, wodurch sich etwa 95.. . 97 % korrekte Zuordungen erzielenlassen.

S ! NP VP
NP ! AT? JJ* NNS+

! AT? JJ* NN+
! NP PP

VP ! VB PP
! VBZ
! VBZ NP

PP ! IN NP

Tabelle 4.5: Einfache Beispielgrammatik

4.2.2.3.2 Parsing Basierend auf den zugeordneten Wortklassen kann man anschlie¼enddie syn-
taktische Struktur einesTextes bestimmen. Tabelle 4.5 zeigt eine einfache Grammatik (? steht fÄur 0/1
Vorkommen, * fÄur beliebig viele und + fÄur mindestenseinmaligesVorkommen). Mit dieser Grammatik
lassensich die nachstehendenBeispielsÄatze analysieren:

² The analysis of 25 indexing algorithms showsconsistent retrieval performance.
AT NN IN JJ NN NNS VBZ JJ NN NN

² A good indexing technique for Web retrieval is manual classi¯cation.
AT JJ NN NN IN NN NN VBZ JJ NN

4.2.2.3.2.1 Partielles Parsing Um Nominalphrasenbeim Freitextretriev al zu erkennen,reicht in
der Regel partielles Parsing aus. Dazu de¯niert man die relvanten syntaktischen Teilstrukturen. Lassen
wir z.B. die Unterscheidung NN/NNP/NNS fallen, so kÄonnte man folgendeeinfache Muster fÄur Nominal-
phrasende¯nieren:

phrase ! NN NN+
! NN+ IN JJ* NN+

Damit kann man folgendePhrasenerkennen:
indexing algorithms
retrieval performance
retrieval of Web documents
retrieval of new documents

4.2.2.3.2.2 Head-Mo di¯er-Strukturen Ein Matching von Nominalphrasen auf der Ebene der
syntaktischen Strukturen fÄuhrt in der Regel zu unbefriedigenden Ergebnissen.Ein bessererAnsatz ist
die Transformation der Nominalphrasen oder Komposita in sogenannte Head-Modi¯er-Strukturen. FÄur
einen zweigliedrigesKompositum bezeichnet dabei head das Nomen, das die wesentlic he Bedeutung des
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Kompositums ausdrÄuckt, z.B. HaustÄur, TÄurschloss, information retrieval, indexing algorithm. Der modi¯er
dagegenspezialisiert oder modi¯ziert die Bedeutung desheads.

Eierschalensollbruchstellenverursacher

Schalen Soll

Bruch Stellen

Verursacher

Eier

Abbildung 4.1: Beispiel fÄur geschachtelte Head-Modi¯er-Struktur im Deutschen

Bei mehr als zweigliedrigenAusdrÄucken ergeben sich geschachtelte Strukturen, die man in Listen- oder
Baum-Form darstellen kann (sieheauch Abbildungen 4.1 und 4.2). Dabei steht jeweils der Modi¯er links
und der Head rechts:
((Bundes,Kanzler),Wahl)
(((m ultimedia,document),retriev al),system)
(((T Äur,Schloss), (Enteiser, Spray))
(((Eier,Schalen),(Soll,(Bruch,Stellen))),Verursacher)

the domain of possible categories of linguistic expressions

possible

domain

linguistic

categories

expressions

Abbildung 4.2: Beispiel fÄur geschachtelte Head-Modi¯er-Struktur im Englischen

4.2.2.3.2.3 Matc hing-Prozess Der Vergleich zwischen einem Kompositum aus der Anfrage und
einem im Dokumenttext gefundenenlÄauft nun wie folgt ab:
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1. Komposita in Head-Modi¯er-Struktur ÄuberfÄuhren.
Die Transformationsregelnbasierendabei primÄar auf der syntaktischen Struktur, insbesondereim
Deutschen werden auch lexikalische Angaben benÄotigt.

2. Test, ob das Anfragewort in dem Kompositum aus dem Dokument enthalten ist.
Dabei mÄussenHead- bzw. Modi¯er-Rolle bzgl. der gemeinsamenWurzel Äubereinstimmen. Ein ein-
zelnesNomen wird dabei als Head aufgefasst.

Zum Beispiel ist der Dokumentterm ((T Äur,Schloss), (Enteiser, Spray)) ein Tre®erbzgl. der Anfrage-
worte (T Äur,Schloss) sowie (Enteiser,Spray) und (T Äur,Schloss), Enteiser), aber nicht fÄur (Schloss,TÄur) .

4.3 Dokumen tationssprac hen

4.3.1 Allgemeine Eigenschaften

Dokumentationssprachen sollendie im vorangegangenenAbschnitt dargestelltenNachteile der Freitextsu-
che Äuberwinden helfen. Um sich von der konkreten sprachlichen Formulierung in dem zu indexierenden
Dokument zu lÄosen,wird einedavon unabhÄangigeReprÄasentation desTextinhaltes durch Verwendungeines
speziellenVokabulars verwendet. DiesesVokabular soll alle Mehrdeutigkeiten und die Problememorpholo-
gischer und syntaktischer Art der natÄurlichenSprache vermeiden.In den folgendenAbschnitten betrachten
wir zunÄachst zwei

"
klassische\ Arten von Dokumentationssprachen, nÄamlich Klassi¯k ationen und Thesau-

ri. DieseAusfÄuhrungen orientieren sich im wesentlic hen an der Darstellung in [Burkart 90]. Anschlie¼end
wird als Beispiel fÄur einen modernerenAnsatz die Sprache RDF vorgestellt.

4.3.2 Klassi¯k ationen

Klassi¯k ationen dienenals Strukturierung einesWissensgebietesnach einemvorgegebenenformalen Sche-
ma. Einem einzelnenDokument wird dabei in der Regelnur eine Klassezugeordnet.Aus dieserRandbe-
dingung ergibt sich bereits eine prinzipielle SchwÄache, da viele Dokumente ja geradeversuchen, Br Äucken
zwischen verschiedenenWissensgebietenzu schlagen, so dasssie zu mehrerenKlassen gehÄoren. Anderer-
seits gibt es einige praktische Anwendungen,die geradeeine eindeutige Klassi¯k ation von Dokumenten
voraussetzen,z.B. bei der fachsystematischen Aufstellung von BÄuchern in einer Bibliothek oder bei der
Anordnung von Abstracts in der gedruckten FassungeinesReferateorgans.

Die bekanntestenBeispielefÄur Klassi¯k ationen sind die denWeb-Katalogen(wie z.B. Yahoo!) zugrunde-
liegendenOrdnungssysteme.Daneben gibt essehrviele fach- oder anwendungsspezi¯sche Klassi¯k ationen,
wie z.B.
LCC Library of CongressClassi¯cation
DDC Dewey Decimal Classi¯cation
UDC Universal Decimal Classi¯cation
MSc Mathematics Subject Classi¯cation
CCS ACM Computing Classi¯cation system

4.3.2.1 Eigensc haften von Klassi¯k ationssystemen

Wir betrachten zunÄachst einige grundlegendeEigenschaften von Klassi¯k ationssystemen,bevor wir kon-
krete Beispielevorstellen.

4.3.2.1.1 Monohierarc hie | Polyhierarc hie

Abbildung 4.3 zeigt links einemonohierarchische Klassi¯k ation; hierbei sind die Klassenin eineBaum-
struktur eingeordnet.HÄau¯g reicht aber eine Baumstruktur nicht aus, um die Beziehungen zwischen den
Klassensinnvoll darzustellen.Deswegengeht man zu einerPolyhierarchie Äuber, bei der eineKlassemehrere
Superklassenhaben kann.
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Steinobstbaum

Kirschbaum Pfirsichbaum

Kernobstbaum

BirnbaumApfelbaum

Obstbaum

Birnbaum

NutzholzbaumObstbaum

Kernobstbaum

Abbildung 4.3: Monohierarchie (links) und Polyhierarchie (rechts)

Steinobstbaum

Obstbaum

Kernobstbaum niederst�mmiger Obstbaum

hochst�mmiger Obstbaum

halbst�mmiger Obstbaum

Obstbaum

nach Stammbildungnach Fruchart

Obstbaum

halbst.

niederst.

ObstbaumObstbaum

hochst.

obstbaum

Kern�

obstbaum

Stein�

Abbildung 4.4: PolydimensionalitÄat

4.3.2.1.2 Mono dimensionalit Äat | Polydimensionalit Äat

Bei der Festlegungder Klassenstruktur kann eshÄau¯g auf einer Stufe mehrereMerkmale geben, nach
denen eine weitere Aufteilung in Unterklassenvorgenommenwerden kann, wobei dieseMerkmale ortho-
gonal zueinandersind. Eine polydimensionaleKlassi¯k ation, wie das Beispiel in Abb. 4.4 links illustriert,
erlaubt die Darstellung diesesSachverhaltes.Erlaubt dasKlassi¯k ationsschemakeinePolydimensionalitÄat,
dann mussdiesedurch EinfÄuhrung einer zusÄatzlichen HierarchieebeneaufgelÄost werden (Abb. 4.4 rechts),
wodurch das Schema unÄubersichtlic her wird.

4.3.2.1.3 Analytisc he vs. synthetisc he Klassi¯k ation

Beim Entwurf eines Klassi¯k ationsschemas gibt es | Äahnlich wie bei der Programmierung | zwei
mÄogliche Vorgehensweisen.Die bisherigenBeispieleillustrieren die analytische Klassi¯k ation, die top-down
vorgeht: Ausgehendvon der Grundgesamtheit der zu klassi¯zierendenObjekte sucht man rekursiv jeweils
nach dem nÄachsten Kriterium zur weiteren Aufteilung der Objektmenge.

Facette Facette Facette
A Fruchtart B Stammart C Erntezeit
A1 Apfel B1 hochstÄammig C1 frÄuh
A2 Birne B2 halbstÄammig C2 mittel
A3 Kirsche B3 niederstÄammig C3 spÄat
A4 P¯rsic h
A5 P°aume

Tabelle 4.6: Beispiel zur Facettenklassi¯kation

Im Gegensatzdazugeht die synthetischeKlassi¯k ation bottom-up vor. Dabei werdenzuerstdie relevan-
ten Merkmale der zu klassi¯zierenden Objekte erhoben und im Klassi¯k ationssystem zusammengestellt.
Im zweiten Schritt werden dann die Klassendurch Kombination der Merkmale gebildet. Die synthetische
Klassi¯k ation bezeichnet man auch als Facettenklassi¯k ation . Tabelle 4.6 zeigt einesolcheKlassi¯k ation
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fÄur ObstbÄaume. In diesemSchema wÄurde ein niederstÄammiger FrÄuhapfelbaum mit A1B3C1 klassi¯ziert.
FÄur die De¯nition der Facetten gelten folgendeRegeln:

1. Die Facetten mÄussendisjunkt sein.
2. Innerhalb einer Facette mussmonodimensional unterteilt werden.

ZusÄatzlich mÄussennoch syntaktischeRegelnde¯niert werden,die die Bildung der Klassenausden Facetten
festlegen.

4.3.2.2 Die Yahoo-Klassi¯k ation

Arts & Humanities
Literature, Photography...
Business & Econom y
B2B, Finance, Shopping, Jobs...
Computers & In ternet
Internet, WWW, Software, Games...
Education
College and Univ ersity, K-12...
En tertainmen t
Cool Links, Movies, Humor, Music...
Go vernmen t
Elections, Military , Law, Taxes...
Health
Medicine, Diseases,Drugs, Fitness...

News & Media
Full Coverage,Newspapers, TV...
Recreation & Sports
Sports, Travel, Autos, Outdo ors...
Reference
Libraries, Dictionaries, Quotations...
Regional
Countries, Regions, US States...
Science
Animals, Astronomy, Engineering...
Social Science
Archaeology, Economics, Languages...
Societ y & Culture
People, Environment, Religion...

Abbildung 4.5: Yahoo!-Hauptklassen

Art@
Bibliographies (6)
Communications and
Networking (1146)
Computer Science@
Contests (26)
Conventions and
Conferences@
Countries, Cultures, and
Groups (38)
Cyberculture@
Data Formats (485)
Desktop Customization@
Desktop Publishing (53)
Dictionaries (24)

Employment@
Ethics (18)
Games@
Graphics (316)
Hardware (2355)
History (106)
Humor@
Industry Information@
Internet (6066)
Magazines@
Mobile Computing (65)
Multimedia (690)
Music@
News and Media (205)
...

Abbildung 4.6: Untergliederung der HauptklasseComputers & Internet

Abbildung 4.5zeigt die Hauptklassender Yahoo-Klassi¯kation, und Abbildung 4.6 die weitereUntertei-
lung der Hauptklasse

"
Computers & Internet\. Mit '@' markierte Klassenbezeichen dabei Querverweisein

der Klassenhierarchie. Das Ordnungssystemist somit kein Baum, sondernein gerichteter Graph. Typisch
fÄur Yahoo! ist ferner die variierendeTiefe desOrdnungssystems,die an manchen Stellen nur 3, an anderen
bis zu 7 betrÄagt. Dabei kÄonnen die zu klassi¯zierenden (Web-)Dokumente beliebigenKnoten zugeordnet
werden.Somit enthÄalt ein Knoten in der Regeldie Verweiseauf die zugehÄorigen Dokumente sowie die Liste
der Unterklassen.
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4.3.2.3 Dezimalklassi¯k ation

Als bekanntestesBeispiel fÄur Klassi¯k ationssystemegilt sicher die Dezimalklassi¯kation. Sie geht auf die
Dewey Decimal Classi¯cation (DDC) zurÄuck, die 1876 von Melvil Dewey in den USA als Universalklas-
si¯k ation zur Aufstellung von BuchbestÄanden konzipiert wurde. Daraus entwickelten dann die Belgier
Paul Otlet und Henri Lafontaine durch das HinzufÄugen von syntaktischen Elementen die Univ erselle
Dezimalklassi¯k ation (DK), die zur Inhaltserschlie¼unggeeignetist.

4.3.2.3.1 Grundelemen te der DK
Wir stellen im folgendendie wesentlic hen Grundelemente der DK (Dezimalklassi¯kation) vor:

² Die Klassen der DK sind hierarchisch gegliedert. Wie der Name schon sagt, ist der maximale Ver-
zweigungsgrad10. Das gesamte SystementhÄalt derzeit Äuber 130000Klassen.

² ZusÄatzlich zu diesenKlassenerlauben Anh Äangezahlen die Facettierung.
² Zur VerknÄupfung mehrerer DK-Zahlen dienen bestimmte Sonderzeichen.

4.3.2.3.2 Klassen der DK

Die DK-Haupttafeln umfassenfolgende10 Hauptabteilungen:
0 Allgemeines
1 Philosophie
2 Religion, Theologie
3 Sozialwissensc haften, Recht, Verw altung
4 (zur Zeit nic ht belegt)
5 Mathematik, Naturwissensc haften
6 Angew andte Wissensc haften, Medizin, Technik
7 Kunst, Kunstgew erb e, Photographie, Musik, Spiel, Sport
8 Sprac hwissenschaft, Philologie, SchÄone Literatur, Literaturwissensc haft
9 Heimatkunde, Geographie, Biographien, Geschic hte
Diese Hauptklasse werden bis hin zu sehr speziellen Sachverhalten weiter untergliedert, wie etwa im

folgendenBeispiel:
3 Sozialwissenschaften, Recht, Verwaltung
33 Volkswirtschaft
336 Finanzen. Bank- und Geldwesen
336.7Geldwesen.Bankwesen.BÄorsenwesen
336.76BÄorsenwesen.Geldmarkt. Kapitalmarkt
336.763Wertpapiere. E®ekten
336.763.3Obligationen. Schuldverschreibungen
336.763.31Allgemeines
336.763.311Verzinsliche Schuldbriefe
336.763.311.1Langfristig verzinsliche Schuldbriefe

4.3.2.3.3 Facettierende Elemen te

Zur Facettierung in der DK dienendie AnhÄangezahlen,die durch spezielleZeicheneingeleitetwerden.Es
gibt einerseitsallgemeineAnhÄangezahlen,die Äuberall in der DK verwendetwerdendÄurfen, und andererseits
spezielle AnhÄangezahlen,die nur fÄur bestimmte Klassen innerhalb der DK erlaubt sind. Beispiele fÄur
allgemeineAnhÄangezahlensind folgende(die jeweils einleitende Zeichenfolgeist vorangestellt):

= Sprache
(0...) Form
(...) Ort

(=...) Rassenund VÄolker

"
...\ Zeit
.00 Gesichtspunkt
-05 Person
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4.3.2.3.4 Verkn Äupfung von DK-Zahlen

Zur VerknÄupfung von DK-Zahlen gibt esals syntaktische Elemente spezielleSonderzeichen:
+ AufzÄahlung mehrerer Sachverhalte,
: symmetrische Beziehung zwischen zwei Sachverhalten
:: asymmetrische Beziehung zwischen zwei Sachverhalten,
/ Erstreckungszeichen (zur Zusammenfassungmehrerer nebeneinanderstehenderDK-Zahlen),
' Zusamenfassungszeichen zur Bildung neuer Sachverhalte aus der Kombination einzelner DK-

Komponenten.

4.3.2.4 Computing Reviews Classi¯cation

Als weiteres Beispiel eines Klassi¯k ationsschemas zeigen wir hier aus dem Bereich der Informatik die
Computing Reviews(CR) Classi¯cation, die zur Anordnung der Artik el in der Zeitschrift ACM Compu-
ting Reviews entworfen wurde. DarÄuber hinaus wird sie auch in vielen anderen Informatik-Zeitschriften
verwendet und liegt insbesondereauch der einschlÄagigenDatenbank Compusciencezugrunde.

Die CR Classi¯cation besteht aus folgendenElementen:
² Die general terms sind eine vorgegebene Menge von allgemeinenBegri®en,die zur Facettierung

dienen.
² Die classi¯cation codes stellen eine dreistu¯ge monohierarchische Klassi¯k ation dar.
² Innerhalb einer einzelnenKlassedienendie sub ject headings zur weiteren Untergliederung. Neben

der fÄur jede Klasse vorgegebenen Menge von natÄurlichsprachlichen Bezeichnungen sind auch alle
Eigennamenals subject headingserlaubt.

² Schlie¼lich kÄonnen jedem Dokument noch free terms als zusÄatzliche, frei wÄahlbare StichwÄorter
zugeordnetwerden.

4.3.2.4.1 General terms:
Die general terms der CR Klassi¯k ation sind in Tabelle 4.7 aufgelistet.

ALGORITHMS MANA GEMENT
DESIGN MEASUREMENT
DOCUMENT ATION PERFORMANCE
ECONOMICS RELIABILITY
EXPERIMENT ATION SECURITY
HUMAN FACTORS STANDARDIZA TION
LANGUA GES THEORY
LEGAL ASPECTS VERIFICA TION

Tabelle 4.7: General terms der CR Klassi¯k ation

4.3.2.4.2 Klassen und sub ject headings

Die Hauptklassender CR Klassi¯k ation sind folgende:
A. GENERAL LITERA TURE
B. HARD WARE
C. COMPUTER SYSTEMS ORGANIZA TION
D. SOFTWARE
E. DATA
F. THEORY OF COMPUT ATION
G. MATHEMA TICS OF COMPUTING
H. INFORMATION SYSTEMS
I. COMPUTING METHODOLOGIES
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J. COMPUTER APPLICA TIONS
K. COMPUTING MILIEUX

Am Beispiel der KlasseH.3 zeigenwir die classi¯cation codesund die zugehÄorigen subject headings:
H.3 INFORMATION STORAGE AND RETRIEV AL

H.3.0 General
H.3.1 Content Analysis and Indexing

Abstracting methods
Dictionaries
Indexing methods
Linguistic processing
Thesauruses

H.3.2 Information Storage
File organization
Record classi¯cation

H.3.3 Information Search and Retrieval
H.3.2 Information Storage

Clustering
Query formulation
Retrieval models
Search process
Selectionprocess

H.3.4 Systemand Software
Current awarenesssystems
(selective dissemination of information-SDI)
Information networks
Question-answering (fact retrieval) systems

H.3.5 Online Information Services
Data bank sharing

H.3.6 Library Automation
Large text archives

H.3.m Miscellaneous

4.3.3 Thesauri

Nach DIN 1463 ist ein Thesaurus eine geordneteZusammenstellungvon Begri®enmit ihren (nat Äurlich-
sprachlichen) Bezeichnungen. Die wesentlic hen Merkmale einesThesaurussind folgende:

a) terminologische Kontrolle durch
{ Erfassungvon Synonymen,
{ Kennzeichnung von Homographenund Polysemen,
{ Festlegungvon Vorzugsbenennungen,

b) Darstellung von Beziehungen zwischen Begri®en.

4.3.3.1 Terminologisc he Kon trolle

Die terminologische Kontrolle soll zur Reduktion von Mehrdeutigkeiten und UnschÄarfen der natÄurlichen
Sprache dienen. Hierzu dienen die Synonymkontrolle, die Polysemkontrolle und die Zerlegungskontrolle.

4.3.3.1.1 Synon ymk ontrolle

Bei der Synonymkontrolle werden Bezeichnungen zu ÄAquivalenzklassenzusammengefasst.Man kann
folgendeArten von Synonymie unterscheiden:
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² Schreibweisenvarianten
Friseur | FrisÄor
UN | UNO | Vereinte Nationen

² unterschiedlichen Konnotationen, Sprachstile, Verbreitung
Telefon | Fernsprecher
Pferd | Gaul
Myopie | Kurzsichtigkeit

² Quasi-Synonyme
Schauspiel | TheaterstÄuck
Rundfunk | HÄorfunk.

Im ThesauruswerdendarÄuber hinaus Begri®emit geringenoder irrelevanten Bedeutungsdi®erenzenzu
ÄAquivalenzklassenzusammengefasst:

² unterschiedliche Spezi¯t Äat
Sprachwissenschaft | Linguistik

² Antonyme
HÄarte | Weichheit

² zu spezieller Unterbegri®
Weizen| Winterweizen

² Gleichsetzungvon Verb und Substantiv / TÄatigkeit und Ergebnis
Wohnen | Wohnung.

Die Entscheidung, ob zwei Begri®e als Quasisynonyme zu behandeln sind, hÄangt dabei immer von der
jeweiligen Anwendung ab.

4.3.3.1.2 Polysemk ontrolle
Bei der Polysemkontrollewerden mehrdeutige Bezeichnungen auf mehrere ÄAquivalenzklassenaufgeteilt.
Man kann hierbei noch zwischen Homographen(Bs. Tenor) und eigentlic hen Polysemen(Bs. Bank) un-
terscheiden.

4.3.3.1.3 Zerlegungsk ontrolle

Bei der Zerlegungskontrolle ist die Fragezu beantworten, wie spezi¯sch einzelneBegri®eim Thesaurus
seinsollen.Geradeim Deutschenmit seinerstarkenTendenzzur Kompositabildung (Bs. Donaudampfschif-
fahrtsgesellschaftskapitÄan) ist die Bildung zu speziellerBegri®eeinegro¼eGefahr. DiesePr Äakoordination
fÄuhrt zu folgendenNachteilen:

² Der Thesauruswird zu umfangreich und unÄubersichtlic h.
² Zu einer ÄAquivalenzklassegibt eskeine oder nur wenigeDokumente in der Datenbank
Den entgegengesetztenAnsatz verfolgt das UNITERM-V erfahren: Hierbei werden nur solche Begri®e

(Uniterms) in den Thesaurusaufgenommen,die nicht weiter zerlegbarsind. Zur Wiedergabe einesSach-
verhaltes mÄussendann mehrere Uniterms verkettet werden. Diese sogenannte Postk oordination fÄuhrt
aber zu grÄo¼ererUnschÄarfe beim Retrieval (Beispiel: Baum + Stamm = Baumstamm / Stammbaum).

Bei der Thesaurusmethode versucht man, durch einen Kompromiss zwischen beiden AnsÄatzen deren
Nachteile zu vermeiden.

4.3.3.2 ÄAquiv alenzklasse | Deskriptor

Die terminologische Kontrolle liefert ÄAquivalenzklassenvon Bezeichnungen. Diese kÄonnen auf zwei ver-
schiedeneArten dargestellt werden:

1. In einemThesaurus ohne Vorzugsb enenn ung werdenalle Elemente der ÄAquivalenzklassegleich
behandelt, d.h., jedesElement steht fÄur die ÄAquivalenzklasse.DieseVorgehensweisewird wegendes
erhÄohten Aufwands selten angewandt.

2. Bei einemThesaurus mit Vorzugsb enenn ung wird ein Element der ÄAquivalenzklassezur Benen-
nung ausgewÄahlt. DiesesElement bezeichnet man dann als Deskriptor .

Im folgendenbetrachten wir nur Thesauri mit Vorzugsbenennung.
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4.3.3.3 Bezieh ungsgef Äuge des Thesaurus

Neben der terminologischen Kontrolle ist die Darstellung von Beziehungen zwischen Begri®endie zweite
Hauptaufgabe einesThesaurus.Dabei werden verschiedeneArten von Beziehungen unterschieden.

4.3.3.3.1 ÄAquiv alenzrelation

ÄAquivalenzrelationenverweisenvon Nicht-Deskriptoren auf Deskriptoren. Sie werden meist bezeichnet
als

"
Ben utze Synon ym\ (BS) oder im Englischen als USE-Relation. Die Umkehrrelation bezeichnet man

als
"
Ben utzt fÄur\ (BF, im Englischen\used for" (UF)). BeispielehierfÄur sind:

(Fernsprecher BS Telefonund TelefonBF Fernsprecher)

4.3.3.3.2 Hierarc hische Relation

Hierarchische Relationen verbinden jeweils zwei Deskriptoren. Man bezeichnet sie als
"
Un terb egri®\

(UB) bzw.
"
Ob erb egri®\ (OB), im Englischen\narro wer term" (NT) und \broader term" (BT). Beispiele:

Obstbaum UB Steinobstbaum und Steinobstbaum OB Obstbaum

4.3.3.3.3 Assoziationsrelation
Die Assoziationsrelationverweist von einem Deskriptor auf einen begri®sverwandten anderenDeskriptor.
Im Gegensatzzu den beidenanderenRelationen ist die Assoziationsrelationsymmetrisch. Man bezeichnet
sie als

"
verw andter Begri® \ (VB, im Englischen\see also" (SEE)). Beispiele:

Obstbaum VB Obst und Obst VB Obstbaum

Information retriev al
UF CD-ROM searching

Data access
Document retrieval
Online literature searching
Retrieval, information

BT Information science
NT Query formulation

Query processing
Relevance feedback

RT Bibliographic systems
Information analysis
Information storage
Query languages

Query pro cessing
UF Data querying

Database querying
Query optimisation

BT Information retrieval
RT Database management systems

Database theory
DATALOG
Query languages

Query form ulation
UF Search strategies
BT Information retrieval

Relev ance feedbac k
BT Information retrieval

Abbildung 4.7: Auszug aus dem BeziehungsgefÄuge desINSPEC-Thesaurus'

4.3.3.4 Darstellung des Thesaurus

4.3.3.4.1 Deskriptor-Ein tr Äage

Ein Deskriptor-Ein trag in einemThesaurusenthÄalt neben der Vorzugsbenennung hÄau¯g noch mehrere
der folgendenAngaben:

² Begri®snummer,
² Notation / Deskriptor-Klassi¯k ation,
² Scope note / De¯nition,
² Synonyme,
² Oberbegri®e/ Unterbegri®e,
² Verwandte Begri®e,
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0.0058 Magnetismus (Forts.)
Magnetband BF Halle®ekt
VB Magnetbandlaufwerk BF Induktion

OB Elektro dynamik
UB Magnetfeld

0,0045 BIK Geophysik
MagnetbandgerÄat BFK Erdmagnetismus
BS Magnetbandlaufwerk NE7 BIK Optik

BFK Faraday-E®ekt

0. 0046
Magnetbandkassette 0.0070
NO NE83 Magnetkarte
BF Kassette NO NE87
BF MB-Kassette BF TelefonkÄartchen
OB Datentr Äager OB Datentr Äager
VB Magnetbandkassettenlaufwerk VB Kartensystem

0.0051 0.0073
MagnetbandkassettengerÄat Magnetkartensystem
BS Magnetbandkassettenlaufwerk NE7 NO ECS

OB Kartensystem

0.0050
Magnetbandkassettenlaufwerk 0.0074
NO NE7 Magnetkartentelefon
BF MagnetbandkassettengerÄat NO GK72
BF MB-KassettengerÄat BF Makatel
OB DatenausgabegrÄat OB Karten telefon
OB DateneingabegerÄat
OB Datenspeichertechnik
VB Magnetbandkassette 0 0077

Magnetplatte
NO NE82

0.0044 OB Datenspeicher
Magnetbandlaufwerk OB Datentr Äager
NO NE7 VB Magnetplattenlaufw erk
BF MagnetbandgerÄat BIK Datenspeicher
OB BandgerÄat BFK Plattensp eicher
OB DatenausgabegerÄat
OB DateneingabegerÄat
OB Datenspeichertechnik 0.0081
VB Magnetband Magnetplattenger Äat

BS Magnetplattenlaufw erk NE7

0.0059
Magnetfeld 0.0079
NO WD2 Magnetplattenlaufw erk
OB Magnetismus NO NE7

BF Magnetplattenger Äat
OB DatenausgabegerÄat

0.0060 OB DateneingabegerÄat
Magnetismus OB Datenspeichertechnik
NO WD2 VB Magnetplatte
BF Barkhausen-E®ek
BF Ferromagnetismus

Abbildung 4.8: Auszug aus einem Thesaurus
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² EinfÄuhrungs-/Streichungsdatum.
Abbildung 4.8 zeigt ein Beispiel fÄur einen Ausschnitt aus einem Thesaurus.

4.3.3.4.2 Gesam tstruktur des Thesaurus

Bei einemIR-System, daszur Recherche in einer Datenbasismit Thesaurusverwendetwird, sollte auch
der Thesauruszugreifbar sein,wobei spezielleFunktionen zum Suchen im Thesaurusund mit Hilfe desThe-
saurusangeboten werdensollten (z.B. wahlweiseEinbeziehenvon allen Unter-/Ob erbegri®en).Daneben ist
der Thesaurusaber meistensauch in gedruckter Form verfÄugbar. Der Hauptteil einesThesaurusenthÄalt
dabei die Deskriptor-Ein tr Äage,die entwederalphabetisch oder systematisch geordnetsind. DarÄuber hinaus
enthÄalt ein Thesaurus in der Regelnoch zusÄatzliche Register mit Verweisenauf die Deskriptor-Ein tr Äage:

² komplementÄar zum Hauptteil eine systematische bzw. alphabetische Au°istung der Deskriptoren,
² fÄur mehrgliedriger Bezeichnungen einen speziellenIndex fÄur deren Komponenten:

{ KWIC | keyword in context
computer system

storage system
system analysis
system design

{ KW OC | keyword out of context
system:

computer . . .
storage . . .

. . . analysis

. . . design

4.3.3.5 Thesaurusp°ege

Da ein Anwendungsgebietnie statisch ist und man darÄuber hinausauch nicht annehmenkann, dassdie erste
Version einesThesaurusbereits alle AnsprÄuche erfÄullt, ist eine stÄandige P°ege desThesaurus' notwendig.
Insbesondereerfordern folgendeFaktoren eine laufendeAnpassungdesThesaurus':

² Entwicklung desFachgebietes,
² Entwicklung der Fachsprache,
² Analyse desIndexierungsverhaltens und der Indexierungsergebnisse,
² Beobachtung desBenutzerverhaltens,
² Analyse der Rechercheergebnisse.

Bei den daraus resultierenden ÄAnderungen mussdarauf geachtet werden,dassdie Konsistenz desThesau-
rus' erhalten bleibt.

4.3.4 RDF (Resource Description Framew ork)

RDF ist eine vom W3C im Rahmen der `Semantic Web'-Initiativ e gefÄorderte Beschreibungssprache. Die-
se Initiativ e verfolgt die Vision einer weltweit verteilten Wissensbasis.Jede Web-Site kann dabei einen
bestimmten Wissensausschnitt modellieren, und durch Kombination der fÄur eine bestimmte Anwendung
relevanten Ausschnitte erhÄalt man mit geringem Aufwand eine sehr detaillierte Modellierung, mit deren
Hilfe sich anspruchsvolle Aufgaben realisieren lassen.

Die grundlegendeIdee ist dabei, eine im Vergleich zu Thesauri und Klassi¯k ationen ausdrucksstÄarkere
Beschreibungssprache zu entwickeln. Diesesoll folgendeEigenschaften besitzen:

² WÄahrend bei der Deskribierung mittels Thesauri nur Konzepte zugeordnetwerden kÄonnen, erlaubt
RDF auch die Zuordnung von Instanzen zu Konzepten (z.B.

"
SchrÄoder\ als Instanz von

"
Bundes-

kanzler\)
² Neben den in Thesauri Äublichen Beziehungen kÄonnen zusÄatzlich beliebige Beziehungen eingefÄuhrt

und zur Deskribierung verwendet werden.
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² Anstelle der einfachen Zuordnung von Konzepten zu Dokumenten besteht die Beschreibungssprache
aus Statements der Art Subjekt-Pr Äadikat-Objekt.

4.3.4.1 RDF: Grundlegende Konzepte

RDF beinhaltet folgendeGrundkonstrukte:
Resource Ressourcenbezeichnen beliebige Objekte im WWW, wie z.B. eine einzelne Web-Seite,oder

auch ein umfangreiche Datenbasis. Ressourcenwerden in der Regel durch einen Uniform Resource
Identi¯er (URI) identi¯ziert.

Literal Literale sind spezielleAusprÄagungenvon Resourcen,die eine Zeichenkette als Wert haben, aber
keine explizite URI.

Prop ert y Eigenschaften bezeichnen eine gerichtete Beziehung zwischen zwei Ressourcen(Attribut, Re-
lation, Rolle o.Äa.).

Statemen t Aussagensind ein Tripel bestehendaus Ressource,benannter Eigenschaften und einer weite-
ren Ressource,die den Wert fÄur die Eigenschaft angibt. Somit entspricht die Syntax einer Aussage
der einfacher SÄatze der Form Subjekt { PrÄadikat { Objekt.

Norbert Pisavisits

Abbildung 4.9: Eine einfache Aussagein RDF

DieseKonstrukte kann man graphisch darstellen, wobei Ressourcenals Ellipsen, Literale als Rechtecke
und Eigenschaften als gerichtete Kanten dargestellt werden (siehez.B. Abbildung 4.9).
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Abbildung 4.10: Ein RDF-Graph

Nehmen verschiedeneAussagenauf die selben RessourcenBezug, so erhÄalt man einen RDF-Graphen
wie z.B. in Abbildung 4.10. So intuitiv dieseDarstellung auch sein mag, so ist doch o®ensichtlic h, dass
durch die uneingeschrÄankte Verwendung von Ressourcenund Eigenschaften das Ziel der Interoperabilit Äat
von RDF-Wissensbanken nicht erreicht werden kann. Man benÄotigt daher Mechanismenzur Deklaration
der verwendetenRessourcenund Eigenschaften, analog zu einem Datenbankschema.

4.3.4.2 RDF Schemas

RDF Schemassind Äahnlich zu denenobjektorientierter Datenbanken. Der wesentlic he Unterschied besteht
darin, dassRDF Schemasnur seltenInformationen Äuber Datentypenenthalten, dagegenaber Äuber stÄarkere
Abstraktionsmechanismen verfÄugen. Sie stehen damit in einer langen KI-T radition, die ihren Ursprung
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in den semantischen Netzen (z.B. KL-ONE) hat und Äuber terminologische bzw. Beschreibungs-Logiken
schlie¼lich zu RDF gefÄuhrt hat.

RDF Schemasbeschreiben die Beziehungen zwischen Typen von Ressourcenund/o der Eigenschaften.
Dabei werden die Schemasselbst auch wieder mittels RDF beschrieben. Hierzu stehen folgendeGrund-
konstrukte zur VerfÄugung:

² GrundlegendeKlassen:
{ rdfs:Resourcebezeichnet die Klassealler Ressourcen,
{ rdf:Property die Klassealler Eigenschaften und
{ rdfs:Classdie Klassealler Klassen.

² Beziehungenzwischen verschiedenenRessourcen,Eigenschaften oder KlassenkÄonnendurch folgende
Eigenschaften beschrieben werden:

{ rdf:t ype gibt den Typ einesKonstrukts an.
{ rdfs:subClassOfbezeichnet die Teilklassen-Beziehung.
{ rdfs:subPropertyOf erlaubt die Spezialisierungvon Eigenschaften.
{ rdfs:seeAlsobeschreibt Querverweise.
{ rdfs:isDe¯nedBy verweist von einer Ressourceoder Eigenschaft auf die zugehÄorige De¯nition.

rdf:Type
rdfs:subClassOf

xyz:MotorVehicle

xyz:Truck

xyz:PassengerVehicle

xyz:Van

xyz:MiniVan

rdfs:Class

rdfs:Resource

Abbildung 4.11: Eine Hierarchie von RDF-Ressourcen

Die Abbildungen 4.11 und 4.12 zeigenkleine Beispielevon RDF-Schemata.

4.3.5 Dokumen tationssprac hen vs. Freitext

Beim Vergleich mit der Freitextsuche sind folgendeVor- und Nachteile von Dokumentationssprachen zu
nennen:

+ Durch die Abbildung verschiedenerTextformulierungenauf eineeinzigeBezeichnung kann ein hÄoherer
Recall erreicht werden.

+ Da daskontrollierte Vokabular keinemehrdeutigenBegri®ezulÄasst, kann auch einehÄoherePrecision
erreicht werden.

+ Da ein Benutzer ein gesuchtes Konzept nur auf die entsprechendeBenennung in der Dokumentati-
onssprache abbilden muss,ergibt sich eine grÄo¼ereBenutzerfreundlichkeit.

{ Die Benutzung desSystemssetzt die Kenntnis der Dokumentationssprache voraus; fÄur gelegentlic he
Benutzer ist dieseHÄurde zu hoch.
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rdfs:Class

tourist�visit business�visit

Person Placevisits

rdfs:subClassOf

business�visit

visits

Conf.�Loc.ISSDL�Tutor

N. Fuhr Pisa
business�visit

rdfs:subClassOf

rdf:Property

rdf:type

rdf:type rdf:type

rdf:type

rdfs:subPropertyOf

rdf:type

Abbildung 4.12: Hierarchien auf Ressourcenund Eigenschaften

{ Aufgrund der i.a. groben Granularit Äat deskontrollierten Vokabulars kann bei spezi¯schen Anfragen
die Precision im Vergleich zur Freitextsuche sinken.

{ Bei der Eingabe neuer Dokumente in die DatenbasiserhÄoht sich der Erschlie¼ungsaufwand deutlich,
weil die Klassi¯k ation bzw. Indexierung meist manuell erfolgt. Allerdings verringert sich durch diese
Ma¼nahmeder Aufwand bei den Recherchen, so dassdie Gesamtbilanz wohl eher positiv ist.

Um die Nachteile deskontrollierten Vokabularsbei der Recherchezu kompensieren,kombinieren heutige
kommerziell angebotenen Datenbasen beide SuchmÄoglichkeiten, so dass die Dokumentationssprache die
Freitextsuche ergÄanzt.

4.4 Beurteilung der Verfahren zur Repr Äasentation von Textin-
halten

² Obwohl rein intuitiv die Vorteile von Dokumentationssprachen Äuberzeugen,ist deren Nutzen je-
doch wissenschaftlich sehr umstritten. Der Grund hierfÄur ist die unzureichende experimentelle Ba-
sis fÄur diesenVergleich. Seit den Anfang der 60er Jahre von Cyril Cleverdon geleiteten Cran¯eld-
Experimenten [Cleverdon 91], wo alle Dokumentationssprachen deutlich schlechter abschnitten als
eine Freitextsuche mit Terms in Stammform, neigt die Mehrzahl der IR-Forscher zu der Ansicht,
dassDokumentationssprachen Äuber°Äussig sind. Allerdings wurden die damaligen Experimente mit
nur 1400 Dokumenten durchgefÄuhrt, so dass die GÄultigk eit der Resultate fÄur heutige Datenbasen
in der GrÄo¼enordnung von 106 Dokumenten mit Recht bezweifelt werden muss.Auch einige wenige
neuereVergleiche [Salton 86] lassenkeine endgÄultige Aussagezu dieserProblematik zu.

² Im Rahmen der TREC-Initiativ e werden verschiedeneIR-Verfahren auf Datenbasenmit mehreren
GB Text angewendet und die Ergebnissemiteinander verglichen. Die auf den TREC-Konferenzen
[Voorhees& Harman 00] prÄasentierten Ergebnissezeigen,dasshalb-formale Konzepte (wie z.B. geo-
graphische oder Datumsangaben) durch eine reine Freitextsuche nicht abzudecken sind, so dass
zumindest fÄur diesemBereich Dokumentationssprachen notwendig sind.

² Es liegt nahe,nach dem Einsatz von wissensbasiertenVerfahren im IR zu fragen.Wie auch die Studie
[Krause 92] zeigt, gibt eskaum erfolgversprechendenAnsÄatze in diesemBereich. Das Hauptproblem
ist das Fehlen entsprechender Wissensbasen,die nicht nur sehr umfangreich sein mÄussen,sondern
auch das fÄur die jeweilige Anwendung pragmatische Wissen bereitstellen sollten. Letzteres ist wohl
der Hauptgrund, warum selbstsoumfangreicheWissensbasenwie CYC [Lenat et al. 90] bislangnicht
erfolgreich im IR eingesetztwerden konnten.

² SyntaktischeVerfahrensind wohl hauptsÄachlich fÄur die Identi¯k ation von Nominalphraseneinsetzbar.
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² MaschinenlesbareWÄorterbÄucher sind in immer grÄo¼eremMa¼everfÄugbar. Sie unterstÄutzen die mor-
phologische Analyse bei stark °ektierten Sprachen und die Erkennung von Nominalphrasen. Einige
Forschungsgruppen untersuchen auch deren Einsatz fÄur die Disambiguierung von Begri®en.

4.5 Zusammenhang zwischen Mo dellen und Repr Äasentationen

4.5.1 Textrepr Äasentation fÄur IR-Mo delle

Abschlie¼endzu diesemKapitel soll eine Einordnung der verschiedenenvorgestellten AnsÄatze zur ReprÄa-
sentation von Textinhalten im Hinblick auf ihre Kombination mit IR-Mo dellen versucht werden.

4.5.2 Einfac he statistisc he Mo delle

ZunÄachst illustrieren wir die Vorgehensweisebei der Freitextindexierung an einem Beispieltext:
Experiments with Indexing Methods.

The analysisof 25 indexing algorithms has not produced consistent retrieval performance.The best inde-
xing technique for retrieving documents is not known.

ZunÄachst werden die (oben unterstrichenen) StoppwÄorter entfernt:
experiments indexing methods analysis indexing algorithms producedconsistent retrieval performance

best indexing technique retrieving documents known.
Die anschlie¼endeStammformreduktion liefert folgendesErgebnis:
experiment index method analys index algorithm produc consistent retriev perform best index techni

retriev document.
Die einfachsten IR-Mo delle betrachten Dokumente als Mengen von Terms, so dass die zugehÄorige

ReprÄasentation einesDokumentes wie folgt aussieht:
algorithm analys best consistent document experiment index method perform produc retriev techni.
Wir nehmen nun an, dass wir ein Dokument durch einen Beschreibungsvektor ~x = (x1; : : : ; xn ) re-

prÄasentieren, wobei die Komponente x i jeweils das Vorkommen des Terms t i 2 T = f t1; : : : ; tn g in dem
aktuellen Dokument beschreibt.

Im Falle einer Term-Menge sind die Vektor-Komponenten binÄar, also x i = 1, falls t i im Dokument
vorkommt, und x i = 0 sonst.

Als eine VerbesserungdieserReprÄasentationsform kann man die VorkommenshÄau¯gkeit desTerms im
Dokument berÄucksichtigen. Somit haben wir jetzt eine Multi-Menge von Terms , reprÄasentiert durch
x i 2 f 0; 1; 2; : : :g.

Die semantische Sicht auf Texte besteht hier also aus dieser Multimenge von Terms. Die eigentlic he
Semantik (z.B. die Unterscheidungzwischen wichtigen und unwichtigen WÄortern) kommt jedoch durch das
auf dieseSicht aufbauendeRetrievalmodell zustande,und zwar bei der Abbildung auf die Objektattribute
mit Hilfe von statistischen Verfahren!
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Abbildung 5.1: KonzeptionellesModell fÄur Textretrieval

Als grundlegendeskonzeptionellesModell fÄur alle Arten von Modellen fÄur (Text-)Retrieval verwenden
wir das in Abb. 5.1 dargestellte Modell, das eine Vereinfachung des in Abschnitt 2.2 vorgestellten allge-
meinen Modells ist. Dabei steht D fÄur die Mengeder Dokumente in der Datenbasisund Q fÄur die Menge
der Anfragen an das IRS. Zwischen den Dokumenten und den Anfragen besteht die Relevanzbeziehung,
die hier als Abbildung in die Menge R der mÄoglichen Relevanzurteile aufgefasstwird. Die in dem IRS
reprÄasentierte semantische Sicht von Dokumenten bezeichnen wir im folgendeneinfach als Dokumentre-
prÄasentationen D, und die formalisierten Anfragen als Frage-ReprÄasentationen Q. Dieseentstehen ausden
ursprÄunglichen Objekten durch die Abbildungen ®D und ®Q . Eine DokumentreprÄasentation kann z.B. eine
Mengevon Termsmit zugehÄorigenVorkommenshÄau¯gkeiten sein,eineFrage-ReprÄasentation ein boolescher
Ausdruck mit Terms als Operanden.

Die ReprÄasentationen werden fÄur die Zwecke des Retrieval in Dokumentbeschreibungen (Objektattri-
bute) D D und Fragebeschreibungen (logische Frageformulierung) QD ÄuberfÄuhrt. Die Retrievalfunktion %
vergleicht fÄur Frage-Dokument-Paare diese Beschreibungen und berechnet daraus das Retrievalgewicht,
das i.a. eine reelle Zahl ist. Die Erstellung der Beschreibungen aus den ReprÄasentationen und die (mehr
oder weniger begrÄundete) De¯nition einer Retrievalfunktion hÄangt von dem jeweils zugrundegelegtenRe-
trievalmodell ab. In diesem und dem folgenden Kapitel werden verschiedene solcher Retrievalmodelle
beschrieben, die nicht nur in der Retrievalfunktion, sondernauch schon bzgl. der zugrundegelegtenReprÄa-
sentationen und den daraus abgeleitetenBeschreibungen di®erieren.

Nachstehendverwendenwir au¼erdemfolgendeAbk Äurzungen:
T = f t1; : : : ; tn g: Indexierungsvokabular

q
k
: Frage

qk : Frage-ReprÄasentation (formalisierte Anfrage)
qD

k : Frage-Beschreibung (Fragelogik)
dm : Dokument
dm : Dokument-ReprÄasentation (semantische Sicht )
dD

m : Dokument-Beschreibung (Objektattribute )
~dm = f dm 1 ; : : : ; dm n g: Dokument-Beschreibung als Mengevon Indexierungsgewichten.

58
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5.2 ÄUb erblic k Äub er die Mo delle

Bool. Fuzzy Vektor Prob. Cluster.
theoretische Basis:
{ boolesche Logik x
{ Fuzzy-Logik x
{ Vektoralgebra x x
{ Wahrsch.-Theorie x
Bezug zur Retrievalqual. (x) x
gewichtete Indexierung x x x x
gewichtete Frageterms (x) x x
Fragestruktur:
{ linear x x
{ boolesch x x (x) (x)
Suchmodus:
{ Suchen x x x x
{ Browsen x

Abbildung 5.2: IR-Mo delle

Abbildung 5.2 gibt eine Einordnung der hier und im folgendenKapitel behandelten IR-Mo delle. Ein-
geklammerte Markierungen bedeuten dabei, dassdiesesMerkmal im Prinzip zutri®t, dieseVariante des
Modells allerdings hier nicht behandelt wird.

5.3 Bo olesches Retriev al

BooleschesRetrieval ist historisch als erstesRetrievalmodell entwickelt und eingesetztworden. Vermutlic h
hat Taube als erster diesesModell zugrundegelegt,um Retrieval mit Hilfe von Schlitzlo chkarten durchzu-
fÄuhren. Auch als man spÄater die Dokumente auf MagnetbÄandern speicherte, war booleschesRetrieval das
einzig anwendbareModell: aufgrund der geringenSpeicherkapazitÄat damaliger Rechner musstedirekt nach
dem EinlesendesDokumentes entschiedenwerden,ob esals Antwort ausgedruckt werdensollte oder nicht.
Obwohl sich die Rechnerhardware seitdem rasant weiterentwickelt hat, hat man in der Praxis diesesMo-
dell bis heute nicht grundlegendin Fragegestellt, sondernsich nur mit einigenfunktionalen Erweiterungen
begnÄugt.

Beim booleschen Retrieval sind die Dokumenten-Beschreibungen D D :
ungewichtete Indexierungen, d.h.

dD
m = ~dm mit dm i ²f 0; 1g fÄur i = 1; : : : ; n (5.1)

Die Frage-Beschreibungen QD sind boolesche AusdrÄucke, die nach folgendenRegelngebildet werden:
1. t i ²T ) t i ²QD

2. q1; q2 ² QD ) q1 ^ q2 ² QD

3. q1; q2 ² QD ) q1 _ q2 ² QD

4. q²QD ) : q ² QD

Die Retrievalfunktion %kann man analog zu diesenRegelnebensorekursiv de¯nieren:
1. t i ²T ) %(t i ; ~dm ) = dm i

2. %(q1 ^ q2; ~dm ) = min(%(q1; ~dm ); %(q2; ~dm ))
3. %(q1 _ q2; ~dm ) = max(%(q1; ~dm ); %(q2; ~dm ))
4. %(: q; ~dm ) = 1 ¡ %(q; ~dm )
Aufgrund der binÄaren Gewichtung der Termein der Dokumentbeschreibung kann die Retrievalfunktion

ebenfalls nur die Retrievalgewichte 0 und 1 liefern. Daraus resultiert als Antwort auf eine Anfrage eine
Zweiteilung der Dokumente der Datenbasisin gefundene(%= 1) und nicht gefundene(%= 0) Dokumente.
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In realen IR-Systemen ist boolesches Retrieval meist nur in einer etwas modi¯zierten Form imple-
mentiert: GegenÄuber der Darstellung hier ist die Verwendung der Negation derart eingeschrÄankt, dass
diesenur in Kombination mit der Konjunktion verwendet werden darf, also z.B. in der Form a ^ : b; eine
Anfrage der Form : b oder a _ : b ist hingegennicht zulÄassig.Die GrÄunde fÄur dieseEinschrÄankung sind
implementierungstechnischer Art.

5.3.1 M Äachtigk eit der booleschen Anfragesprac he

Ein wesentlic her (theoretischer) Vorteil der booleschen Anfragesprache besteht in ihrer MÄachtigkeit. Man
kann zeigen,dassmit einer booleschen Anfrage jedebeliebigeTeilmengevon Dokumenten auseiner Daten-
basisselektiert werdenkann. Voraussetzungist dabei, dassalle Dokumente unterschiedliche Indexierungen
(Beschreibungen) besitzen.

Zu einer vorgegebenenDokumentenmengeD k µ D konstruiert man dann die Frageformulierung qk , die
genaudieseDokumente selektiert, wie folgt: ZunÄachst wird fÄur jedesDokument eineFragedQ

m konstruiert,
die nur diesesDokument selektiert; anschlie¼endwerden diese Teilfragen fÄur alle Dokumente dm 2 D k
disjunktiv miteinander verknÄupft.

dQ
m = xm 1 ^ : : : ^ xm n mit

xm i =
½

t i falls dm i = 1
: t i sonst

qk =
_

dj ²D k

dQ
j

Dieser theoretische Vorteil ist aber (im Gegensatzzu Datenbanksystemen)von geringer praktischer
Bedeutung; da ein Benutzer in der Regelnicht genauwei¼,wie die zu seinerFrage relevanten Dokumente
aussehen,kann er auch die Anfrage nicht entsprechend der hier skizzierten Vorgehensweiseformulieren.

5.3.2 Nachteile des booleschen Retriev al

In der IR-Forschung ist man sich seit langem darÄuber einig, dassdas boolesche Modell ziemlich ungeeig-
net fÄur die Anwendung im IR ist [Verhoe®et al. 61]. In [Salton et al. 83] werden folgende Nachteile fÄur
booleschesRetrieval genannt:

1. Die GrÄo¼eder Antwortmenge ist schwierig zu kontrollieren.
2. Es erfolgt keine Ordung der Antwortmenge nach mehr oder weniger relevanten Dokumenten.
3. Es gibt keine MÄoglichkeit zur Gewichtung von Fragetermenoder zur BerÄucksichtigung von gewich-

teter Indexierung.
4. Die Trennung in gefundeneund nicht gefundeneDokumente ist oftmals zu streng:

Zu q = t1 ^ t2 ^ t3 werden Dokumente mit zwei gefundenenTermen genausozurÄuckgewiesenwie
solche mit 0 gefundenenTermen.
Analog erfolgt fÄur q = t1 _ t2 _ t3 keine Unterteilung der gefundenenDokumente

5. Die Erstellung der Frageformulierung ist sehr umstÄandlich und Äuberfordert daher gelegentlic he Be-
nutzer.

6. Die Retrievalqualit Äat von booleschem Retrieval ist wesentlic h schlechter als die von anderenRetrie-
valmodellen (s. nÄachster Abschnitt).

5.4 Fuzzy-Retriev al

Als ein Ansatz, um einige der Nachteile von booleschem Retrieval zu Äuberwinden, wurde basierendauf
der Theorie der Fuzzy-Logik [Zadeh 65] Fuzzy-Retrieval vorgeschlagen. Im Unterschied zum booleschen
Modell werden hier bei den Dokumenten-Beschreibungen nun auch gewichtete Indexierungen zugelassen,
d.h. dm i ²[0; 1]. Frage-Beschreibungen und Retrievalfunktion sind wie beim booleschen Retrieval de¯niert.

Durch die gewichtete Indexierung liefert die Retrievalfunktion jetzt Werte %(qD
k ; ~dm )²[0; 1]. Damit ergibt

sich im Gegensatzzum booleschen Modell nun eineRangordnung der Antwortdokumente, und die diesbe-
zÄuglichenNachteile desbooleschen Retrieval entfallen. Theoretische ÄUberlegungenwie auch experimentelle
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Abbildung 5.3: Punkte mit gleichem Retrievalgewicht beim Fuzzy-Retrieval

Untersuchungen zeigenaber, dassdie De¯nition der Retrievalfunktion ungÄunstig ist. Wir illustrieren dies
zunÄachst an einem Beispiel:

T = f t1; t2g

q = t1 ^ t2

~d1 = (0:4; 0:4) ; ~d2 = (0:39; 0:99)

%(q; ~d1) = 0:4 ; %(q; ~d2) = 0:39

Obwohl hier d2 bezÄuglich t2 ein deutlich hÄoheresIndexierungsgewicht als d1 hat, gibt das um 0.01 niedri-
gereGewicht bzgl. t1 den Ausschlag fÄur das insgesamt hÄohereRetrievalgewicht von d1. Der Grund hierfÄur
ist die Verwendung der Minim um-Funktion bei der konjunktiv en VerknÄupfung. In der Abb. 5.4 ist je-
weils fÄur Konjunktion und Disjunktion die Menge aller Paare von Gewichten (dm 1 ; dm 2 ) markiert, fÄur
die sich ein Retrievalgewicht von 0.6 ergibt. O®ensichtlic h wÄare es wÄunschenswert, wenn man zumindest
eine teilweiseKompensation der Gewichte fÄur die verschiedenenTerme aus der Anfrage zulassenwÄurde.
In [Lee et al. 93] werdendie hierzu ausder Fuzzy-Theoriebekannten T-Normen sowie eigeneErweiterungs-
vorschlÄage evaluiert; dabei zeigt sich dassdie hier vortgestellte Standardde¯nition der Fuzzy-Operatore
relative schlecht abschneidet. Ein alternativ esModell ist unter dem Namen\Extended Boolean Retrieval"
in [Salton et al. 83] beschrieben worden.

In der gleichen VerÄo®entlic hung werden auch experimentelle Ergebnissezum Vergleich von booleschen
und Fuzzy-Retrieval mit dem Vektorraummodell prÄasentiert. Tabelle 5.1 zeigt dieseErgebnissein Form
mittlerer Precision-Werte fÄur die Recall-Punkte 0.25, 0.5 und 0.75. (Das teilweiseschlechtere Abschnei-
den von Fuzzy- gegenÄuber booleschem Retrieval ist dabei wohl auf die verwendeteEvaluierungsmethode
zurÄuckzufÄuhren, die fÄur mehrereDokumente im gleichen Rang ungeeignetist.)

Kollektion MEDLARS ISI INSPEC CACM

#Dok. 1033 1460 12684 3204
#F ragen 30 35 77 52
Bool. 0.2065 0.1118 0.1159 0.1789
Fuzzy 0.2368 0.1000 0.1314 0.1551
Vektor 0.5473 0.1569 0.2325 0.3027

Tabelle 5.1: Experimenteller Vergleich von Booleschem Retrieval, Fuzzy-Retrieval und Vektorraummodel

5.4.1 Beurteilung des Fuzzy-Retriev al

Zusammengefasstbietet Fuzzy-Retrieval folgendeVor- und Nachteile:
+ Durch Generalisierungdes booleschen Retrieval fÄur gewichtete Indexierung ergibt sich eine Rang-

ordnung der Dokumente.
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{ Der Ansatz erlaubt zunÄachst keine Fragetermgewichtung. Es wurden zwar einige VorschlÄagehierzu
gemacht (sieheden ÄUberblick in [Bookstein 85]), die aber allesamt wenig Äuberzeugen;zudem wurde
keiner dieserAnsÄatze evaluiert. Den bestenVorschlag zur Behandlung dieserProblematik stellt das
oben erwÄahnte \Extended Boolean Retrieval" dar.

{ Die Retrievalqualit Äat ist immer noch schlecht im Vergleich z.B. zum Vektorraummodell.
{ Da die Frageformulierungen die gleichen wie beim booleschen Retrieval sind, bleibt der Nachteil der

umstÄandlichen Formulierung bestehen.

5.5 Das Vektorraummo dell

Das Vektorraummodell (VRM) ist wahrscheinlich dasbekannteste Modell ausder IR-Forschung. Es wurde
ursprÄunglich im Rahmen der Arb eiten am SMART-Pro jekt entwickelt [Salton 71]. SMART ist ein experi-
mentelles Retrievalsystem,das von Gerard Salton und seinenMitarb eitern seit 1961zunÄachst in Harvard
und spÄater in Cornell entwickelt wurde. In den 80er Jahren wurde das Modell nochmals von Wong und
Raghavan Äuberarbeitet [Raghavan & Wong 86].

Im VRM werdenDokumente und Fragen(bzw. derenBeschreibungen)als Punkte in einemVektorraum
aufgefasst,der durch die Terme der Datenbasisaufgespannt wird. Beim Retrieval wird dann nach solchen
Dokumenten gesucht, derenVektoren Äahnlich (im Sinneeiner vorgegebenenMetrik) zum Fragevektor sind.
Durch diesegeometrische Interpretation ergibt sich ein sehr anschaulichesModell.

Der zugrundeliegendeVektorraum wird als orthonormal angenommen,d.h.
² alle Term-Vektoren sind orthogonal (und damit auch linear unabhÄangig), und
² alle Term-Vektoren sind normiert.

Diese Annahmen stellen natÄurlich eine starke Vereinfachung gegenÄuber den realen VerhÄaltnissen dar.
(In [Wong et al. 87] wird alternativ hierzu versucht, explizit einen solchen orthonormalen Vektorraum
zu konstruieren, dessenDimensionalitÄat deutlich niedriger als jT j ist.)

Die im VRM zugrundegelegteDokument-Beschreibung ist Äahnlich der desFuzzy-Retrieval einegewich-
tete Indexierung; allerdings sind hier neben Gewichten grÄo¼erals 1 prinzipiell auch negative Gewichte
zulÄassig(obwohl negative Gewichte in SMART nie verwendet werden):

dD
m = ~dm mit dm i ²IR fÄur i = 1; : : : ; n (5.2)

Die Frage-Beschreibungen haben die gleiche Struktur wie die Dokument-Beschreibungen:

qQ
k = ~qk mit qk i ²IR fÄur i = 1; : : : ; n (5.3)

Als Retrievalfunktion werden verschiedeneVektor- ÄAhnlichkeitsma¼e(z.B. das Cosinus-Ma¼)angewendet.
Meistens wird mit dem Skalarprodukt gearbeitet:

%(~qk ; ~dm ) = ~qk ¢~dm (5.4)

Das folgendeBeispiel illustriert die Anwendung desVRM:
Beispiel-Frage:

"
side e®ectsof drugs on memory and cognitive abilities, not aging\

t i qk i d1i d2i d3i d4i

side e®ect 2 1 0.5 1 1
drugs 2 1 1 1 1
memory 1 1 1
cognitive abilit y 1 1 1 0.5
: aging -2 1
Retrievalgewicht 5 2 6 4.5

Entsprechend den Retrievalgewichten werden die Dokumente in der Reihenfolged3; d1; d4; d2 ausgege-
ben.
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5.5.1 Coordination Level Matc h

Eine vereinfachte Variante des Vektorraummodells ist der Coordination Level Match. Dabei sind sowohl
fÄur Frage-alsauch fÄur Dokumenttermgewichtung nur die binÄarenWerte 0 und 1 zugelassen.Die Dokument-
Beschreibung ist somit die gleiche wie beim Booleschen Retrieval:

dD
m = ~dm mit dm i " f 0; 1g fÄur i = 1; : : : ; n:

Die Frage-Beschreibung ist ebenfalls ein binÄarer Vektor:

qQ
k = ~qk mit qk i " f 0; 1g fÄur i = 1; : : : ; n:

Als Retrievalfunktion verwendet man meist das Skalarprodukt; dadurch zÄahlt die Retrievalfunktion die
Anzahl der Frageterme,die im jeweiligen Dokument vorkommen:

%(~qk ; ~dm ) = ~qk ¢~dm = jqT
k \ dT

m j

5.5.2 Relev ance Feedback
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Abbildung 5.4: Trennung von relevanten und nichtrelevanten Dokumenten im VRM

Ein wesentlic her Vorteil des VRM insbesondereauch gegenÄuber Fuzzy-Retrieval ist die MÄoglichkeit,
Relevance-Feedback-Daten zur Verbesserungder Retrievalqualit Äat auszunutzen. Dabei wird versucht, An-
gaben Äuber die Relevanz bzw. Nicht-Relevanz einiger Dokumente zur Modi¯k ation des ursprÄunglichen
Fragevektors zu verwenden.Genauergesagt,werdendie ursprÄunglichen Fragetermgewichte verÄandert, wo-
durch sich ein anderer Fragevektor ergibt. Abb. 5.4 illustriert verschiedene mÄogliche Verteilungen von
relevanten und nichtrelevanten Dokumenten im Vektorraum. Au¼erdemist jeweils der Vektor eingezeich-
net, der vom Zentroiden der nichtrelevanten Dokumente zum Zentroiden der relevanten Dokumente fÄuhrt.
DieserVektor eignet sich o®ensichtlic h als Fragevektor, um relevante und nichtrelevante Dokumente mÄog-
lichst gut zu trennen. Nimmt man nÄamlich das Skalarprodukt als Retrievalfunktion an, dann werden die
Dokumente auf eine Gerade entlang des Fragevektors projiziert, wobei der Vektor die Richtung hÄoherer
Retrievalgewichte anzeigt.

In [Rocchio 66] wird eine optimale LÄosung fÄur die Bestimmung eines Fragevektors aus Relevance-
Feedback-Daten vorgestellt. Die Grundidee ist dabei die, einen Fragevektor ~q zu bestimmen, der die Dif-
ferenz der RSVs zwischen relevanten und irrelevanten Dokumenten maximiert. Sei D R die Menge der
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relevanten Dokumente zu q und D N die Menge der nichtrelevanten Dokumente zu q, dann lautet das
Optimierungskriterium:

X

(dk ;d l )2 D R £ D N

~q~dk ¡ ~q~dl
!= max (5.5)

ZusÄatzlich mussman noch als Nebenbedingung den Betrag desFragevektors beschrÄanken:
nX

i =1

q2
i = c (5.6)

Somit liegt ein Extremwertproblem mit Randbedingung vor, das man mit Hilfe eines Lagrange-
Multiplik ators lÄosenkann:

F = ¸

Ã
nX

i =1

q2
i ¡ c

!

+
X

(dk ;d l )2 D R £ D N

nX

i =1

qi dk i ¡ qi dl i (5.7)

Zur LÄosungmussman nun alle partiellen Ableitungen von F nach denKomponenten qi desFragevektors
0 setzen;zusÄatzlich mussauch die Nebenbedingung 5.6 gelten.

@F
@qi

= 2¸q i +
X

(dk ;d l )2 D R £ D N

dk i ¡ dl i

!= 0

qi = ¡
1

2¸

X

(dk ;d l )2 D R £ D N

dk i ¡ dl i

~q = ¡
1

2¸

X

(dk ;d l )2 D R £ D N

~dk ¡ ~dl

= ¡
1

2¸
jD N j

X

dk 2 D R

~dk ¡ jD R j
X

dl 2 D N

~dl

= ¡
jD N jjD R j

2¸
1

jD R j

X

dk 2 D R

~dk ¡
1

jD N j

X

dl 2 D N

~dl

Zur Vereinfachung wÄahlen wir c (den Betrag desFragevektors) so, dassjD N jjD R j=2¸ = ¡ 1. Damit ergibt
sich der optimale Fragevektor zu

~q =
1

jD R j

X

dk 2 D R

~dk ¡
1

jD N j

X

dl 2 D N

~dl (5.8)

Der optimale Fragevektor ist somit der Verbindungsvektor der beiden Zentroiden der relevanten bzw.
irrelevanten Dokumente.

Abbildung 5.5.2illustriert dieseLÄosung.Gleichzeitig wird deutlich, dassder optimale Fragevektor nicht
immer die bestmÄogliche LÄosung (bezogenauf die Retrievalqualit Äat) darstellt. (Ein wesentlic h besseres,
allerdings auch aufwÄandigeresVerfahren ist die Support Vector Machine [Joachims 01].) Als heuristische
Verbesserung,die sich in zahlreichen Experimenten bewÄahrt hat, hat Rocchio vorgeschlagen, relevante
und irrelevante Dokumente unterschiedlich stark zu gewichten, konkret: den Vektor zum Zentroiden der
irrelevanten Dokumente wenigerstark in die LÄosungein°ie¼enzu lassen.Abbildung 5.5.2verdeutlicht diese
Vorgehensweise fÄur unser Beispiel. Intuitiv kann man sich dieseVerbesserungdadurch erklÄaren, dass in
der Regel die relevanten Dokumente hÄohere Indexierungsgewichte als die irrelevanten aufweisen,so dass
dieseModi¯k ation den Fragevektor in die richtige Richtung

"
dreht\.

Weitere Experimente haben gezeigt, dass man den neuen Fragevektor nie allein aus den Relevance-
Feedback-Daten ohne BerÄucksichtigung des ursprÄunglichen Vektors bilden sollte; Es gibt ja noch weitere
Dokumente, Äuber die noch keine Relevanzinformation verfÄugbar ist, weil das System diesedem Benutzer
noch nicht vorgelegt hat. Gerade dieseDokumente sollen aber mÄoglichst gut in relevante und nichtrele-
vante aufgeteilt werden | das ist ja die eigentlic he Aufgabe beim Retrieval. Also geht es darum, den
ursprÄunglichen Vektor mit Hilfe der Relevance-Feedback-Daten zu verbessern.Prinzipiell ergibt sich also
folgendeVorgehensweise:
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Abbildung 5.5: Optimaler Fragevektor als Verbindungsvektor der Zentroiden
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Abbildung 5.6: Unterschiedliche Gewichtung positiver und negativer Beispiele

1. Retrieval mit dem Fragevektor ~qk vom Benutzer.
2. Relevanzbeurteilung der obersten Dokumente der Rangordnung.
3. Berechnung einesverbessertenFragevektors ~q0 aufgrund der Feedback-Daten.
4. Retrieval mit dem verbessertenVektor.
5. Evtl. Wiederholung der Schritte 2-4.
Als Iterationsvorschrift zur Berechnung einesverbessertenFragevektors ~q0 wird in [Rocchio 66] folgende

Kombination aus ursprÄunglichem Vektor ~q und den Zentroiden der relevanten und der nichtrelevanten
Dokumente vorgeschlagen:

~q0 = ~q + ®
1

jD R j

X

dj ²D R

~dj ¡ ¯
1

jD N j

X

dj ²D N

~dj (5.9)

Dabei sind ® und ¯ nichtnegative Konstanten, die heuristisch festzulegensind (z.B. ® = 0:75, ¯ = 0:25).

Kollektion CACM CISI CRAN INSPEC MED
ohne RF 0.1459 0.1184 0.1156 0.1368 0.3346
Feedback 0.2552 0.1404 0.2955 0.1821 0.5630
Feedback¤ 0.2491 0.1623 0.2534 0.1861 0.5279

Tabelle 5.2: Experimentelle Ergebnissezu RelevanceFeedback

Tabelle 5.2 zeigt experimentelle Ergebnisse,die durch Anwendung der Formel 5.9 gewonnen wur-
den (aus [Salton & Buckley 90]). Hier wurde Feedback-Information von den obersten 15 Dokumenten des
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Retrievallaufs mit dem initialen Fragevektor verwendet. Zur Bewertung wurde die sogenannte \residual
collection"-Methode angewendet: dabei bleiben die Dokumente, deren Feedback-Daten benutzt wurden,
bei der Bewertung unberÄucksichtigt. Dadurch ergibt sich ein fairer Vergleich mit der Retrievalfunktion
ohne RelevanceFeedback. Die Ergebnissezeigenhier sehr deutliche Verbesserungendurch die Relevance-
Feedback-Methode. Die letzte Tabellenzeile(Feedback¤) zeigt die ErgebnissefÄur einemodi¯zierte Anwen-
dung der obigen Formel, bei der nur die hÄau¯gsten Terme zur Frageerweiterung benutzt werden, d.h.,
bei den Termen, deren Fragetermgewicht ursprÄunglich 0 war (weil sie in der FragereprÄasentation nicht
vorkamen), wird die Formel nicht generell in der beschriebenen Weise angewandt; es werden nur die n
hÄau¯gsten Terme in der vorgeschriebenenWeiseberÄucksichtigt, die Äubrigen Terme behalten das Gewicht
0. Es zeigt sich, dassdieseMethode bei einigenKollektionen noch zu besserenErgebnissenfÄuhrt, wÄahrend
bei anderenKollektionen schlechtere Ergebnisseproduziert werden.

Auch wenn die Formel 5.9 erwiesenerma¼engute Ergebnisseliefert, so sind die heuristischen Kompo-
nenten in diesemAnsatz doch unbefriedigend.Letzten Endesliegt die grundlegendeSchwÄache desVRM in
dem fehlendenBezugzur Retrievalqualit Äat. Auch die o.g. Optimierungsbedingung5.5 nimmt nicht auf die
Retrievalqualit Äat Bezug,und man kann zeigen,dassestatsÄachlich in manchen FÄallen bessereVektoren zur
Trennung in relevante und nichtrelevante Dokumente gibt, als sie durch dieseBedingung geliefert werden
(nÄaheressiehe ÄUbung).

5.5.3 Dokumen tindexierung

Das VRM macht keine AussagendarÄuber, wie die Dokumentenbeschreibung zu erstellen ist. Bei den
Arb eiten am SMART-Pro jekt wurden heuristische Formeln zur Berechnung der Indexierungsgewichte fÄur
Dokumente (und Fragen) entwickelt, die sich als besondersleistungsfÄahig erwiesenhaben. DieseFormeln
wurden spÄater im Rahmen der Arb eiten zu den experimentellen Systemen Inquery (U. Massachusetts
/ Bruce Croft) und OKAPI (MS Research Lab Cambridge / Stephen Robertson) weiterentwickelt. Wir
stellen hier eine relativ neueVariante der Gewichtungsformel vor.

Die der Indexierung zugrundeliegendeDokumenten-ReprÄasentation ist eine Multi-Menge (Bag) von
Terms. Darauf aufbauendwerden zunÄachst folgendeParameter de¯niert:

dT
m Mengeder in dm vorkommendenTerms

lm Dokumentl Äange(# Anzahl laufendeWÄorter in dm )
al durchschnittlic he Dokumentl Äangein D

tf mi : VorkommenshÄau¯gkeit (Vkh) von t i in dm .
ni : # Dokumente, in denent i vorkommt.

jD j: # Dokumente in der Kollektion
Eine Komponente der Gewichtung ist die inverse DokumenthÄau¯gkeit idf i , die umso hÄoher ist, je

seltenerein Term in der Kollektion vorkommt:

idf i =
log jD j

n i

jD j + 1
(5.10)

Die zweite Komponente ist die normalisierte VorkommenshÄau¯gkeit ntf i . Hierbei sollendie Termsentspre-
chend ihrer VorkommenshÄau¯gkeit im Dokument gewichtet werden. Um den Ein°uss der Dokumentl Äange
auszugleichen, geht dieseebenfalls mit ein, und zwar als VerhÄaltnis zur durchschnittlic hen Dokumentl Äange
in der Kollektion:

ntf i =
tf mi

tf mi + 0:5 + 1:5 l m
al

(5.11)

DasendgÄultige Indexierungsgewicht ergibt sich als Produkt der beidenKomponenten und wird dahermeist
als t¯df-Gewic htung bezeichnet:

wmi = ntf i ¢idf i (5.12)

.
Tabelle5.3zeigt einigeexperimentelle Ergebnisse(aus [Salton & Buckley 88] mit einer frÄuherenVersion

der t¯df-F ormel ausdemSMART-Pro jekt) zu dieserArt der Gewichtung im Vergleich zu einer rein binÄaren
Gewichtung (Coordination Level Match). Dabei wurden die Gewichtungsformeln 5.10{ 5.12 sowohl zur
Dokumentindexierung als auch zur Bestimmung desFragevektors angewendet.
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Kollektion CACM CISI CRAN INSPEC MED

Coord. 0.185 0.103 0.241 0.094 0.413
SMART 0.363 0.219 0.384 0.263 0.562

Tabelle 5.3: BinÄare Gewichte vs. SMART-Gewichtung

5.5.4 Beurteilung des VRM

Zusammenfassendergeben sich folgendeVor- und Nachteile fÄur das VRM:
+ Das VRM ist ein relativ einfaches,anschaulichesModell, das insbesonderewegender einfachen Art

der Frageformulierung auch benutzerfreundlich ist.
+ Das Modell ist unmittelbar auf neue Kollektionen anwendbar; probabilistische Modelle erfordern

dagegenteilweisezuerst das Sammeln von Relevance-Feedback -Daten fÄur eine Menge von Fragen,
bevor sie sinnvoll eingesetztwerden kÄonnen.

+ Das Modell liefert in Kombination mit den SMART-Gewichtungsformeln eine sehr gute Retrieval-
qualit Äat.

{ Leider enthÄalt dasModell, sowie esletztendlich angewendet wird, sehrviele heuristische Komponen-
ten; dabei stellt sich insbesonderedie Frage, inwieweit dieseHeuristiken auch noch beim ÄUbergang
auf wesentlic h andereKollektionen (z.B. Volltexte statt Kurzfassungen)gÄultig bleiben.

{ Der heuristische Ansatz zur Berechnung der Indexierungsgewichte hat zur Folge, dass die Doku-
mentreprÄasentation nur schlecht erweitert werdenkann. Wenn man z.B. Termsausdem Titel stÄarker
gewichten mÄochte als solche, die nur im Abstract vorkommen,dann mÄussenhierfÄur erst umfangreiche
Experimente durchgefÄuhrt werden, um eine geeigneteGewichtungsformel zu ¯nden.

{ In dem Modell wird keinerlei Bezug auf die Retrievalqualit Äat genommen;es ist theoretisch nicht zu
begrÄunden, warum die zu einer Frage Äahnlichen Dokumente auch relevant sein sollen.

5.6 Dokumen ten-Clustering

Eine von allen anderen Retrievalmodellen gÄanzlich unterschiedliche Retrievalmethode ist das Cluster-
Retrieval. WÄahrend andereRetrievalmodelle stets von einer expliziten Frageformulierung ausgehen,nutzt
man beim Cluster-Retrieval hauptsÄachlich die ÄAhnlichkeit von Dokumenten, um von einem relevanten
Dokument zu weiteren (potentiell) relevanten zu gelangen.DieseArt der Suche wird durch die vorherige
Bestimmung von (Dokumenten-)Clustern, also Mengenvon Äahnlichen Dokumenten, unterstÄutzt.

Ausgangspunkt fÄur diese Art der Suche ist die sogenannte
"
Cluster-Hypothese\: Man kann nÄamlich

zeigen, dass die ÄAhnlichkeit der relevanten Dokumente untereinander und der irrelevanten Dokumente
untereinandergrÄo¼erist als die zwischenanderen(zufÄalligen) Teilmengender Dokumentenkollektion. Diese
Hypothesewurde auch experimentell in [Rijsbergen& Sparck Jones73] nachgewiesen.Beim Dokumenten-
Clustering wird versucht, dieseCluster unabhÄangig von den Fragen schon beim Aufbau der Kollektion zu
berechnen. Dabei geht man prinzipiell wie folgt vor:

1. Festlegungeines ÄAhnlichkeitsma¼es(z.B. Skalarprodukt oder Cosinus-Ma¼).
2. Berechnung der ÄAhnlichkeitmatrix fÄur alle mÄoglichen Dokumentenpaare aus jD j.
3. Berechnung der Cluster.
4. Physisch gemeinsameAbspeicherung der Dokumente einesClusters. (Durch dieseForm der Speiche-

rung werden I/O-Zugri®e beim Retrieval gespart.)
Zur Berechnung der Cluster aus der ÄAhnlichkeitsmatrix gibt es eine ganze Reihe von Cluster-

Algorithmen (siehe die einschlÄagige Literatur). Prinzipiell gibt es zwei wesentlic he Strategien: agglome-
rativ esClustering und partitionierendes Clustering.

Agglomeratives Clustering geht von einem vorgegebenen Schwellenwert ® fÄur die ÄAhnlichkeit aus. Es
erfolgt ein einmaliger Durchgang durch alle Dokumente mit dem Ziel, diesezu (anderen) Clustern hinzu-
zufÄugen.Entsprechend der jeweiligen Bedingung fÄur die Aufnahme einesDokumentes dk in ein Cluster Cl

kan man unter anderemfolgendeVerfahren unterscheiden:
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Abbildung 5.7: Beispiel zum Cluster-Retrieval

a) single link-Clustering:
® · min

di 2 C l

sim(dk ; di )

b) complete link-Clustering:
® · max

di 2 C l

sim(dk ; di )

c) averagelink-Clustering:

® ·
1

jCl j

X

di 2 C l

sim(dk ; di )

Gibt eskein solchesCluster, wird fÄur dk ein neuesCluster gebildet. Der Aufwand fÄur all dieseVerfahren
betrÄagt (aufgrund der vollstÄandigen Berechnung der ÄAhnlichkeitsmatrix) O(n2).

Partitionier endesClustering begnÄugt sich dagegenmit einem Aufwand von O(kn). Dabei ist k die
vorzugebendeAnzahl zu bildender Cluster. Zu Beginn bestimmt das Verfahren k \seed"-Dokumente, die
hinreichend unterschiedlich sind. Diesebilden jeweils den Kern einesder Cluster C1; : : : ; Ck . Alle Äubrigen
Dokumente werdendann jeweilsdemÄahnlichstenCluster hinzugefÄugt. Die Qualit Äat diesesVerfahrenshÄangt
stark von der Wahl der seed-Dokumente ab, wofÄur eswiederum verschiedeneStrategien gibt.

Mit beiden Arten von Clustering-Verfahren kann hierarchisches Clustering realisiert werden, das als
ErgebniseinebaumfÄormigeClustering-Struktur liefert. Hierzu werdendie o.g.Clustering-Verfahreniterativ
angewendet, um die in der vorangegangenenStufe gebildeten Cluster weiter zu zerlegen.

Die so berechneten Cluster kÄonnen auf zwei Arten genutzt werden:
1. Zur Suche Äahnlicher Dokumente zu einem bereits bekannten relevanten Dokument.
2. Wenn man noch kein relevantes Dokument kennt, wird zunÄachst Cluster-Retrieval durchgefÄuhrt.

Hierbei wird ein anderesRetrievalmodell (ÄublicherweiseVRM) angewendet,um Cluster mit potentiell
relevanten Dokumenten zu lokalisieren.

5.6.1 Cluster-Retriev al

Beim Cluster-Retrieval wird bei der Berechnung der Cluster zu jedem Cluster ein Zentroid berechnet.
DieserZentroid ist ein virtuelles Dokument mit minimalem Abstand zu allen Dokumenten desClusters.Alle
Zentroiden werden gemeinsamabgespeichert, und zwar getrennt von den eigentlic hen Clustern. Dadurch
erspart man sich I/O-Zugri®e beim Durchsuchen der Zentroiden.

Beim eigentlic hen Retrieval geht man dann wie folgt vor:
1. Bestimmung der Zentroiden mit den hÄochsten Retrievalgewichten.
2. Ranking der Dokumente in den zugehÄorigen Clustern.

Abbildung 5.7 illustriert dieseVorgehensweise.Die Zentroiden sind als Kreise dargestellt, die Dokumente
als Quadrate. Bei Dokumenten und Zentroiden ist das Retrievalgewicht jeweils in Klammern notiert. Nur
die Cluster zu den grau markierten Zentroiden werden in das abschlie¼endeRanking einbezogen.

Insgesamt ergibt sich folgendeBeurteilung fÄur das Cluster-Retrieval:
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+ Die AbhÄangigkeiten zwischen Dokumenten werdenberÄucksichtigt. Fast alle anderenIR-Mo delle neh-
men dagegendie Dokumente als voneinander unabhÄangig an, was natÄurlich in der RealitÄat nicht
stimmt.

+ Im Vergleich zu anderenRetrievalverfahren reduziert sich der I/O-Aufw and.
{ Soweit experimentelle Ergebnissezum Cluster-Retrieval vorliegen,zeigendieseeinedeutlich schlech-

tere Retrievalqualit Äat im Vergleich zu anderenVerfahren.

5.6.2 ÄAhnlic hkeitssuche von Dokumen ten

Wenn bereits ein relevantes Dokument bekannt ist, dann kÄonnen die Dokumenten-Cluster zur ÄAhnlich-
keitssuche ausgenutzt werden.Dies ist bei realenBenutzungen von IR-SystemenhÄau¯g der Fall. Statt nun
eine entsprechendeAnfrage zu formulieren, kann man dann eine ÄAhnlichkeitssuche durchfÄuhren. (Heutige
kommerzielle IR-Systemebieten dieseFunktion leider nicht.) Auch wenn keine Dokumenten-Cluster vor-
liegen, kann man natÄurlich nach Äahnlichen Dokumenten suchen: Beim Vektorraummodell fasst man dann
einfach den Dokumentvektor des bekannten Dokumentes als Fragevektor auf und fÄuhrt damit Retrieval
durch. Vergleicht man nun den Berechnungsaufwand fÄur diesebeiden Vorgehensweisen,so zeigt sich, dass
eine Vorprozessierungder Cluster nicht lohnt [Willett 88]. BezÄuglich der resultierendenRetrievalqualit Äat
gibt es zwar kaum aussagekrÄaftige Resultate; man ist aber allgemein der Au®assung,dassdie ÄAhnlich-
keitssuche sinnvoll ist als ErgÄanzungzu den anderenRetrievalmodellen. Es zeigt sich nÄamlich, dasshiermit
andererelevante Dokumente gefundenwerden.

5.6.3 Probabilistisc hes Clustering

WÄahrend die bisher vorgestellten Cluster-Verfahren die Dokumentmenge jeweils in disjunkte Cluster zer-
legen, strebt probabilistisches Clustering eine unscharfe Aufteilung an. Dabei gehÄort ein Dokument mit
einer gewissenWahrscheinlichkeit zu einem Cluster1. Im Folgendenbezeichne C1; : : : ; Ck die k Cluster.
Der Einfachheit halber gehenwir von einer binÄaren Dokumentindexierung aus, so dassein Dokument dm

durch einen Vektor xm reprÄasentiert wird mit xm i = 1, falls t i 2 dT
m , und xm i = 0 sonst. Gesucht ist nun

die Wahrscheinlichkeit P(C j jx ) dass das Dokument mit Vektor x zum Cluster C j gehÄort. Dabei gelte,
dassdie SummeÄuber alle Cluster 1 ist:

P k
j =1 P(C j jx ) = 1.

Um dieseWahrscheinlichkeit zu berechnen, wendenwir zunÄachst das Bayes'sche Theorem an:

P(ajb) =
P(a; b)
P(b)

=
P(bja) ¢P(a)

P(b)

Damit erhalten wir

P(C j jx ) =
P(x jC j )P(C j )

P(x)
(5.13)

=
P(x jC j )P(C j )

P k
l =1 P(C l )P(x jC l )

(5.14)

Hierbei ist P(C j ) die Wahrscheinlichkeit, dassein beliebigesDokument zum Cluster C j gehÄort, und
P(x jC j ) gibt die Wahrscheinlichkeit an, dassein zufÄalligesDokument ausCluster C j den Merkmalsvektor
x hat. Um letztere zu berechnen, nehmenwir an, dassdie einzelnenMerkmale (d.h. die Termvorkommen)
im Cluster C j unabhÄangig voneinanderverteilt sind:

P(x jC j ) =
Y

i

P(x i jC j ) (5.15)

=
Y

x i =1

P(x i = 1jC j ) ¢
Y

x i =0

P(x i = 0jC j ) (5.16)

Da essich um binÄare Merkmale handelt, konnten wir in (5.16) nach dem Vorkommen/Nicht-Vorkommen
der einzelnenTermeaufspalten.Hierbei ist P(x i = 1jC j ) die Wahrscheinlichkeit, dassder Term t i in einem

1Einen Äahnlichen Ansatz verfolgt auch Fuzzy-Clustering
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zufÄalligen Dokument desClusters C j vorkommt. Bezeichen wir dieseWahrscheinlichkeit mit qj
i , sokÄonnen

wir (5.16) umschreiben zu

P(x jC j ) =
Y

x i =1

qj
i ¢

Y

x i =0

(1 ¡ qj
i ) (5.17)

Abbildung 5.8: ProbabilistischesClustering: Iterationen bei 2 normalverteilten Merkmalen

Um das Modell anzuwenden, mÄussenwir die Parameter pj := P(C j ) und qj
i schÄatzen. Dabei stellt

sich das Problem, dassdie Cluster nicht von vornherein bekannt sind. DieseSchwierigkeit lÄasst sich aber
durch Anwendung des EM-Algorithm us' (expectation maximization) Äuberwinden, der aus zwei Schritten
besteht:

1. E: Berechne die Cluster-Wahrscheinlichkeit fÄur jede Instanz
2. M: SchÄatze die Parameter basierendauf den Cluster-Wahrscheinlichkeiten
Zur ParameterschÄatzung verwendenwir folgendeFormeln:

nj =
X

dm 2 D

P(C j jxm ) (5.18)

pj =
nj

jD j
(5.19)

qj
i ¼

1
nj

X

dm 2 D

xm i ¢P(C j jxm ) (5.20)

¼
1

nj + 1

Ã

pj +
X

dm 2 D

xm i ¢P(C j jxm )

!

(5.21)

Dabei wird in (5.21) ein sogenannter Bayes'scher SchÄatzer verwendet (siehenÄachstesKapitel), der insbe-
sondereNullwerte bei den WahrscheinlichkeitsschÄatzungen vermeidet.

Die Anwendung desVerfahrenslÄauft dann wie folgt ab:
1. WÄahle die Anzahl k der zu bildender Cluster.
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2. Bestimme k \seed"-Dokumente, die hinreichend unterschiedlich sind. Diesebilden jeweils den Kern
einesder Cluster C1; : : : ; Ck

3. Initialisierung der Parameter: Setzen j = 1 und pj = 1=k. Ferner sei

P(C j jxm ) =
½

1; falls dm seedvon C j

0; sonst

Berechne daraus initiale Werte fÄur die qj
i .

4. FÄur alle Dokumente dm 2 D: Berechne P(C j jxm ) fÄur j = 1: : : ; k.
5. Berechne neueParameter n j , pj und qj

i .
6. Wiederhole die letzten beiden Schritte, bis die Cluster stabil sind.
Das Verfahren lÄasst sich auch leicht auf nummerische Merkmale erweitern | die meisten Clustering-

Verfahren wurden ursprÄunglich fÄur nummerische Merkmale entwickelt. Beim probabilistischen Clustering
nimmt man fÄur solche Merkmale x i eine Normalverteilung an:

P(x i jC j ) =
1

p
1¼¾i

e
( x i ¡ ¹ j

i ) 2

2( ¾j
i ) 2 (5.22)

Anstelle einer einzelnenWahrscheinlichkeit qj
i muss man in diesemFall Mittelw ert und Varianz der

zugehÄorigen Normalverteilung schÄatzen:

¹ j
i =

1
nj

X

dm 2 D

xm i ¢P(C j jxm ) (5.23)

¾j
i =

1
nj

X

dm 2 D

(xm i ¡ ¹ j
i )2 ¢P(C j jxm ) (5.24)
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Abbildung 5.9: Beispiel zu Scatter/Gather
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5.6.4 Cluster-Bro wsing

Wenn Clustering fÄur normalesRetrieval gemÄa¼dem oben gesagtenwenig Vorteile bietet, so ermÄoglicht es
aber eine alternativ e Suchstrategie: WÄahrend sonst beim Retrieval zunÄachst der Benutzer eine mÄoglichst
konkrete Anfrage formulieren muss, kann man bei einem geclusterten Dokumentenbestand auch einfach
browsen.Eine einfacheMÄoglichkeit hierzu bietet hierarchischesClustern (wie in Abb. 5.7), wo der Benutzer
ausgehendvon der Wurzel Pfade zu den einzelnenDokumenten verfolgt. FÄur jedesCluster mÄussendann
geeigneteReprÄasentanten angezeigtwerden (im Gegensatzzum Cluster-Retrieval wÄaren die berechneten
Zentroiden fÄur den Benutzer wenig hilfreich), z.B. indem man das dem Zentroiden Äahnlichste Dokument
des Clusters nimmt. Dem Benutzer werden dann jeweils die ReprÄasentanten der Teilcluster des vorher
ausgewÄahlten Clusters angezeigt.

5.6.5 Scatter/Gather-Bro wsing

Eine anderemÄogliche AnwendungdesClustering wird in [Cutting et al. 92] vorgeschlagen.Die wesentlic he
Ideehierbei ist, dassCluster nicht statisch berechnet werden,sonderndynamisch wÄahrend der interaktiv en
Suche. Jeder Suchschritt besteht dabei aus zwei Phasen,einer Scatter-Phaseund einer Gather-Phase.In
der Scatter-Phasewird die Dokumentmenge in eine vorgegebene Anzahl von Clustern zerlegt (mittels
partitionierendem Clustering) und dem Benutzer ReprÄasentanten fÄur die resultierendenCluster angezeigt.
Diese ReprÄasentanrten bestehendabei einerseits aus Titeln von Dokumenten in der NÄahe des Cluster-
Zentroiden, andererseitsaus hÄau¯g im Cluster vorkommendenWÄortern.

In der Gather-PhasewÄahlt der Benutzer einen oder mehrereihn interessierendeCluster aus, die dann
zusammengemischt die AusgangsmengefÄur dennÄachsten Suchschritt bilden. Abbildung 5.9 zeigt eineFolge
von drei Suchschritten. Scatter/Gather-Bro wsingkann somit alsKombination von Browsing in (statischen)
Clustern und RelevanceFeedback aufgefasstwerden.

Abbildung 5.10: Scatter/Gather: Bildschirmausgabe



Chapter 6

Probabilistic Mo dels in Information
Retriev al

6.1 In tro duction

A major di®erencebetweeninformation retrieval (IR) systemsand other kinds of information systemsis
the intrinsic uncertainty of IR. Whereas for databasesystems,an information need can always (at least
for standard applications) be mapped preciselyonto a query formulation, and there is a precisede¯nition
of which elements of the databaseconstitute the answer, the situation is much more di±cult in IR; here
neither a query formulation can be assumedto represent uniquely an information need, nor is there a
clear procedure that decideswhether a DB object is an answer or not. (Boolean IR systemsare not an
exception from this statement; they only shift all problems associated with uncertainty to the user.) As
the most successfulapproach for coping with uncertainty in IR, probabilistic modelshave beendeveloped.

According to the de¯nition of the desired set of answers to a query in an IR system, two major
approaches in probabilistic IR can be distinguished: The classical approach is basedon the concept of
relevance, that is, a user assignsrelevancejudgements to documents w.r.t. his query, and the task of the
IR system is to yield an approximation of the set of relevant documents. The new approach formulated
by van Rijsbergen overcomesthis subjective de¯nition of an answer in an IR system by generalizing the
proof-theoretic model of databasesystemstowards uncertain inference.

In this chapter, an introduction into past and current research in probabilistic IR is given. The major
goal here is to present important conceptsof this ¯eld of research, while no attempt is made to give a
complete survey over work in this area. In the following, the classical approach in probabilistic IR is
presented in sections 6.2 and 6.3, while section 6.4 describes the new direction. An outlook to future
research areas¯nishes the chapter.

6.2 Basic concepts of relev ance models

6.2.1 The binary indep endence retriev al mo del

In order to introduce somebasic conceptsof the classicalapproach to probabilistic IR, we ¯rst present a
fairly simplemodel, the so-calledbinary independenceretrieval (BIR) model. This model will be introduced
more informally, whereasthe preciseassumptionsunderlying this model will be developed throughout the
following sections.

In the BIR model, as in most other probabilistic IR models, we seekto estimate the probabilit y that a
speci¯c document dm will be judged relevant w.r.t. a speci¯c query qk . In order to estimate this probabilit y
(denoted asP(Rjqk ; dm ) in the following), we regard the distribution of terms within the documents of the
collection. (In general,a term is any non-trivial word reducedto its word stem.) The basic assumption is
that terms are distributed di®erently within relevant and non-relevant documents. This assumptionknown
asthe \cluster hypothesis"hasbeenveri¯ed experimentally already in [Rijsbergen& Sparck Jones73]. Let

73
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T = f t1; : : : ; tn g denote the set of terms in the collection. Then we can represent the set of terms dT
m

occurring in document dm as a binary vector ~x = (x1; : : : ; xn ) with x i = 1, if t i ²dT
m and x i = 0 otherwise.

Now we distinguish only betweendocuments containing di®erent setsof terms, so instead of estimating
P(Rjqk ; dm ) for a speci¯c document dm , we actually estimate the probabilit y P(Rjqk ; ~x), where di®erent
documents containing the sameset of terms will yield the sameestimate of probabilit y of relevance. In
addition, the BIR model assumesa query qk to be just a set of terms qT

k ½ T.
In order to derive a formula for this probabilit y, we will apply two kinds of transformations that are

frequently usedfor the derivation of probabilistic IR models:
1. application of Bayes' theorem (in the form P(ajb) = P(bja) ¢P(a)=P(b)),
2. usageof odds instead of probabilities, where O(y) = P(y)=P( ¹y) = P(y)=[1 ¡ P(y)].
This way, we can compute the odds of a document represented by a binary vector ~x being relevant to

a query qk as

O(Rjqk ; ~x) =
P(Rjqk ; ~x)
P( ¹Rjqk ; ~x)

=
P(Rjqk )
P( ¹Rjqk )

¢
P(~xjR; qk )
P(~xj ¹R; qk )

(6.1)

Now additional independenceassumptionsare neededin order to arrive at a formula that is applicable
for retrieval of documents. As it has been pointed out in a recent paper by Cooper [Cooper 91], the
assumption underlying the BIR is in fact not a set of independenceassumptions(from which the name of
the model is derived), but rather the assumption of linked dependenceof the form

P(~xjR; qk )
P(~xj ¹R; qk )

=
nY

i =1

P(x i jR; qk )
P(x i j ¹R; qk )

(6.2)

This assumption says that the ratio between the probabilities of ~x occurring in the relevant and the
nonrelevant documents is equal to the product of the corresponding ratios of the single terms. Of course,
the linked dependenceassumptiondoesnot hold in reality. However, it should be regardedasa ¯rst-order
approximation. In section 6.3.1.3, we will discussbetter approximations.

With assumption (6.2), we can transform (6.1) into

O(Rjqk ; ~x) = O(Rjqk )
nY

i =1

P(x i jR; qk )
P(x i j ¹R; qk )

The product of this equation can be split according to the occurrenceof terms in the current document:

O(Rjqk ; ~x) = O(Rjqk )
Y

x i =1

P(x i = 1jR; qk )
P(x i = 1j ¹R; qk )

¢
Y

x i =0

P(x i =0 jR; qk )
P(x i =0 j ¹R; qk )

:

Now let pik = P(x i =1 jR; qk ) and qik = P(x i = 1j ¹R; qk ). In addition, we assumethat pik = qik for all
terms not occuring in the set qT

k of query terms. With these notations and simpli¯cations, we arrive at
the formula

O(Rjqk ; ~x) = O(Rjqk )
Y

t i ²d T
m \ qT

k

pik

qik

Y

t i ²q T
k ndT

m

1 ¡ pik

1 ¡ qik
(6.3)

= O(Rjqk )
Y

t i ²d T
m \ qT

k

pik (1 ¡ qik )
qik (1 ¡ pik )

Y

t i ²q T
k

1 ¡ pik

1 ¡ qik
(6.4)

In the application of this formula, one is mostly interested only in a ranking of the documents with
respect to a query, and not in the actual value of the probabilit y (or odds) of relevance. From this point
of view, since the secondproduct of eqn (6.4) as well as the value of O(Rjqk ) are constant for a speci¯c
query, we only have to consider the value of the ¯rst product for a ranking of the documents. If we take
the logarithm of this product, the retrieval status value (RSV) of document dm for query qk is computed
by the sum

X

t i ²d T
m \ qT

k

cik with cik = log
pik (1 ¡ qik )
qik (1 ¡ pik )

:
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Then documents are ranked according to descendingRSVs.
In order to apply the BIR model, we have to estimate the parameterspik and qik for the terms t i ²qT

k .
This can be done by meansof relevancefeedback. For that, let us assumethat the IR systemhas already
retrieved somedocuments for query qk (in section 6.5, we show how the parameters of the BIR model
can be estimated without relevanceinformation). Now the user is asked to give relevancejudgements for
these documents. From this relevance feedback data, we can estimate the parameters of the BIR model
as follows: Let f denote the number of documents presented to the user, of which r have been judged
relevant. For a term t i , f i is the number among the f documents in which t i occurs, and r i is the number
of relevant documents containing t i . Then we can usethe estimatespik ¼ r i =r and qik ¼ (f i ¡ r i )=(f ¡ r ).
(Better estimation methods are discussedin section 6.5).

We illustrate this model by giving an example. Assume a query q containing two terms, that is
qT = f t1; t2g. Table 6.1 givesthe relevancejudgements from 20 documents together with the distribution
of the terms within thesedocuments.

di 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20
x1 1 1 1 1 1 1 1 1 1 1 1 0 0 0 0 0 0 0 0 0
x2 1 1 1 1 1 0 0 0 0 0 0 1 1 1 1 1 1 0 0 0

r (q; di ) R R R R ¹R R R R R ¹R ¹R R R R ¹R ¹R ¹R R ¹R ¹R

Table 6.1: Example for the BIR model

P(Rjq; ~x)
~x BIR actual
(1,1) 0.76 0.8
(1,0) 0.69 0.67
(0,1) 0.48 0.5
(0,0) 0.4 0.33

Table 6.2: Estimates for the probabilit y of relevancefor our example

For the parameters of the BIR model, we get p1 = 8=12 = 2=3, q1 = 3=8, p2 = 7=12 and q2 = 4=8.
So we get the query term weights c1 = ln 10=3 ¼ 1:20 and c2 = ln 7=5 ¼ 0:33. Based on these weights,
documents are ranked according to their corresponding binary vector ~x in the order (1; 1) { (1; 0) { (0; 1)
{ (0; 0). Obviously this ranking is correct for our example.

In addition, we can also compute the estimatesfor the probabilit y of relevanceaccording to eqn (6.3).
With O(Rjq) = 12=8, we get the estimatesshown in table 6.2 for the di®erent ~x vectors , where they are
compared with the actual values. Here, the estimates computed by the two methods are di®erent. This
di®erenceis due to the linked dependenceassumption underlying the BIR model.

We have described this model in detail becauseit illustrates a number of conceptsand problems in
probabilistic IR. In the following, we will ¯rst describe the major concepts.

6.2.2 A conceptual mo del for IR

In our example, it may be argued that the approach chosenin the BIR model for representing documents
may be rather crude, and that a more detailed representation of documents may be desirable, especially
sincedocuments in an IR system may be rather complex. The relationship betweendocuments and their
representations (and similarly for queries) can be illustrated best by regarding the conceptual IR model
depicted in ¯gure 6.1.

Here dm and qk denote the original document and query, respectively. In our terminology, a query is
unique (i.e. a speci¯c information need of a speci¯c user), so two queries from di®erent users(or issued
from the sameuserat di®erent times) can never be identical. This conceptof a query hasbeenintroduced
¯rst in [Robertson et al. 82], where it was termed a \use". Betweena document and a query, there exists
a relevance relationship as speci¯ed by the user. Let R = f R; ¹Rg denote the set of possible relevance
judgements, then the relevancerelationship can be regardedas a mapping r : Q £ D ! R. Sincean IR
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Figure 6.1: Conceptual model

systemcan only have a limited understanding of documents and queries,it is basedon representations of
theseobjects, here denoted as dm and qk . Theserepresentations are derived from the original documents
and queriesby application of the mappings ®D and ®Q , respectively. In the caseof the BIR model the
representation of a document dm is a set of terms, namely the set dT

m . For queries, the representation
contains in addition to the set of query terms qT

k alsoa set of relevancejudgements qJ
k = f (dm ; r (dm ; qk ))g.

So, in our conceptual model, the representation of an object comprisesthe data relating to this object
that is actually used in the model. Di®erent IR models may be basedon quite di®erent representations:
For example, in Boolean systemswith free text search, the document representation is a list of strings
(words), and the query representation is a Boolean expression,where the operands may be either single
words or adjacencypatterns (comprised of words and special adjacencyoperators).

For the models regarded here, there is an additional level of representation, which we call descrip-
tion. As can be seenfrom the BIR model, the retrieval function does not relate explicitely to the query
representation, it usesthe query term weights derived from the relevance judgements instead. We call
the arguments of the retrieval function the description of documents and queries. In the BIR model, the
document representation and the description are identical. The query description, however, is a set of
query terms with the associated query term weights, that is, qD

k = f (t i ; cik )g.
Representations are mapped onto descriptions by means of the functions ¯ D and ¯ Q , respectively.

Basedon the descriptions, the retrieval function %(qD
k ; dD

m ) computes the retrieval status value, which is
a real number in general. This conceptual model can be applied to probabilistic IR models as well as
to other models. Especially when comparing the quality of di®erent models, it is important to consider
the representations used within these models. With respect to representations, two directions in the
development of probabilistic IR models can be distinguished:

1. Optimization of retrieval quality for a ¯xed representation. For example,there havebeena number of
attempts to overcomethe limitations of the BIR model by revising the linkeddependenceassumption
and consideringcertain other forms of term dependencies(seesection 6.3.1.3. In theseapproaches,
documents are still represented as setsof terms).

2. Development of models for more detailed representations of queriesand documents. Sincethe doc-
ument representation used within the BIR model is rather poor, it is desirable to derive models
that can considermore detailed information about a term in a document, e.g. its within-do cument
frequency, or the output of advancedtext analysis methods (e.g. for phrasesin addition to words).

6.2.3 Parameter learning in IR

We can make another observation with the BIR model: this model makesvery poor useof the relevance
feedback information given by the user, since this information is only consideredin the ranking process
for the current query. For a new query, none of this data can be used at all. If we regard probabilistic
IR models as (parameter) learning methods, then three di®erent approachesas shown in ¯gure 6.2 can be
distinguished. The three axes indicate to what kinds of objects probabilistic parameters may relate to:
documents, queriesand terms (that is, elements of the representation). In each of the three approaches,
we can distinguish a learning phaseand an application phase: In the learning phase,we have relevance
feedback data for a certain subset QL £ DL £ TL of Q £ D £ T (where T denotes the set of terms in
the collection) from which we can derive probabilistic parameters. These parameters can be used in the
application phasefor the improvement of the descriptions of documents and queries.

In query-related learning, relevancefeedback data is usedfor weighting of search terms (e.g. in the BIR
model) with respect to a single query (representation) qk . Here we have relevanceinformation from a set
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Figure 6.2: Learning approachesin IR

of documents DL , and we can estimate parameters for the set of terms TL occurring in thesedocuments.
In the application phase,we are restricted to the samequery qk and the set of terms TL , but we can apply
our model to all documents in D .

Document-related learning is orthogonal to the query-related strategy: probabilistic indexing models
(seesection6.3.2) collect relevancefeedback data for a speci¯c document dm from a set of queriesQL with
the set of terms TL occurring in thesequeries. The parametersderived from this data can be usedfor the
samedocument and the sameset of terms TL (occurring in queries) only, but for all queries submitted
to the system. The major problem with this approach, however, is the fact that there are not enough
relevance judgements for a single document in real databases,so it is almost impossible to estimate the
parametersof this approach.

The major drawback of this two approaches is their limited application range, since the application
phase is either restricted to a single query or to a single document (lik e in the caseof the BI I model).
In order to overcomethesede¯ciencies, we must introduce abstractions from speci¯c documents, queries
and terms. This description-related strategy has been implemented ¯rst within the Darmstadt Indexing
Approach [Fuhr & Knorz 84] by introducing the concept of relevance descriptions. Similar to pattern
recognition methods, a relevancedescription contains valuesof featuresof the objects under consideration
(queries, documents and terms). In the learning phase,parameters relating to these features are derived
from the learning sampleQL £ DL £ TL . For the application phase,there are no restrictions concerning
the subset QA £ DA £ TA of objects to which these parameters can be applied: new queries as well as
new documents and new terms can be considered. This strategy is a kind of long-term learning method,
sincefeedback data can be collected from all queriessubmitted to the IR system, thus increasingthe size
of the learning sampleover time; as a consequence,the probabilit y estimatescan be improved. Sincethis
approach is basedon descriptionsof IR objects instead of the objects itself, we call it description-oriented,
in contrast to the model-oriented approachesdescribed before (seealso section 6.3.1.3).

6.2.4 Event space

In the presentation of the BIR model, we have not speci¯ed the event spaceto which the probabilities
relate to. Now we will de¯ne this event space,which is also underlying most probabilistic models.

The event spaceis Q £ D. A single element of this event spaceis a query-document pair (qk ; dm ),
where we assumethat all these elements are equiprobable. Associated with each element is a relevance
judgement r (dm ; qk )²R . We assumethat the relevancejudgements for di®erent documents w.r.t. the same
query are independent of each other. This is a rather strong assumption. Variations of this assumption
are discussedin [Robertson 77] and [Stirling 75], but most of these variations lead to models that can
hardly be applied in practice. The event spacecan be illustrated as a matrix as shown in ¯gure 6.3,
wherea query corresponds to a single row and a document to a column. The relevancejudgements can be
assumedasthe valuesof the elements of this matrix. Sincea retrieval systemdealswith representations of
documents and queries,it treats di®erent queriesor documents having identical representations the same.
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This fact is illustrated here by mapping adjacent rows to a single query representation qk and adjacent
columns to a single document representation dm . With this model, the interpretation of the probabilit y
of relevanceP(Rjqk ; dm ) is obvious: the pair (qk ; dm ) corresponds to the set of elements having the same
representations (shown asa submatrix here). SoP(Rjqk ; dm ) is the proportion of elements in this set that
havebeenjudged relevant. Onemight arguethat this explanation is oversimpli¯ed, sincein real collections,
there are hardly ever two objects that sharethe samerepresentation. But we regard collectionsassamples
of possibly in¯nite sets of documents and queries, where there might be several (up to in¯nit y) objects
with the samerepresentation. Especially with regard to the poor representation of retrieval objects that is
actually in use(in comparisonto the human understanding of documents and queries), it is obvious that
a single representation may stand for a number of di®erent objects.

6.2.5 The Probabilit y Ranking Principle

The Probabilit y Ranking Principle (PRP) represents the theoretical justi¯cation of probabilistic IR models.
It shows how optimum retrieval quality can be achieved. Optimum retrieval is de¯ned w.r.t. representa-
tions. In contrast, perfect retrieval relates to the objects itself, saying that all relevant documents should
be ranked aheadof any nonrelevant one. But asan IR systemis basedon representations, perfect retrieval
is not a suitable goal. Optimum retrieval has only been de¯ned precisely for probabilistic IR, where the
optimalit y can be proved theoretically. The \Probabilit y Ranking Principle" described in [Robertson 77]
says that optimum retrieval is achieved when documents are ranked according to decreasingvaluesof the
probabilit y of relevance(with respect to the current query).

6.2.5.1 Decision-theoretic justi¯cation of the PRP

The decision-theoretic justi¯cation of the PRP is as follows (see[Robertson 77]): Let ¹C denote the costs
for the retrieval of a nonrelevant document, and C the costs for the retrieval of a relevant document.
Sincea user prefers relevant documents, we assumethat ¹C > C. Then the expected costs for retrieving a
document d are computed as

EC(d) = C ¢P(Rjq; d) + ¹C ¢(1 ¡ P(Rjq; d))

In responseto a query, a user looks at output documents in the ranked order and stops at an arbitrary
point. Thus, the total costs of retrieval can be computed as follows: Let us assumethat the ranking
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function r (i ) determinesthe index of the document in the databaseto be placed at rank i for the current
query. Then the costs for retrieving l documents are

EC(q; l ) = EC(q; dr (1) ; dr (2) ; : : : ; dr ( l ) )

=
lX

i =1

EC(q; dr ( i ) )

In order to minimize the sum of expectedcostsat any cuto®point, documents have to be ranked according
to increasingexpected costs, i.e. EC(q; dr ( i ) ) · EC(q; dr ( i +1) ) for i = 1; : : : ; l ¡ 1. Becauseof C < ¹C, this
condition is equivalent to

P(Rjq; dr ( i ) ) ¸ P(Rjq;r ( i +1) ):

So we have the rule that documents should be ranked according to their decreasingprobabilit y of being
relevant, in order to minimize expected costsof retrieval. Thus, probabilistic retrieval models are directly
related to retrieval quality | a major advantage over other models for which such a claim cannot be made.

The PRP can be extendedto cope with multiv alued (ordinal) relevancescalesinstead of binary ones,as
shown in [Bookstein 83b]: Assumethat for n relevancevalueswith R1 < R2 < : : : < Rn the corresponding
costs for the retrieval of a document with that retrieval judgement are C1; C2; : : : ; Cn . Then documents
should be ranked according to their expected costs

EC(q; dm ) =
nX

l =1

Cl ¢P(Rl jq; dm ):

In contrast to the binary casewhere only the probabilit y P(Rjq; dm ) has to be estimated for a query-
document pair, heren ¡ 1 estimatesP(R l jq; dm ) are neededin order to rank the documents w.r.t. a query.
Furthermore, the actual values of the cost factors Cl are required in order to produce a ranking, since
they cannot be eliminated as in the binary case.Using multiv alued relevancescalesinstead of binary ones
seemsto be more appropriate; however, the only experimental results comparing binary vs. multiv alued
relevancescalespublished so far did not show any di®erencesin terms of retrieval quality ( [Fuhr 89b]).
So it might be feasibleto o®era multiv alued relevancescalefor the usersof a probabilistic IR system,but
this scalecan be mapped onto a binary one for the calculations performed by the system.

With multiv alued relevance scales,we can also draw a connection to fuzzy retrieval approaches (see
[Bookstein 85] for a survey on this subject), where the relevancescaleis assumedto be contin uous, that is,
a relevancejudgement now is a real number r ²[0; 1]. In this case,the probabilit y distribution P(R l jq; dm )
from above is replacedby a density function p(r jq; dm ) aswell asthe cost factors Cl by a cost function c(r ).
This way, fuzzy and probabilistic retrieval can be combined. In contrast, pure fuzzy retrieval approaches
seemto be inappropriate from the point of view of probabilistic IR, sincethe intrinsic aspect of uncertainty
in IR is ignored in theseapproaches.

6.2.5.2 Justi¯cations of the PRP based on e®ectiv eness measures

For any two events a, b, Bayes' theorem yields (seederivation of BIR model):

P(ajb)
P(¹ajb)

=
P(bja)P(a)
P(bj¹a)P(¹a)

log
P(ajb)
P(¹ajb)

= log
P(bja)
P(bj¹a)

+ log
P(a)
P(¹a)

logit P(ajb) = log
P(bja)
P(bj¹a)

+ logit P(a) (6.5)

Here logit P(x) is de¯ned as

logit P(x) = log
P(x)
P( ¹x)

:

For a given query q, we assumethat the systemhas produceda ranked list of documents, and that the
user starts looking at the documents from the beginning of this list, up to a certain point. Let S denote
the set of documents the user has seenby following this procedure.
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Then we can de¯ne the following parameters,which are probabilistic interpretations of the correspond-
ing e®ectivenessmeasures:

P(SjR; q) = P(doc. retrievedjdoc. relevant) (recall)
P(Sj ¹R; q) = P(doc. retrievedjdoc. nonrelevant) (fallout)
P(RjS;q) = P(doc. relevant jdoc. retrieved) (precision)
P(Rjq) = P(doc. relevant) (generality)

In a similar way, we de¯ne the following probabilistic parameters for a single document di 2 S of the
retrieved set.

P(di jR; q) = P(doc. is di jdoc. relevant)
P(di j ¹R; q) = P(doc. is di jdoc. nonrelevant)
P(Rjq; di ) = P(doc. relevant jdoc. is di )

The last parameter P(Rjq; di ) is the probabilit y of relevance,which we will usefor ranking documents.
Basedon theseparametersde¯ned for single documents, we can compute recall and fallout as follows:

P(SjR; q) =
X

di 2 S

P(di jR; q) (6.6)

P(Sj ¹R; q) =
X

di 2 S

P(di j ¹R; q) (6.7)

In order to justify the PRP basedon e®ectivenessmeasures,we assumethat the stopping criterion
of the user is de¯ned wrt. to one of the e®ectivenessmeasures;then we can show that the values for the
other measuresare optimized by the PRP. For this purpose,we apply the transformations following Bayes'
theorem from above (eqn 6.5):

logit P(Rjq; di ) = log
P(di jR; q)
P(di j ¹R; q)

+ logit P(Rjq) (6.8)

P(di jR; q) = x i ¢P(di j ¹R; q) (6.9)

with x i = exp(logit P(Rjq; di ) ¡ logit P(Rjq))

So x i is a monotonic function of P(Rjq; di ), the probabilit y of relevance
² For a given cuto®de¯ned by P(Sj ¹R; q) (fallout), eqn 6.7 in combination with eqn 6.8 tells us that we

can maximize P(SjR; q) (expected recall) by including documents with highest valuesof P(Rjq; di )
in the retrieved set, i.e. rank documents according to probabilit y of relevance.

² Vice versa, if we chooserecall (the number of relevant documents seen)as stopping criterion, then
the PRP yields minimum fallout

² For a cuto®de¯ned in terms of the number of documents retrieved, we can maximize expectedrecall
(eqn 6.6) and minimize expected fallout (eqn 6.7) by choosing the documents with the highest ratio
P(di jR; q)=P(di j ¹R; q), i.e. follow the PRP according to eqn 6.9.

Applying the transformation 6.5 to the fallout formula

logit P(RjS;q) = log
P(SjR; q)
P(Sj ¹R; q)

+ logit P(Rjq);

we can seethat expected precision is minimized for any of the stopping criteria mentioned before (given
recall, fallout, or number of documents retrieved).

6.3 Some relev ance models

6.3.1 A description-orien ted approac h for retriev al functions

In the description-oriented approach described in the following, retrieval is regarded as a probabilistic
classi¯cation task. The objects to be classi¯ed are request-document pairs (q

k
; dm ), and the classi¯cation

is the assignment of a value R l from a relevancescaleR = (R1; : : : ; Rn ).
In this approach, retrieval is performed in two steps:
1. In the description step , request-document relationships are mapped onto so-called description

vectors ~x = ~x(qk ; dm ).
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2. In the decision step , a probabilistic classi¯cation function is applied in order to computean estimate
of the probabilities P(Rl j~x(qk ; dm )), l = 1; : : : ; n for a pair (q

k
; dm ). This function is derived from a

representativ e sampleof request-document pairs for which relevancejudgements are given.

6.3.1.1 Description step

element description
x1 # descriptors common to query and document
x2 log(# descriptors common to query and document)
x3 highest indexing weight of a common descriptor
x4 lowest indexing weight of a common descriptor
x5 # common descriptors with weight ¸ 0:15
x6 # non-commondescriptors with weight ¸ 0:15
x7 # descriptors in the document with weight ¸ 0:15
x8 log

P
(indexing weights of common descriptors)

x9 log(# descriptors in the query)

Tabelle 6.3: Example for a description vector ~x(qk ; dm )

In this step, a mapping of request-document pairs onto a description vector ~x = ~x(qk ; dm ) has to be
de¯ned. This vector contains values of features of the query, the document and their relationship. The
goal is to de¯ne features that are correlated with the probabilit y of relevance of the request-document
pair. As an example, table 6.3 shows someelements of a description vector (from [Fuhr 89b]). Here, the
representation of a document consistsof a setof index terms (descriptors) with associated indexing weights,
while a query is a set of descriptors.

6.3.1.2 Decision step

For the decision step, a probabilistic classi¯cation function yielding estimates of the probabilities
P(Rl j~x(qk ; dm )) have to be derived from a representativ e sampleof request-document pairs with relevance
judgements. For this purpose,the relevancejudgement r (qk ; dm ) of a request-document pair is represented
by a vector ~y with yl = 1, if r (qk ; dm ) = Rl , and yl = 0 otherwise.

Now we seekfor a regressionfunction ~eopt (~x) which yields an optimum approximation ~̂y of the class
variable ~y. As optimizing criterion, we useminimum squarederrors here (E (:) denotesthe expectation):

E (j~y ¡ ~eopt (~x)j2) != min : (6.10)

With this condition, ~eopt (~x) yields an estimate of the probabilities P(R l j~x), l = 1; : : : ; n (see
[SchÄurmann 77, pp. 163{164]).

Equation 6.10 is the formulation of a general variation problem: Among all possible functions ~e(~x),
we seekfor the optimum function ful¯lling the above criterion. Becauseof the probabilistic nature of the
approach, ~eopt (~x) is the optimum retrieval function (with respect to the chosenvector representation of
request-document relationships) that follows the PRP.

However, this variation problem cannot be solved in its generalform, so we have to restrict the search
to a prede¯ned class of functions. With this restriction, we will only ¯nd a sub-optimum solution, but
our generalvariation problem now becomesa parameter optimization task. The resulting functions yield
a least squaresapproximation of ~eopt : In [SchÄurmann 77, pp. 178{180], it is shown that an approximation

with respect to the expressionE(j~y ¡ ~̂y j2) != min yields the sameresult as an optimization ful¯lling the
condition

E(jE (~y j~x ) ¡ ~̂y j2) != min : (6.11)

So our restricted optimiziation process yields a least squares approximation of the probabilities
P(~yj~x(qk ; dm )).
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6.3.1.2.1 Least square polynomials

In the least squarepolynomials (LSP) approach, polynomials with a prede¯ned structure are taken as
function classes.For that, a polynomial structure ~v (~x) = (v1; : : : ; vL ) has to be de¯ned as

~v (~x) = (1; x1; x2; : : : ; xN ; x2
1; x1x2; : : :)

where N is the number of dimensionsof ~x. The classof polynomials is given by the components x l
i ¢xm

j ¢
xn

k ¢: : : (i; j; k; : : : 2 [1; N ]; l ; m; n; : : : ¸ 0) which are to be included in the polynomial. In practice, mostly
linear and quadratic polynomials are regarded.

The regressionfunction now yields
~e(~x) = AT ¢~v (~x);

whereA = (ail ) with i=1 ; : : : ; L ; l=1 ; : : : ; n is the coe±cient matrix which hasto be estimated. SoP(R l j~x)
is approximated by the polynomial

el (~x) = a1l + a2l ¢x1 + a3l ¢x2 + : : : + aN +1 ;l ¢xN + aN +2 ;l ¢x2
1 + aN +3 ;l ¢x1 ¢x2 + : : :

The coe±cient matrix is computed by solving the linear equation system[SchÄurmann 77, pp. 175{176]

E (~v ¢~v T ) ¢A = E(~v ¢~yT ): (6.12)

As approximation of the expectations, averagevaluesfrom a presentativ e sampleof request-document
relationships are used.

The actual computation process is based on the empirical momental matrix M = (~v ¢~v T

~v ¢~y T ) which contains both sides of the equation system 6.12. Then the coe±cient vector is compu-
ted by meansof the Gauss-Jordanalgorithm [SchÄurmann 77, pp. 199{227]. For the iterativ e solution of
the equation system, our algorithm always choosesthe coe±cient which maximizes the reduction of the
overall error s2. Let M ( i ) = (m( i )

l j ) with l=1 ; : : : ; L ; j = 1; : : : ; L + n denote the matrix M before the i th

elimination step. Then the reduction d( i )
j that will be achieved by choosingcomponent j can be computed

from the matrix [SchÄurmann 77, pp. 209{217] as follows:

d( i )
j =

1

m( i )2

j j

¢
L + nX

l = L +1

m( i )2

j l : (6.13)

After each iteration, this procedure yields a preliminary solution: With the i th step, we get a polyno-
mial function ~e( i ) (~x) with i coe±cients which can be regarded as the result of a correspondingly limited
optimization process.This property is important in the caseof small learning samples,where a limited
optimization might yield better retrieval results for other (test) samplesthan an unlimited one(seebelow).

~x r k ~y P(R1j~x ) e(1)
1 (~x ) e(2)

1 (~x ) e(3)
1 (~x ) e(3) 0

1 (~x )
(1,1) R1 (1,0) 0.67 0.6 0.60 0.67 0.69
(1,1) R1 (1,0) 0.67 0.6 0.60 0.67 0.69
(1,1) R2 (0,1) 0.67 0.6 0.60 0.67 0.69
(1,0) R1 (1,0) 0.50 0.6 0.60 0.50 0.46
(1,0) R2 (0,1) 0.50 0.6 0.60 0.50 0.46
(0,1) R1 (1,0) 0.33 0.0 0.33 0.33 0.31
(0,1) R2 (0,1) 0.33 0.0 0.33 0.33 0.31
(0,1) R2 (0,1) 0.33 0.0 0.33 0.33 0.31

Tabelle 6.4: Example for the LSP approach

We illustrate our approach by giving an example: Assumethat we have a binary relevancescale,and
that request-document pairs are described by vectors~x = (x1; x2). We de¯ne a linear polynomial structure
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of the form ~v = (1; x1; x2). Our learning sampleconsistingof 8 vectorsis shown in Table 6.4. The momental
matrix for this sample is

M =
1
8

¢

0

@
8 5 6 4 4
5 5 3 3 2
6 3 6 3 3

1

A :

In order to selectthe ¯rst component to be eliminated, we compute the error reductions by application
of eqn 6.13: d(1)

1 = 0:50; d(1)
2 = 0:52 and d(1)

3 = 0:50. So we have to choosethe secondcomponent of ~v,
namely x1, thus yielding the ¯rst polynomials e(1)

1 (~x ) = 3
5 x1 and e(1)

2 = 2
5 x1.

The corresponding valuesof e(1)
1 for the di®erent vectors ~x are depicted in table 6.4. Thesevaluesare

already minimum squareerror approximations of P(R1j~x).
Now the matrix M (2) has the value

M (2) =
1
8

¢

0

@
3 0 3 1 2
5 5 3 3 2
3 0 4:2 1:2 1:8

1

A :

For the selection of the next component, we get d(2)
1 = 0:56 and d(2)

3 = 0:27. Integrating v1 into our
polynomials we get the functions e(2)

1 = 0:33+ 0:27x1 and e(2)
2 = 0:67¡ 0:27x1.

Finally we have

M (3) =
1
8

¢

0

@
3 0 3 1 2
5 5 3 3 2
0 0 1:2 0:2 ¡ 0:2

1

A ;

e(3)
1 = 0:17+ 0:33x1 + 0:17x2 and e(3)

2 = 0:83¡ 0:33x1 ¡ 0:17x2.
As can be seenfrom the comparison of the values of P(R1j~x), and e(3)

1 (~x ) in table 6.4, this function
yields the correct probabilities. So we have ~e(3) (~x ) = ~eopt (~x ) in our example.

But now we add another vector ~x = (0; 0) with the relevancejudgement ¹R to our learning sample,thus
yielding the momental matrix

M 0 =
1
9

¢

0

@
9 5 6 4 5
5 5 3 3 2
6 3 6 3 3

1

A

and e(3) 0

1 = 0:08+ 0:38x1 + 0:23x2. For our new vector, we get e(3) 0

1 ((0; 0)) = 0:08, the other valuesare
listed in table 6.4. Obviously, now ~e(3) 0

6= ~eopt
0, that is, our linear function is only an approximation of

~eopt
0 and thus also yields only approximate valuesof P(R l j~x ).

There are two important properties of the LSP retrieval functions:
² The basicassumptionsof the LSP approach is that we can approximate the expectations by average

values.In order to do this, learning samplesof su±cient sizeare required. From previous experience
with LSP applications in the IR context [Knorz 83], [Fuhr 88], we can derive a rule of thumb for this
size: per component of the polynomial structure ~v, there should be about 50{100 elements in the
learning sample.With smaller learning samples,there may be parameter estimation problems: as a
result, we would get a very e®ective retrieval function for the learning sample,which would perform
signi¯cantly worse on other (test) samples.So the de¯nition of ~v(~x) should obey this relationship
between vector length and learning sample size. For this reason, it seemsto be inappropriate to
develop query-speci¯c retrieval functions. Instead, we de¯ne request-independent retrieval functions
by mapping request-document pairs (qk ; dm ) onto description vectors~x(qk ; dm ). Sowe replacequery-
related learning by description-related learning.

² LSP retrieval functions yield estimatesof the probabilit y of relevanceP(Rj~x(qk ; dm )). This feature
makesthe LSP approach very di®erent from other probabilistic models where it is nearly impossible
to get these estimates, becausethere are too many parameters which can be hardly estimated.
Therefore other probabilistic models only yield a request-speci¯c ranking following the PRP, but no
estimatesof P(Rjqk ; dm ) can be computed. We think that estimatesof the probabilit y of relevance
could help a user of an IR system to get someimpressionof the overall quality of an answer.
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6.3.1.3 Mo del-orien ted vs. description-orien ted approac hes

The formulation of the PRP acts asa goal for any probabilistic IR model. In general,the optimum retrieval
quality as speci¯ed by the PRP cannot be achieved by a real system. For example, in the BIR model, we
would have to know the exact probabilities P(Rjqk ; ~x) for all binary vectors ~x occurring in the document
collection. Except for rather trivial cases,theseprobabilities can hardly be estimated directly, becausethe
number of di®erent representations is too large in comparison to the amount of feedback data available
(so there would not even be any observation for most representations). In order to overcomethis di±cult y,
additional simplifying assumptionsare needed.With regard to the nature of theseassumptions,two kinds
of approacheshave beendeveloped:

- Model-oriented approaches(lik e e.g. the BIR model) are basedon certain probabilistic independence
assumptions concerning the elements of the representations (e.g. single terms or pairs, triplets of
terms). In these approaches, ¯rst probabilit y estimates relating to the representation elements are
computed. Then, by applying the independenceassumptions, the estimates for the di®erent repre-
sentations can be derived.

- Description-oriented approachesare similar to feature-basedpattern recognition methods. Given the
representations of queries and documents, ¯rst a set features for query-document pairs is de¯ned,
and each pair is mapped onto a feature vector ~x(qk ; dm ). (A speci¯c feature vector could be for
example the binary vector ~x = ~x(dm ) as de¯ned in the BIR model; however, since this de¯nition
doesnot considerthe query, the resulting retrieval function would be query-speci¯c.) With the help of
a learning samplecontaining query-document pairs with their corresponding relevancejudgements,
a probabilistic classi¯cation function e(~x) that yields estimatesof the probabilit y P(Rj~x(qk ; dm )) is
developed .

Becauseof the problem of specifying the feature vector, description-oriented approaches are more
heuristical in comparison to model-oriented ones. On the other hand, the assumptions underlying the
description-oriented approach do not have to be made as explicit as in the model-oriented case.The most
important advantage of description-oriented approachesis their adaptabilit y to rather complex representa-
tions, where it is hard to ¯nd appropriate independenceassumptions.Especially with regard to advanced
text analysis methods, this feature seemsto be rather important.

As a generalproperty of both kinds of approaches,we can seethat the additional assumptionsare only
approximations to reality. For example, we can hardly expect that terms are distributed independently
in documents (as suggestedby the BIR model). A similar statement holds for the description-oriented
approaches. This fact makes the main di®erencebetween optimum retrieval quality and the actual per-
formance of a model. The other reasonis the problem of parameter estimation. Without going into the
details of parameter estimation here (but seesection 6.5), we can describe the generalproblem by using
the exampleof the BIR model. The direct estimation of the probabilities P(Rjqk ; ~x) vs. the computation
of this parameter by meansof the BIR model are two extreme possibilities where either the probabilities
cannot be estimated in a real application or the independenceassumptionsseemto be too strong. It is
possible to develop variants of the BIR model where only pairs or triplets of terms are assumedto be
independent of each other (seee.g. [Rijsbergen79b,Yu et al. 83] for such models and [Pearl 88, chapter 8]
for a general survey on probabilistic dependencemodels). With thesemodels, however, more parameters
have to be estimated from lessobservations for each parameter. For example, in the tree dependencemo-
del developed by van Rijsbergenwhich considerspairwise dependencies( [Rijsbergen77]), the parameters
to be estimated for a dependent pair (t i ; t j ) are P(x i =1 ; x j =1 jR), P(x i =1 ; x j =0 jR), P(x i = 0; x j =1 jR)
and P(x i =0 ; x j =0 jR) (plus the corresponding estimatesfor nonrelevant documents). In contrast, the BIR
model only requires the parameters P(x i =1 jR) and P(x i = 0jR) for the relevant documents, so the tree
dependencemodel splits the learning data required for estimating theseparameters according to the va-
lue of x j . As a consequence,experimental evaluations showed that the gain from improved independence
assumptionsdoesnot outweigh the loss from increasedestimation errors.

6.3.2 The binary indep endence indexing mo del

The binary independence indexing (BI I) model [Fuhr & Buckley 91] is a variant of the
very ¯rst probabilistic IR model, namely the indexing model of Maron and Kuhns
[Maron & Kuhns 60]. Whereas the BIR model regards a single query w.r.t. a number of documents, the



CHAPTER 6. PROBABILISTIC MODELS IN INFORMATION RETRIEV AL 85

BI I model observes one document in relation to a number of queries submitted to the system. In this
model, the representation qk of a query qk is a set of terms qT

k ½ T. As a consequence,the BI I model will
yield the sameranking for two di®erent queriesformulated with the sameset of terms. In the following,
we will also use a binary vector ~zk = (zk1 ; : : : ; zkn ) instead of qT

k , where zk i = 1, if t i 2 qT
k , and zk i = 0

otherwise. The document representation is not further speci¯ed in the BI I model, and below we will
show that this is a major advantage of this model. In the following, we will assumethat there exists a
set dT

m ½ T of terms which are to be given weights w.r.t. the document. For brevity, we will call dT
m

\the set of terms occurring in the documentÄ³n the following, although the model also can be applied in
situations where the elements of dT

m are derived from the document text with the help of a thesaurus(see
e.g. [Fuhr 89a]). The BI I model now seeksfor an estimate of the probabilit y P(Rjqk ; dm ) = P(Rj~zk ; dm )
that a document with the representation dm will be judged relevant w.r.t. a query with the representation
qk = ~zk . Applying Bayes' theorem, we ¯rst get

P(Rj~zk ; dm ) = P(Rjdm ) ¢
P(~zk jR; dm )

P(~zk jdm )
(6.14)

Here P(Rjdm ) is the probabilit y that document dm will be judged relevant to an arbitrary request.
P(~zk jR; dm ) is the probabilit y that dm will be relevant to a query with representation ~zk , and P(~zk jdm )
is the probabilit y that such a query will be submitted to the system.

Regarding the restricted event spaceconsisting of all documents with the samerepresentation dm and
all queriesin the collection, we assumethat the distribution of terms in all queriesto which a document
with representation dm is relevant is independent:

P(~zk jR; dm ) =
nY

i =1

P(zk i jR; dm )

With this assumption, eqn 6.14 can be transformed into

P(Rj~zk ; dm ) =
P(Rjdm )
P(~zk jdm )

¢
nY

i =1

P(zk i jR; dm )

=
P(Rjdm )
P(~zk jdm )

¢
nY

i =1

P(Rjzk i ; dm )
P(Rjdm )

¢P(zk i jdm )

Since we always regard all documents w.r.t. a query, the probabilities P(~zk jdm ) and P(zk i jdm ) are
independent of a speci¯c document. So we get:

P(Rj~zk ; dm ) =
Q n

i =1 P(zk i )
P(~zk )

¢P(Rjdm ) ¢
nY

i =1

P(Rjzk i ; dm )
P(Rjdm )

=
Q n

i =1 P(zk i )
P(~zk )

¢P(Rjdm ) ¢
Y

zk i =1

P(Rjzk i = 1; dm )
P(Rjdm )

¢

¢
Y

zk i =0

P(Rjzk i = 0; dm )
P(Rjdm )

(6.15)

Now we make an additional simplifying assumption that is also used in [Maron & Kuhns 60]: The
relevance of a document with representation dm with respect to a query qk depends only on the terms
from qT

k , and not on other terms. This assumption meansthat the last product in formula 6.15 has the
value 1 and thus it can be omitted.

The value of the ¯rst fraction in this formula is a constant ck for a given query qk , so there is no need
to estimate this parameter for a ranking of documents w.r.t. qk .

P(Rjzk i = 1; dm ) = P(Rjt i ; dm ) is the probabilistic index term weight of t i w.r.t. dm , the probabilit y
that document dm will be judged relevant to an arbitrary query, given that it contains t i . From our model,
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relevancedescription

description decision

P(Cjx(s3 , d3))

(s1 , d1)

x(s4 , d4)

P1(Cjs2 , d2)

Abbildung 6.4: Subdivision of the indexing task in a description step and a decisionstep

it follows that dT
m should contain at least thoseterms from T for which P(Rjt i ; dm ) 6= P(Rjdm ). Assuming

that P(Rjt i ; dm ) = P(Rjdm ) for all t i 2ndT
m , we get the ¯nal BI I formula

P(Rjqk ; dm ) = ck ¢P(Rjdm ) ¢
Y

t i 2 qT
k \ dT

m

P(Rjt i ; dm )
P(Rjdm )

: (6.16)

However, in this form the BI I model can hardly be applied, becausein generalthere will not be enough
relevance information available for estimating the probabilities P(Rjt i ; dm ) for speci¯c term-document
pairs. In order to overcomethis di±cult y, onecanassumea document to consistof independent components
(e.g. sentencesor words) to which the indexing weights relate to, but experimental evaluations showed
only moderate retrieval results for this approach ( [Kwok 90]).

6.3.3 A description-orien ted indexing approac h

query doc. judg. term ~x
q1 d1 R t1 (1; 1)

t2 (0; 1)
t3 (0; 0)

q1 d2 ¹R t1 (1; 1)
t3 (0; 1)
t4 (0; 0)

q2 d1 R t3 (1; 1)
t5 (0; 1)
t6 (1; 0)

q2 d3 R t5 (1; 1)
t7 (1; 0)

q2 d4 ¹R t3 (1; 0)
t6 (0; 1)
t8 (0; 0)

Tabelle 6.5: Example learning sample

As a more successfulmethod, the application of the description-oriented approach as outlined in sec-
tion 6.3.1 has beendevised.In this approach, features of terms in documents are regarded instead of the
document-term pairs itself. The basic ideasof this approach have beendeveloped within the framework of
the Darmstadt Indexing Approach (DIA) [Fuhr 89a] [Biebricher et al. 88]. Within the DIA, the indexing
task is subdivided in a description step and a decision step (see¯gure 6.4). In the description step, re-
levancedescriptions for term-document pairs (t i ; dm ) are formed, where a relevancedescription x(t i ; dm )
contains valuesof attributes of the term t i , the document dm and their relationship. Since this approach
makes no additional assumptions about the choice of the attributes and the structure of x, the actual
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~x P(Rj~x)
(0; 0) 1=3
(0; 1) 2=4
(1; 0) 2=3
(1; 1) 3=4

Tabelle 6.6: Probabilit y estimatesfor the example from table 6.5

de¯nition of relevancedescriptions can be adapted to the speci¯c application context, namely the repre-
sentation of documents and the amount of learning data available. For example, in the work described
in [Fuhr & Buckley 91], the following elements were de¯ned:

x1 = tf mi , the within-do cument frequency (wdf ) of t i in dm

x2 = the inverseof the maximum wdf of a term in dm

x3 = inversedocument frequencyof t i in the collection
x4 = log jdT

m j (number of terms in dm )
x5 = 1, if t i occurs in the title of dm , and 0 otherwise.

In the decisionstep, a probabilistic index term weight basedon this data is assigned.This meansthat
we estimate instead of P(Rjt i ; dm ) the probabilit y P(Rjx(t i ; dm )). In the former case,we would have to
regard a singledocument dm with respect to all queriescontaining t i in order to estimate P(Rjt i ; dm ). But
we replace this document-related learning strategy by a description-related one. For that, we regard the
set of all query-document pairs in which the samerelevancedescription x occurs. The probabilistic index
term weights P(Rjx(t i ; dm )) are derived from a learning exampleL ½ Q £ D £ R of query-document pairs
for which we have relevancejudgements, soL = f (q

k
; dm ; r km )g. By forming relevancedescriptions for the

terms common to query and document for every query-document pair in L , we get a multi-set (bag) of
relevancedescriptions with relevancejudgements L x = [(x(t i ; dm ); r km )jt i 2 qT

k \ dT
m ^ (q

k
; dm ; r km ) 2 L ].

From this set with multiple occurrencesof elements, the parameters P(Rjx(t i ; dm )) could be estimated
directly by computing the corresponding relative frequencies.

As a simple example,assumethat the relevancedescription consistsof two elements de¯ned as

x1 =
½

1; if t i occurs in the title of dm

0; otherwise

x2 =
½

0; if t i occurs oncein dm

1; if t i occurs at least twice in dm

Table 6.5 shows a small learning samplewith queries,documents and relevancejudgements. From this
data, the probabilit y estimatesdepicted in table 6.6 can be derived1.

Instead of direct estimation of the parameters P(Rjx(t i ; dm )) (as in the example from above), bet-
ter estimates can be achieved by applying probabilistic classi¯cation procedures as developed in pat-
tern recognition or machine learning. Within the DIA, this classi¯cation procedure yielding approxima-
tions of P(Rjx(t i ; dm )) is termed an indexing function e(x(t i ; dm )). Besidesthe LSP approach described
in section 6.3.1.2.1 several probabilistic classi¯cation algorithms have been used for this purpose (see
e.g. [Fuhr & Buckley 91]).

The major advantage of this indexing approach is its °exibilit y w.r.t. the representation of documents,
which becomesimportant when advanced text analysis methods are used (e.g. noun phrasesin addition
to words, seefor example [Fuhr 89b]). Experimental results described in [Fuhr & Buckley 91] show that
this approach can outperform the best SMART indexing functions (see 5.5.3), provided that relevance
feedback data is available.

1As discussed in [Fuhr & Buckley 91], there are in fact two di®erent event spaces the probabilities may relate to; either
each query-do cument pair or each relevance description may be equiprobable. However, experimental results showed that
this di®erence can be neglected.
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6.3.4 The 2-Poisson mo del

On the other hand, one might prefer to have a more explicit model relating to the elements of the re-
presentation. One such approach is the 2-Poissonmodel. This model has been proposed ¯rst by Book-
stein and Swanson [Bookstein & Swanson74]. Similar to the indexing model described above, the Book-
stein/Swansonmodel seeksfor the decisionwhether an index term should be assignedto a document or
not. So there are two classesof documents with respect to a speci¯c term. Now the number of occurrences
tf im of the term t i within the document dm is regarded, and it is assumedthat the distribution of this
feature is di®erent in the two document classes.As a simple probabilistic model, Bookstein and Swanson
assumeda Poissondistribution in each of this classes.For a speci¯c document classK ij , let ¸ ij denote
the expectation of the wdf of t i . So we have jK ij j documents in a class, for which there are altogether
nij = jK ij j ¢¸ ij occurrencesof terms; these occurrencesare spread randomly over the documents of the
class.Assuming a Poissonprocessmeansthat these occurrencesare distributed one after the other over
the documents, so in each step every document hasthe sameprobabilit y (namely 1=jK ij j) of obtaining the
next occurrenceof the term. For this Poissonprocess,the probabilit y that a document obtains altogether
l occurrencesof t i is

P(tf im = l jdm ²K ij ) =
¸ l

ij

l !
e¡ ¸ ij :

For a document chosenrandomly from the collection, we assumethat ¼ij is the probabilit y that it belongs
to classK ij . Then the probabilit y of observing l occurrenceswithin such a document is

P(tf im = l) =
X

j

¼ij
¸ l

ij

l !
e¡ ¸ ij :

In the 2-Poissonmodel, there are two document classesK i 1 and K i 2 for each term, so ¼i 1 + ¼i 2 = 1. From
theseequations, the probabilistic index term weights P(dm ²K ij jtf im = l) can be derived. The parameters
¼ij and ¸ ij can be estimated without feedback information from the document collection.

Experimental evaluations of this model were only partially successful.In [Harter 75a,Harter 75b], the
Â2-test rejected the hypothesis of a 2-Poisson distribution for 62 % of the terms tested. Experiments
with a higher number of classes(termed n-Poisson model) as described in [Srinivasan90] also did not
give clear improvements. In the study [Margulis 91], an improved parameter estimation method is applied
in combination with longer documents than in previous evaluations, thus leading to the result that the
assumption of an n-Poissondistribution holds for about 70% of all terms.

6.3.5 Retriev al with probabilistic indexing

Having computed probabilistic indexing weights either by meansof the 2-Poissonmodel or the Darmstadt
Indexing Approach, theseweights can be usedfor improving retrieval quality in comparisonto approaches
basedon binary indexing. As a simple retrieval function for this purpose,the BI I model can be applied
(seee.g. [Fuhr & Buckley 91] for experimental results). However, this model doesnot allow for a weighting
of search terms w.r.t. the query. So we look for a model that combines both kinds of weighting.

6.3.5.1 A linear decision-theoretic retriev al function

Let umi denote the indexing weight of term t i w.r.t. document dm and ck i the query term weight of t i

in query qk . Then, with qT
k denoting the set of query terms and dT

m the set of document terms, one can
consider the scalar product as retrieval function with

%(qD
k ; dD

m ) =
X

t i 2 qT
k \ dT

m

ck i ¢umi :

As mentioned in [Wong & Yao 89], this retrieval function can be given a utilit y theoretic interpretation
in the caseof probabilistic indexing weights umi : The weight ck i can be regarded as the utilit y of the
term t i , and the retrieval function gives the expected utilit y of the document with respect to the query.
So this function does not estimate the probabilit y of relevance (or a value that is a monotonic function
of this probabilit y); however, it is a utilit y-theoretic function, and the justi¯cation of the PRP is also
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utilit y-theoretic. On the other hand, in this function, the query term weights ck i cannot be estimated by
meansof a probabilit y estimation procedure(see[Fuhr 89a]); so theseweights either have to be speci¯ed
explicitly by the user,or they have to be derived by somead-hoc procedure(seee.g. [Fuhr & Buckley 91]).

6.3.5.2 The RPI mo del

The retrieval-with-probabilistic-indexing (RPI) model described in [Fuhr 89a] is a model especially develo-
ped for combining probabilistic indexing weights with search term weighting basedon relevancefeedback.

In order to incorporate probabilistic indexing in this model, we assumea ¯xed number of binary
indexings per document. This leads to an extended event spaceQ £ D £ I , where I denotes a set of
indexers who produce a binary indexing (for every document in the collection) each. In this event space,
a single event is a query-document pair with a relevancejudgement, a speci¯c (binary) indexing and a set
of relevancedescriptions for the terms w.r.t. the document.

Now we describe the representations and descriptionsof documents and queriesusedin the RPI model.
The query representations and descriptions are similar to those of the BIR model: a query representation
qk is a pair (qT

k ; qJ
k ), whereqT

k denotesthe set of query terms and qJ
k is the set of relevancejudgements with

qJ
k = f (dm ; r (dm ; qk ))g; a query description qD

k is a set of query terms with associated weights, where the
weights are slightly di®erent to those of the BIR model (seebelow). Instead of document representations,
we regard representations of (document,indexer) pairs here.Such a pair is represented by a pair of vectors
dm = ( ~dm ;~cm ) of relevancedescriptions and assignment decisions,each for the whole set of index terms.
So ~dm is the vector (dm 1 ; : : : ; dm n )T , where dm i is the relevancedescription of t i w.r.t. dm , and ~cm is the
binary vector (cm 1 ; : : : ; cm n )T with cm i = Ci , if t i has beenassignedto dm and cm i = ¹Ci otherwise. The
document description dD

m usedhere is a set of terms with indexing weights.
Let ~x = (x1; : : : ; xn ) denotea set of relevancedescriptionsfor the index terms t1; : : : tn . The RPI model

now aims at the estimation of the probabilit y P(Rjqk ; ~x) that a document with relevancedescriptions~x is
relevant w.r.t. qk .

By applying Bayes' theorem, we get

O(Rjqk ; ~x) = O(Rjqk )
P(~xjR; qk )
P(~xj ¹R; qk )

: (6.17)

The linked dependenceassumption

P(~xjR; qk )
P(~xj ¹R; qk )

=
nY

i =1

P(x i jR; qk )
P(x i j ¹R; qk )

(6.18)

yields

O(Rjqk ; ~x) = O(Rjqk )
nY

i =1

P(x i jR; qk )
P(x i j ¹R; qk )

: (6.19)

Now two assumptionsare made:
1. The relevancedescription x i of a term t i dependsonly on the correctnessof t i , it is independent of

the correctnessof other terms and relevance.
2. The correctnessof a term (w.r.t. a document) depends only on relevance, it is independent of the

correctnessof other terms.
With theseassumptions,we get

O(Rjqk ; ~x) = O(Rjqk )
nY

i =1

P(x i jCi ) ¢P(Ci jR; qk ) + P(x i j ¹Ci ) ¢P( ¹Ci jR; qk )
P(x i jCi ) ¢P(Ci j ¹R; qk ) + P(x i j ¹Ci ) ¢P( ¹Ci j ¹R; qk )

(6.20)

= O(Rjqk )
nY

i =1

P (C i j x i )
P (C i ) ¢P(Ci jR; qk ) + P ( ¹C i j x i )

P ( ¹C i ) ¢P( ¹Ci jR; qk )
P (C i j x i )

P (C i ) ¢P(Ci j ¹R; qk ) + P ( ¹C i j x i )
P ( ¹C i ) ¢P( ¹Ci j ¹R; qk )

(6.21)

Here P(Ci jx i = dm i ) is the probabilistic indexing weight of t i w.r.t. dm , the probabilit y that an arbi-
trary indexer assignedt i to dm . P(Ci ) is the probabilit y that an arbitrary indexer assignedterm t i to
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an arbitrary document. P(Ci jR; qk ) is the probabilit y that an arbitrary indexer assignedt i to an arbi-
trary document, given that it is relevant to qk , and P(Ci j ¹R; qk ) is the corresponding probabilit y for the
nonrelevant documents.

In the following, let um i = P(Ci jx i = dm i ), qi = P(Ci ), pik = P(Ci jR; qk ) and r ik = P(Ci j ¹R; qk ).
Assuming that P(Ci jR; qk ) = P(Ci j ¹R; qk ) for all t i =2 qT

k , we get the ¯nal RPI retrieval function

O(Rjqk ; ~x= ~dm ) = O(Rjqk )
Y

t i 2 qT
k

u m i
qi

pik + 1¡ u m i
1¡ qi

(1 ¡ pik )
u m i
qi

r ik + 1¡ u m i
1¡ qi

(1 ¡ r ik )
: (6.22)

If we assumethat P(Ci j ¹R; qk ) ¼ P(Ci ), the approximate RPI formula from [Fuhr 89a] is derived:

O(Rjqk ; ~x= ~dm ) ¼ O(Rjqk )
Y

t i 2 qT
k

um i

qi
pik +

1 ¡ um i

1 ¡ qi
(1 ¡ pik ): (6.23)

The parametersfor the RPI formulas can be estimated by meansof relevancefeedback: let D R
k denote

the set of documents judged relevant w.r.t. qk and D N
k the set of nonrelevant documents. Then we can esti-

mate qi as the expectation of the indexing weight of t i in an arbitrary document, pik as the corresponding
expectation for the relevant documents and qik as the expectation for the nonrelevant documents:

qi =
1

jD j

X

dj ²D

uj i ;

pik =
1

jD R
k j

X

dj ²D R
k

uj i ;

r ik =
1

jD N
k j

X

dj ²D N
k

uj i :

6.4 IR as uncertain inference

Although the relevancemodels described in the previous sectionshave beenrather successfulin the past,
there are three major shortcomingsof this approach:

² The concept of relevancecan be interpreted in di®erent ways. One can either regard relevanceof a
document w.r.t. a query or information need,in which casesthe userwho submitted the query gives
the relevance judgement; this approach has been taken so far this paper. Alternativ ely, relevance
can be de¯ned w.r.t. the query formulation, assuming that an objective judgement (e.g. given by
specialists of the subject ¯eld) can be made. Of course,the latter approach would be more desirable
in order to collect \ob jective" knowledgewithin an IR system.

² The relevance models are strongly collection-dependent, that is, all the parameters of a model are
only valid for the current collection. When a new collection is set up, the \kno wledge" from other
collections cannot be transferred.

² Relevance models are restricted to rather simple forms of inference. In the models presented here,
only the relationships between terms and queries are considered.It would be desirable to include
information from other knowledgesources(e.g. from a thesaurus) in an IR model. With description-
oriented approaches, this problem can partially be solved (seee.g. [Fuhr 89b]), but there is a need
for a generalmodel dealing with this issue.

In [Rijsbergen86], a new paradigm for probabilistic IR is introduced: IR is interpreted as uncertain
inference.This approach canbe regardedasa generalizationof the logical view on databases,wherequeries
and databasecontents are treated as logical formulas. Then, for processinga query, those items from the
databasethat imply the query have to be computed (seee.g. [Ullman 89]). For document retrieval, this
means that a document dm is an answer to a query qk if the query can be proven from the document,
that is, if the logical formula qk Ã dm can be shown to be true. In order to satisfy this formula, additional
knowledge not explicitly contained in the document can be used. For example, if d1 is about `squares',
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and q1 asksfor documents about `rectangles',then the inferenceprocesscan usethe formula `rectangle' Ã
`squares'in order to prove q1 Ã d1. For IR, however, the logical databaseapproach is not su±cient, since
we have to cope with the intrinsic uncertainty of IR. Thus, we have to useuncertain inference.Rijsbergen
proposesto useprobabilistic inferencefor this purpose.Soprobabilistic IR can be interpreted asestimating
the probabilit y

P(d ! q)

that the document implies the query. Rijsbergenalso shows that the this implication should not be inter-
preted in the traditional sense,i.e. d ! q = : d _ q; rather, it stands for the conditional probabilit y of q
given d:

P(d ! q) = P(qjd) (6.24)

Assumethat we have a probabilit y spacewhere terms represent disjoint events, as shown in ¯gure 6.5.
Taking the classical logical approach, one would compute P(d ! q) as P(: d _ q). Assuming an equal
probabilit y distribution over the terms, this would give us P(d _ : ) = 5=6 for the left-hand side of
¯gure 6.5. However, the result would be the samewhen we either would add the term t1 to the document
or t4 to the query. Sincethis is not reasonable,classicallogic seemsto be inappropriate for this task. Thus,
Rijsbergen proposedto de¯ne P(d ! q) as conditional probabilit y P(qjd), yielding the value 2/3 in this
example. As another example, consider a query about `rectangles'and a document about `quadrangles'.
Since there is a certain probabilit y that this document also may be an answer to the query, we might
have an uncertain rule in our knowledgebase,stating that `quadrangles'implies `rectangles'with a certain
probabilit y. Thus we could show that the document implies the query with the corresponding probabilit y.

In this framework, the concept of relevancedoes not feature. The most obvious way for mapping the
outcome of the uncertain inference processonto the probabilit y of relevance is via another conditional
probabilit y:

P(Rjq; d) = P(Rjq Ã d)P(q Ã d) + P(Rj: (q Ã d))P(: (q Ã d)) (6.25)

This leavesus with the problem of estimating the probabilities P(Rjq Ã d) and P(Rj: (q Ã d)). Sofar,
there is no obvious method for deriving the valuesof theseparameters.On the other hand, according to
formula (6.25), P(R) is a monotonuous function of P(q Ã d), thus only the value of the latter probabilit y
is required for a ranking of documents w.r.t. to a query.

In [Nie 89], Rijsbergen'sapproach is extendedby arguing that besidesthe implication d ! q, also the
inverseimplication d Ã q should be considered.As a simple example,considera query and two documents
d and d0 yielding the same probabilit y of implying the query. However, d may be a short article and
d0 a whole book. In this case,most users would prefer the article. Nie terms the implication d ! q as
precision-oriented inferenceand d Ã q as recall-oriented inference.

t1 t4

t2 t5

t3 t6
d

q

P(d ! q) = 2=3
P(q ! d) = 2=3

t1 t4

t2 t5

t3 t6

q

d

P(d ! q) = 2=3
P(q ! d) = 2=5

Abbildung 6.5: P(d ! q) vs. P(q ! d)

As another example,consider¯gure 6.5. Assuming that terms are disjoint and have equal probabilit y,
we seethat in both casesP(d ! q) is the same. However, in the left-hand case,a smaller fraction of
the document is contained in the query. Thus, we would prefer this document over the other one. So Nie
arguesthat the probabilit y of relevanceshould be a function of the probabilit y of both implications:

P(Rjq; d) = f (P(d ! q); P(q ! d)) (6.26)

However, so far no sound theoretical framework for determining this function exists.
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6.5 Parameter estimation

6.5.1 Parameter estimation and IR mo dels

The parameter estimation pro cedure usedfor the application of a model is in large parts independent
of the tested model itself. Soany experimental evaluation of IR models doesnot only comparethe models
itself, it comparesthe combination of IR models with speci¯c parameter estimation procedures.Here we
want to subdivide the whole estimation procedureinto two parts: the estimation sampleselectionand the
estimation method which usesthe data from the samplein order to estimate the required parameters.The
latter is the main topic of this paper and will be discussedin detail in the following sections.

The selection of the estimation sample can be done in principle in two di®erent ways: Following the
de¯nitions and assumptions of the model to be applied, in most casesit would be necessaryto have a
random sample of documents from which the parameters are to be derived. But this approach would
require too large numbers of documents to be selectedin order to provide any valuable information for
the estimation method. So the only way out is to usesomekind of best-¯rst selectionmethod, that is to
apply an initial ranking formula and collect feedback information from the top ranking documents. This
meansthat instead of P(t i jqk ; r ), the probabilit y that a term t i occurs in an arbitrary document judged
relevant/non-relevant w.r.t. request qk , we estimate P(t i jqk ; r ; sel), the probabilit y that t i occurs in an
arbitrary document with judgement r which is selectedby the initial ranking function. As most of the
ranking formulas usedfor the initial ranking (e.g. coordination level match or inversedocument frequency
weights) prefer documents which contain the query terms, it is obvious that theseestimatesin generalwill
be higher than the probabilities P(t i jqk ; r ) for which they are used.As long as this problem has not been
solved, all experimental results for more sophisticated models are of preliminary nature.

Despite of the problems described above, we will follow the assumption of random estimation samples
in the following.

6.5.2 Standard metho ds of parameter estimation

Having described someof the peculiarities with parameter estimation for probabilistic IR models, we will
now give a de¯nition for an optimum parameter estimate and describe a method how this estimate can be
achieved. For that, we will ¯rst give a more formal description of the parameter estimation problem.

The general situation is as follows: in a collection of documents, each document may have several
features ei . For a ¯xed set of n feature pairs, we are seeking for estimates of P(ei jej ), the probabilit y
that a random document has feature ei , given that it has feature ej . In a random sample of g objects,
we observe f objects with feature ej , of which h objects also have the feature ei . In the caseof the BIR
model, the features ej are either relevance or non-relevance w.r.t. the current query, and the features ei

denote the presenceof the terms t i .
Now the problem is to derive an estimate p(ei jej ; (h; f ; g)) for P(ei jej ), given the parameter trip el

(h; f ; g). The most simple estimation method usesthe maxim um lik eliho od estimate , which yields
p(ei jej ; (h; f ; g)) = h=f . Besidesthe problem with the quotient 0=0, this estimate also bears a bias (see
the experimental results in [Fuhr & HÄuther 89]).

Bayesian estimates are preferred most in IR research. This method assumesthat we have previous
knowledgeabout the parameter Q to be estimated. Basedon the knowledgeof the prior distribution of this
parameter, we usethe sampledata in order to derive the posterior distribution of the parameter: Assume
that X is a random variable which can have discrete valuesx1; x2; : : : depending on parameter Q which is
a contin uous random variable (it is also possibleto assumeQ as a discrete variable, but all applications
described in the following assumea contin uous one). Then P(X = xk jQ= q) is the probabilit y that X will
take the value xk given that parameter Q has the value q. With f (q) describing the prior distribution of
parameter Q we get the posterior distribution

g(qjxk ) =
f (q) ¢P(X = xk jQ= q)

R1
¡1 f (q) ¢P(X = xk jQ= q)dq

(6.27)

Further methods have to be applied in order to derive an estimate for q from this formula.
In the following discussion,we will restrict to a speci¯c application of the Bayesian method to our

problem where a beta distribution is assumedas prior distribution. The density of the beta distribution
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is given by the formula

f (p) =
1

B (a; b)
pa¡ 1(1 ¡ p)b¡ 1

with B (a; b)=¡( a) ¢¡( b)=¡( a + b) and a; b > 0 are parameters to be chosen. The assumption of a be-
ta distribution is made (explicitly or implicitly) for most applications of the Bayesian method in IR
( [Robertson & Sparck Jones76], [Rijsbergen77], [Bookstein 83a], [Losee88]). In contrast to our approach,
theseauthors assumea single(beta) distribution for the parameterspij , independently of the probabilities
pj . Furthermore, our optimum estimate alsodependson the collection sizeg, while the sequential learning
model described in [Bookstein 83a] assumesthat the prior distribution is independent of g. With the beta
distribution as prior and the fact that we have observed the frequencies(h; f ), we get:

g(pj h
f ) =

pa¡ 1(1 ¡ p)b¡ 1
¡ f

h

¢
ph (1 ¡ p) f ¡ h

R1
0 pa¡ 1(1 ¡ p)(b¡ 1)

¡ f
h

¢
ph (1 ¡ p) f ¡ h dp

Using the relationship B (a; b) =
R1

0 pa¡ 1(1 ¡ p)b¡ 1dp, we get as posterior distribution:

g(pj h
f ) =

ph+ a¡ 1(1 ¡ p) f ¡ h+ b¡ 1

B (h + a; f ¡ h + b)
(6.28)

From this distribution, di®erent estimatescan be derived. One possibility is to choosethat value pmax

for which g(pj h
f ) takes its maximum value. This approach is quite similar to the maximum likelihood

method. With
dg(pj h

f )

dp
!= 0

we get

pmax =
h + a ¡ 1

f + a + b¡ 2

A secondapproach is basedon the de¯nition of a loss function. Besidesthe well-known function

L 1(p̂; pij ) = (p̂ ¡ pij )2; (6.29)

we also regard the loss function

L 2(p; p̂) =
(p ¡ p̂)2

p(1 ¡ p)
(6.30)

discussedin [Rijsbergen77].

Now we seekfor estimatespL minimizing the expectation of the loss function, that is

d
dpL

Z 1

0
L(p;pL )g(p)dp != 0

This yields the estimates2

pL 1 =
h + a

f + a + b

and

pL 2 =
h + a ¡ 1

f + a + b¡ 2
= pmax

Finally, in [Bookstein 83a] a proposal is made to usethe expectation of p as estimate:

pE (ei jej ; h
f ) =

Z 1

0
g(pj h

f ) p dp

For the beta prior, we get

pE (ei jej ; h
f ) =

h + a
f + a + b

= pL 2

2 In Rijsb ergen's paper, a false value (that of pL 1 ) is given as result for pL 2
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It is interesting to notice that the four di®erent methods for deriving an estimate from be posterior
distribution yield only two di®erent results when a beta distribution is assumedasprior. In any casethere
is still the problem of the estimation of the parametersa and b(seealsothe following section). In [Losee88]
several heuristic strategiesfor the choiceof theseparametersare evaluated. [Robertson & Sparck Jones76]
assumeda= b= 1

2 in their experiments (following a proposal in [Cox 70]) and in [Robertson 86] parameter
combinations with a + b=1 are discussed(according to our de¯nition of pL 1 ). For a= b= 1 the beta distri-
bution is identical with the uniform distribution. In this casepL 2 = pmax yields the sameestimate as the
maximum likelihood method.
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Abbildung 6.6: Prior (upper curve) and posterior distribution for a = b = 0:5, f = 3, h = 2
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Abbildung 6.7: Posterior distributions for a = b = 0:5, f = 3, h = 2 and f 0 = 15, h0 = 10

In order to illustrate this approach, we give someexamplesof prior and posterior distributions for pL 2 .
Figure 6.6 shows prior and posterior distributions with a = b = 0:5 for f = 3 and h = 2. That the degree
of in°uence of the prior distribution dependson the sizeof the learning samplecan be seenfrom ¯gure 6.7,
where two posterior distributions with the samea and b parameters,but one for f = 3 and h = 2 and the
other for f 0 = 15 and h0 = 10 are given. Since the Beta function with a = b = 0:5 (see¯gure 6.6) has its
minimum at 0.5 and is converging to in¯nit y for x = 0 or x = 1, it may not meet the real data. A more
intuitiv e function would be a convex, non-symmetric function with a maximum closeto 0. As an example
of such a function, we have chosena = 2 and b = 4 in the following two ¯gures. Figure 6.8 shows prior
and posterior distributions f = 3 and h = 2 and ¯gure 6.9 gives the two posterior distributions for f = 3
and h = 2 and for f 0 = 15 and h0 = 10, respectively.



CHAPTER 6. PROBABILISTIC MODELS IN INFORMATION RETRIEV AL 95

0.2 0.4 0.6 0.8 1

0.5

1

1.5

2

Abbildung 6.8: Prior (left curve) and posterior distribution for a = 2, b = 4, f = 3, h = 2
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Abbildung 6.9: Posterior distributions for a = 2, b = 4, f = 3, h = 2 and f 0 = 15, h0 = 10
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6.5.3 Optim um parameter estimation

Experimental results described in [Fuhr & HÄuther 89] have shown that the assumption of a beta prior
may be theoretically inadequate. Instead, an optimum estimate basedon empirical distributions is deri-
ved: Our aim is to derive an optimum estimate popt (ei ; ej ) for a feature pair with the parameter triplet
(h; f ; g). We are regarding a total of n pairs, where Z (h; f ; g) is the set of feature pairs with (h; f ; g) andP

h;f jZ (h; f ; g)j = n. Basedon this information, we want to derive a point estimate for P(ei jej ), which
is required for all known probabilistic IR models. We will justify our choice of popt (ei jej ) by means of
a loss function. First, we introduce the following notations: Let pk l = P(ek jel ) and pl = P(el ) denote the
probabilit y that a random object has feature el . Furthermore assumethat Q is a random variable of the
prior distribution of the pk l 's. In contrast to the approachesdescribed in the previous section, no speci¯c
assumption about this prior distribution is made. Finally let Zg be the random variable for the frequency
pairs (h; f ) we observed within the g objects, such that P(Zg=( h; f )jQ= pk l ) givesus the probabilit y that
a feature pair (ek ; el ) with underlying probabilit y pk l has the frequencies(h; f ) within the g objects.

Now an estimate pmin is chosensuch that the expected value of L 1 (seeeqn 6.29) is minimized:

popt (ei jej ; (h; f ; g)) = min
0· p̂· 1

(E (L 1(p̂; pij ))

= min
0· p̂· 1

0

@
X

(k ;l )

(p̂ ¡ pk l )2pl P(Zg=( h; f )jQ= pk l )

1

A

dE
dp̂

=
X

(k ;l )

2p̂pl P(Zg=( h; f )jQ= pk l ) ¡
X

(k ;l )

2pk l pl P(Zg=( h; f )jQ= pk l ) (6.31)

dE
dp̂

!= 0 =)

popt =

P
(k ;l ) pk l pl P(Zg= (h; f )jQ= pk l )

P
(k ;l ) pl P(Zg=( h; f )jQ= pk l )

(6.32)

(6.33)

Having justi¯ed our choice of popt this way, we now want to show how popt can be estimated on the
basisof data from our learning sampleof sizeg.

Therefore we de¯ne E + (h; f ; g) as the numerator of eqn 6.32, i.e.

E + (h; f ; g) =
X

(k ;l )

pk l ¢pl ¢P(Zg=( h; f )jQ= pk l )

(the expected number of occurrencesof (ek ; el )) and

E ¡ (h; f ; g) =
X

(k ;l )

(1 ¡ pk l ) ¢pl ¢P(Zg=( h; f )jQ= pk l )

(the expected number of occurrencesof el without ek ), so that we get

popt (ei jej ; (h; f ; g)) =
E + (h; f ; g)

E + (h; f ; g) + E ¡ (h; f ; g)
(6.34)

The expectations E + (h; f ; g) and E ¡ (h; f ; g) can be approximated by the expected values E(h; f ; g)
of the frequencydistribution jZ (h; f ; g)j:
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E + (h; f ; g) =
X

(k ;l )

µ
g
f

¶
pf

l (1 ¡ pl )g¡ f
µ

f
h

¶
ph

k l (1 ¡ pk l ) f ¡ h ¢pl ¢pk l

=
h + 1
g + 1

X

(k ;l )

µ
g + 1
f + 1

¶
pf +1

l (1 ¡ pl )g+1 ¡ ( f +1) ¢

µ
f + 1
h + 1

¶
ph+1

k l ¢(1 ¡ pk l ) f +1 ¡ (h+1)

=
h + 1
g + 1

E(h + 1; f + 1; g + 1)

¼
h + 1

g
E(h + 1; f + 1; g) (6.35)

The approximation usedabove is not critical, in comparisonto the probabilit y estimation the error is
of secondorder.

E ¡ (h; f ; g) =
X

k ;l

µ
g
f

¶
pf

l (1 ¡ pl )g¡ f
µ

f
h

¶
ph

k l (1 ¡ pk l ) f ¡ h pl ¢(1 ¡ pk l )

=
f + 1 ¡ h

g + 1

X

k ;l

µ
g + 1
f + 1

¶
pf +1

l (1 ¡ pl )g+1 ¡ ( f +1) ¢

µ
f + 1

h

¶
ph

k l (1 ¡ pk l ) f +1 ¡ h

=
f + 1 ¡ h

g + 1
E(h; f + 1; g + 1)

¼
f + 1 ¡ h

g
E(h; f + 1; g) (6.36)

With these approximations for E + (h; f ; g) and E ¡ (h; f ; g), we can estimate popt according to formu-
la 6.34 as

popt (ei jej ; (h; f ; g)) ¼
(h+ 1) E (h+ 1; f + 1; g)

(h+ 1) E (h+ 1; f +1 ; g) + (f + 1 ¡ h) ¢E(h; f + 1; g)
(6.37)

To apply this formula, we needa su±cient amount of data about our learning sampleof sizeg (that is,
we have to observe a large number of feature pairs (ek ; el )). Then we can use the numbers jZ (h; f ; g)j of
the frequency distribution as approximation of the expected valuesE(h; f ; g). Experimental comparisons
of this optimum estimate with Bayesianestimatesshowed almost no di®erencein terms of retrieval quality,
whereasmaximum likelihood estimatesgave signi¯cantly worseresults [Fuhr & HÄuther 89].



Chapter 7

Mo dels based on prop ositional logic

In this chapter, we will show that based on the concept of uncertain inference, most classical retrieval
models can be given a probabilistic interpretation. Most of the material presented here is basedon the
paper [Wong & Yao 95], which the reader should consult for further details. Surveys on probabilistic IR
models are given in [Crestani et al. 98] and [Fuhr 92].

7.1 A Probabilistic Inference Mo del

Most text retrieval models represent documents as sets of (weighted) propositions. In order to set up a
basic framework for thesemodels, we assumea concept spaceU consisting of a set of elementary, disjoint
conceptsci (see¯gure 7.1).
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Figure 7.1: Concept space

Any proposition p is a set of concepts,i.e. a subsetof the conceptspace(p µ U). Booleancombinations
of propositions can be expressedas set operations on this concept space. Let e.g. p1 = f c1; c2; c3g and
p2 = f c2; c4g, then p1 \ p2 = f c2g.

In order to support probabilistic inference,we de¯ne a probabilit y function P(:) over U, i.e.

X

ci 2 U

P(ci ) = 1

Now queriesand documents are treated as propositions as well, Considering the probabilit y function,

98
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we have

P(d) =
X

ci 2 d

P(ci )

P(q \ d) =
X

ci 2 q\ d

P(ci )

P(d ! q) = P(qjd) =
P(q \ d)

P(d)

7.2 Classical IR models

Now we will describe a number of classicalIR models and show how they can be interpreted in terms of
probabilistic inference. Whereastext retrieval is basedon terms, our basicmodel usesconceptsaselemen-
tary propositions; thus, we have to de¯ne the relationship betweenterms and concepts. A straightforward
approach identi¯es each term with a concept (section 7.2.1). Alternativ ely, one can assumethat terms
are overlapping, so we needa di®erent mapping from terms onto concepts(seesection 7.2.2). Figure 7.2
givesa systematic survey of the classicalIR models described in the following.
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Figure 7.2: Classi¯cation of classicalIR models

7.2.1 Disjoin t basic concepts

Here we assumethat terms f t1 : : : tn g correspond to disjoint basic concepts: t i \ t j = ; for i 6= j .
Furthermore, let us assumethat the terms for a completecover of the conceptspace:U = t 1 [ t2 [ ¢¢¢[ tn .
So the terms form a dissection of U. This property can be used for computing the probabilit y of the
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implication P(d ! q):

P(d ! q) = P(qjd)

=
P(d \ q)

P(d)

=
P

t P(d \ q \ t)
P(d)

=
P

t P(d \ qjt)P(t)
P(d)

(7.1)

With the exception of the normalizing factor P(d), the last equation de¯nes the probabilit y P(d ! q)
as sum of the probabilities of wrt. single terms P(d \ qjt). Each of these probabilities describes the
relationship between the query q and the document d wrt. a single term t. In order to estimate these
probabilities, we needadditional ssumptions.

As a straightforward approach, one can assumea uniform distribution over the set of terms, i.e.
P(t1) = : : : = P(tn ). Treating documents and queriesassetsof terms, we get a variant of the coordination
level match where only the number of terms common to query and document is considered.

7.2.1.1 Vector space mo del

Now we show that a variant of the popular vector spacemodel [Salton 71] can be explained in terms of
our basic model. Here only the probabilities P(djt) and P(qjt) are known. By applying the maximum
entropy principle, we get the following independenceassumption:

P(d \ qjt) = P(djt)P(qjt)

By combining this assumption with eqn (7.1), we get

P(d ! q) =
P

t P(d \ qjt)P(t)
P(d)

=
P

t P(djt)P(qjt)P(t)
P(d)

=
X

t

P(tjd)P(qjt)

=
X

t

P(d ! t)P(t ! q) (7.2)

The two parameters in the last equation can be interpreted as follows:
P(d ! t) describes the representation of a document d as the probabilit y that document d implies term

t. This kind of representation usually is called document indexing.
P(t ! q) stands for the representation of a query q in terms of the probabilit y that term t implies query

q. Theseparametersoften are called query indexing or query term weighting.
In order to show the analogy to the vector spacemodel, we de¯ne document vectors d = (P(d !

t1); : : : ; P(d ! tn ))T and query vectors q = (P(t1 ! q); : : : ; P(tn ! q)) T . Then eqn (7.2) can be
rewritten as vector (dot) product:

P(d ! q) = dT ¢q

As an example,assumethe following document vectors:

d1 = (0; 1=3; 2=3) d2 = (1=3; 2=3; 0)

d3 = (1=2; 0; 1=2) d4 = (3=4; 1=4; 0)

Given the query vector q = (1=5; 0; 2=3)T we can compute the probabilit y of implication for document d1

as follows:

P(d1 ! q1) =
X

t

P(d ! t)P(t ! q) = d ¢q

= 0 ¢
1
5

+
1
3

¢0 +
2
3

¢
2
3

=
4
9
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For the other documents in our example, we get P(d2 ! q1) = 1=15, P(d3 ! q1) = 11=30 and P(d4 !
q1) = 3=20. Thus, we arrive at the following ranking: f d1g; f d3g; f d4g; f d2g.

For practical applications, a number of heuristic weighting formulas has beendeveloped for the vector
spacemodel as well as for related probabilistic models. According to the two major factors in these
formulas, they are called tf £ idf weights. Here we brie°y describe a formula that is widely used at the
moment.

First, we introduce a number of parameters:
T(d) set of terms occuring in d,
l (d) length of document d,
al averagelength of a document in the collection,

df (t) document frequencyof t (# docs containing t),
tf (t; d) within-do cument frequencyof term t in document d,

Nd number of documents in the collection.
Now the inversedocument frequencyof term t wrt. a collection is de¯ned as follows

idf (t) =
log N d

df ( t )

Nd + 1
:

In addition, we needthe normalized term frequencyof term t wrt. document d:

ntf (t; d) =
tf (t; d)

tf (t; d) + 0:5 + 1:5 l (d)
al

Then the document indexing weight of term t wrt. d is de¯ned as

tf idf (t; d) = ntf (t; d) ¢idf (t):

In order to ¯t into our model, an additional normalization would be required such that
P

t 2 d tf idf (t; d) = 1.

7.2.2 Nondisjoin t basic concepts

Now we consider the casewhere terms represent nondisjoint concepts, i.e. there are terms t i , t j with
t i \ t j 6= ; . However, we still asssumethat the terms form a complete cover of the concept spaceU.

In order to apply our framework model, we map terms onto disjoint atomic conceptsin the following
way: We form completeconjuncts (or minterms) of all terms t, in which each term occurseither positively
or negated, i.e.

m0 = ¹t1 \ ¹t2 \ ¹t3 \ ¢¢¢¹tn ¡ 1 \ ¹tn

m1 = t1 \ ¹t2 \ ¹t3 \ ¢¢¢¹tn ¡ 1 \ ¹tn

m2 = ¹t1 \ t2 \ ¹t3 \ ¢¢¢¹tn ¡ 1 \ ¹tn

m3 = ¹t1 \ ¹t2 \ t3 \ ¢¢¢¹tn ¡ 1 \ ¹tn

...

m2n ¡ 2 = ¹t1 \ t2 \ t3 \ ¢¢¢tn ¡ 1 \ tn

m2n ¡ 1 = t1 \ t2 \ t3 \ ¢¢¢tn ¡ 1 \ tn

Figure 7.3 illustrates this approach for the caseof three terms. Basedon this type of disjouint concepts,
Boolean, fuzzy and probabilistic retrieval models can be explained.
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Figure 7.3: Construction of disjoint conceptsfor the caseof three terms

7.2.2.1 Bo olean retriev al

For Boolean retrieval, we assumebinary indexing of documents, where each document is represented as a
single atomic concept:

d = md = t®1
1 \ ¢¢¢\ t®n

n with t®i
i =

½
t i if ®i = 1;
¹t i if ®i = 0:

Here assumea closeworld, that is, all terms not occurring within a document d are assumedto be
negated,e.g.

d1 = f t1; t3; t4g

=̂ t1 \ ¹t2 \ t3 \ t4 \ ¹t5 \ ¢¢¢\ ¹tn

By mapping terms onto disjoint concepts,we can represent terms as union of the corresponding basic
concepts:

t i = m i 1 [ ¢¢¢[ m i r ;

For example, term t1 can be expressedas t1 = m1 [ m4 [ m5 [ m7 (see¯gure 7.3).
For a given Boolean query, we construct the corresponding disjunctiv e normal form, thus giving us a

set of minterms. Thus, any query is mapped onto a set of minterms:

q =
[

mqi

Basedon theseassumptions,we can compute the probabilit y of implication as follows:

P(d ! q) =
P(q \ d)

P(d)

=
P(q \ md)

P(md)

=
½

1 if md µ q;
0 if md 6µq:

Boolean retrieval always yields a set of documents as result, without any further ranking; this feature
is due to the fact that each document corresponds to a minterm, and a query is a set of minterms. From a
theoretical point of view, a Booleanretrieval systemonly hasto decidewhether or not a document belongs
to the minterms as speci¯ed by the query.

Let us consider an example with three terms, thus leading to eight minterms depicted in ¯gure 7.3.
For the (binary) document-term matrix shown in ¯gure 7.4, we get the representation as minterms shown
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t1 t2 t3

d1 0 1 1
d2 1 1 0
d3 1 0 1
d4 1 1 0

d1 = m6 = ¹t1 \ t2 \ t3

d2 = m3 = t1 \ t2 \ ¹t3

d3 = m5 = t1 \ ¹t2 \ t3

d4 = m3 = t1 \ t2 \ ¹t3

Figure 7.4: Example: document representations for Boolean retrieval

in the same¯gure. The query

q2 = (t1 [ t2) \ t3

= (t1 \ t2 \ t3) [ (t1 \ ¹t2 \ t3) [ (¹t1 \ t2 \ t3)

= m7 [ m5 [ m6

leadsto the answer set f d1; d3g, due to the fact that their minterms are contained within the query.

7.2.2.1.1 Fuzzy retriev al
WhereasBooleanretrieval is restricted to binary indexing of documents, fuzzy retrieval alsocan cope with
weighted indexing (in the presenceof Boolean queries). For single-term queries,we have

P(d ! q) =
P(q \ d)

P(d)
=

P(t \ d)
P(d)

= P(tjd) = P(d ! t)

When we have a Boolean combination of query terms, then there are di®erent possibilities for compout-
ing the resulting weights. Following a probabilistic approach, one can assumethe index weights to be
independent of each other, thus leading to the following de¯nitions:

P(d ! ¹q) =
P( ¹q \ d)

P(d)
=

P( ¹q \ d)
P(d)

= 1 ¡ P(qjd) = 1 ¡ P(d ! q)

P(d ! q \ q0) = P(q \ q0jd) ¼ P(qjd)P(q0jd) = P(d ! q)P(d ! q0)

P(d ! q [ q0) = P(q [ q0jd) ¼ P(qjd) + P(q0jd) ¡ P(qjd)P(q0jd)

= P(d ! q) + P(d ! q0) ¡ P(d ! q)P(d ! q0)

Whereasthis interpretation is basedon the maximum entropy principle, the standard fuzzy interpreta-
tion is basedon the principle of minimum entropy, thus leading to the following de¯nitions for conjunction
and disjunction:

P(d ! q \ q0) = P(q \ q0jd) ¼ min(P(qjd); P(q0jd)) = min(P(d ! q); P(d ! q0))

P(d ! q [ q0) = P(q [ q0jd) ¼ max(P(qjd); P(q0jd)) = max(P(d ! q); P(d ! q0))

7.2.2.2 Probabilistic retriev al

As the most important representativ e of a number of probabilistic IR models, we describe the binary
independenceretrieval (BIR) model [Robertson & Sparck Jones76] here.

Like in Boolean retrieval, the BIR model is basedon binary document indexing, thus representing a
document as a single atomic concept:

d = md = t®1
1 \ ¢¢¢\ t®n

n
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Instead of the probabilit y of implication P(d ! q), we consider a monotone transformation of this
parameter, namely the logg-odds transformation. Furthermore, we apply Bayes' theorem:

log
P(d ! q)

1 ¡ P(d ! q)
= log

P(qjd)
P( ¹qjd)

= log
P(djq)
P(dj ¹q)

+ log
P(q)
P( ¹q)

= log
P(t®1

1 \ ¢¢¢\ t®n
n jq)

P(t®1
1 \ ¢¢¢\ t®n

n j ¹q)
+ log

P(q)
P( ¹q)

(7.3)

For the distribution of terms within relevant and nonrelevant documents, we assumelinked dependence
[Cooper 95]:

P(t®1
1 \ ¢¢¢\ t®n

n jq)
P(t®1

1 \ ¢¢¢\ t®n
n j ¹q)

=
Q n

i =1 P(t®i
i jq)

Q n
i =1 P(t®i

i j ¹q)

This assumption is lessstrict than the independenceassumption mentioned in [Wong & Yao 95]. Com-
bining the linked dependencewith eqn (7.3), we get:

log
P(d ! q)

1 ¡ P(d ! q)
= log

Q n
i =1 P(t®i

i jq)
Q n

i =1 P(t®i
i j ¹q)

+ log
P(q)
P( ¹q)

=
nX

i =1

log
P(t®i

i jq)
P(t®i

i j ¹q)
+ log

P(q)
P( ¹q)

(7.4)
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Figure 7.5: Example of BIR model with two terms

Figure 7.5 shows a simple example for the last formula. Here our vocabulary consists of two terms
only, thus leading to four basicconceptswhich are represented assmall squaresin this ¯gure. A document
representation also corresponds to a basic concept, thus any document in the collection belongsto one of
the four basic conceptshere. In contrast, queriescan be arbitrary subsetsof the concept space.

In order to apply eqn 7.4, we have to estimate P(t®i
i jq) and P(t®i

i j ¹q) for each term (in addition to
P(q) and P( ¹q)). For example, with ®i = 1, the probabilit y P(t i jq) corresponds to the fraction of q that
is covered by t i \ q in the concept space;vice versa, for ®i = 0 the probabilit y P(¹t i j ¹q) denotesthe ratio
betweenP(¹t i \ ¹q) and P( ¹q). Subsequently , we usethe notations ui = P(t i jq) and vi = P(t i j ¹q).

For ®i = 0, the corresponding parameterscanbe computedascounter probabilities, i.e. P(¹t i jq) = 1¡ ui

and P(¹t i j ¹q) = 1 ¡ vi . Now we usea tric k for expressingthe probabilities P(t®i
i jq) (and analogouslyfor ¹q)

in a closedformula:

P(t®i
i jq) = u®i

i (1 ¡ ui )1¡ ®i and P(t®i
i j ¹q) = v®i

i (1 ¡ vi )1¡ ®i

By substituting theseparameters in eqn 7.4, we get
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log
P(d ! q)

1 ¡ P(d ! q)
=

nX

i =1

log
u®i

i (1 ¡ ui )1¡ ®i

v®i
i (1 ¡ vi )1¡ ®i

+ log
P(q)
P( ¹q)

=
nX

i =1

®i log
ui (1 ¡ vi )
(1 ¡ ui )vi

+
nX

i =1

log
(1 ¡ ui )
(1 ¡ vi )

+ log
P(q)
P( ¹q)

(7.5)

In the last equation, only the ¯rst sum dependson the speci¯c document, whereasthe other addends
are constant for a query. In most practical applications, oneis only interestedin the ranking of documents.
Thus we only considerthe ¯rst sum, for which we needthe parametersui and vi for all terms. In addition,
one usually assumesthat ui = vi for all terms not included in the query formulation, thus restricting the
evaluation of this sum to the query terms.

di 1 2 3 4 5 6 7 8 9 10 11 12 13 14 15 16 17 18 19 20
x1 1 1 1 1 1 1 1 1 1 1 1 0 0 0 0 0 0 0 0 0
x2 1 1 1 1 1 0 0 0 0 0 0 1 1 1 1 1 1 0 0 0

r (q; di ) R R R R ¹R R R R R ¹R ¹R R R R ¹R ¹R ¹R R ¹R ¹R
BIR 0.76 0.69 0.48 0.40

P(d ! q) 0.80 0.67 0.50 0.33

Table 7.1: Example parameter estimation for the BIR mdodel

Table 7.1 shows an examplefor the application of the BIR model. Here we have relevancejudgements
from 20 documents, from which we can estimate the following parameters:

u1 = P(t1jq) = 8=12 u2 = P(t2jq) = 7=12

v1 = P(t1j ¹q) = 3=8 v2 = P(t1j ¹q) = 3=8

Substituting theseestimatesin eqn7.5(in addition, wehaveP(q) = 12=20here),weget the valuesshown in
the row titled \BIR" in table 7.1. Theseestimatescan be comparedwith the valuesthat could be derived
directly for the four possible document representations in this example (row \ P(d ! q)"). Obviously,
the values in the two rows are di®erent, but the ranking between the four classesof documents remains
unchanged. The di®erenceis due to the linked dependenceassumptionemployed in the BIR model, which
is only an approximation to reality.

The major advantage of the BIR model over a direct estimation of the probabilities P(d ! q)) does
not becomeapparent in this example: When we have a larger number n of query terms, then the BIR
model requires the estimation of 2n parameters. In contrast, we would have 2n di®erent representations,
each requiring its won parameter. Furthermore, there is a big di®ferencein the basis from which these
parametershave to be derived: The BIR model subdivides the feedback set into relevant and nonrelevant
documents only, from which the conditional probabilities have to be estimated for each term considered.
In contrast, direct estimation would form 2n disjoint subsetsof the feedback set; thus, direct estimation
is not applicable in practice.

7.2.2.3 The Probabilistic Indexing Mo del

The second probabilistic model we want to consider here is the binary independence indexing (BI I
[Fuhr & Buckley 91]), which is a variant of the very ¯rst probabilistic IR model, namely the indexing
model of Maron and Kuhns [Maron & Kuhns 60]. Whereasthe BIR model regardsa single query wrt. a
number of documents, the BI I model observesonedocument in relation to a number of queriessubmitted
to the system. As a consequence,now a query is represented as a single atomic concept

q = mq = t ¯ 1
1 \ ¢¢¢\ t ¯ n

n
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with

t ¯ i
i =

½
t i if ¯ i = 1;
¹t i if ¯ i = 0:

In addition, we consider the implication in the opposite direction (q ! d); like with the BIR model, we
apply the log-odds transformation:

log
P(q ! d)

1 ¡ P(q ! d)
= log

P(qjd)
P(qj ¹d)

+ log
P(d)
P( ¹d)

= log
P(t ¯ 1

1 \ ¢¢¢\ t ¯ n
n jd)

P(t ¯ 1
1 \ ¢¢¢\ t ¯ n

n j ¹d)
(7.6)

+ log
P(d)
P( ¹d)

(7.7)

Our linked dependenceassumption in this casecan be formulated as follows:

P(t ¯ 1
1 \ ¢¢¢\ t ¯ n

n jd)

P(t ¯ 1
1 \ ¢¢¢\ t ¯ n

n j ¹d)
=

Q n
i =1 P(t ¯ i

i jd)
Q n

i =1 P(t ¯ i
i j ¹d)

Combining this assumption with eqn 7.7, we get

log
P(q ! d)

1 ¡ P(q ! d)
= log

P(t ¯ 1
1 \ ¢¢¢\ t ¯ n

n jd)

P(t ¯ 1
1 \ ¢¢¢\ t ¯ n

n j ¹d)
+ log

P(d)
P( ¹d)

= log
Q n

i =1 P(t ¯ i
i jd)

Q n
i =1 P(t ¯ i

i j ¹d)
+ log

P(d)
P( ¹d)

=
nX

i =1

log
P(t ¯ i

i jd)

P(t ¯ i
i j ¹d)

+ log
P(d)
P( ¹d)

(7.8)
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Figure 7.6: Example of BI I model with two terms

Figure 7.6 shows a simple example for the last formula. Here our vocabulary consists of two terms
only, thus leading to four basic conceptswhich are represented as small squaresin this ¯gure. A query
representation also corresponds to a basic concept, thus any document in the collection belongsto one of
the four basic conceptshere. In contrast, documents can be arbitrary subsetsof the concept space.

7.2.2.4 Language mo dels

In the models discussedso far, the issueof document indexing has not been addressed;all these models
assumethat e.g. the probabilities P(djt) or P(tjd) are given, without specifying the4 mapping from a
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given document text onto theseparameters. The BI I model in combination with the description-oriented
approach presented above may be a slight exception to that, but this approach only givesa framework for
estimating the required probabilities.

During the past few years, a new class of probabilistic models has been developed which addresses
the issue of document indexing: Languagemodels are based on statistical models of natural language;
they derive the parameters required for retrieval from the statistical properties of the document and the
underlying collection.

Here we present one of these models, namely the model presented by Hiemstra [Hiemstra 98]. The
basic assumption is similar to the probabilistic models presented before, in that terms are nondisjoint
concepts. Like the BI I model, we regard the probabilit y of the implication q ! d:

P(q ! d) ¼
X

m

P(q ! m)P(m ! d) (7.9)

Also like the BI I model, a query is assumedto be a single atomic concept q = mq = t ¯ 1
1 \ ¢¢¢\ t ¯ n

n .
Thus, we get for the probabilit y of implication:

P(q ! d) ¼ P(q ! mq)P(mq ! d)

= P(mqjq)P(djmq)

= P(djmq)

Applying Bayesianinversion leadsto

P(djmq) = P(d)
P(mqjd)
P(mq)

(7.10)

Next we assumeindependenceof terms.

P(t ¯ 1
1 \ ¢¢¢\ t ¯ n

n jd) =
nY

i =1

P(t ¯ i
i jd) (7.11)

In contrast to the probabilistic modelsdiscussedbefore, relevanceof documents is not consideredhere;
thus, this assumption seemsto be stronger than the linked dependenceassumptionsemployed for the BI I
and the BIR models.

Combining this assumption with eqn 7.10, we get

P(djmq) = P(d)
Q n

i =1 P(t ¯ i
i jd)

P(mq)
(7.12)

= C ¢P(d) ¢
nY

i =1

P(t ¯ i
i jd) (7.13)

where 1=C = P(mq) =
P

d0 P(d0; mq). As additional assumption, we assumethat the relevance of a
document is only a®ectedby those terms of the document occurring in the query. Thus, we can restrict
the product to the query terms:

P(djq) ¼ C ¢P(d) ¢
Y

t i µ q

P(t i jd) (7.14)

Since C is constant for a given query, its value is not neededfor computing a ranking wrt. a query.
So only the parametersP(d) and P(tjd) have to be estimated. For P(tjd), there is the problem of sparse
data - especially for those terms not occurring within the document d. In order to solve this problem, this
parameter is estimated from a mixture of the maximum likelihood estimatesof P(t) and P(tjd); the former
denotesthe probabilit y of the term occurring in a random document of the collection, whereasthe latter
is the probabilit y for the speci¯c document. As mixture formula, Hiemstra proposesa weighted sum:

P(t i jd) = ®1P(t i ) + ®2P(t i jd) (7.15)

with 0 < ®1; ®2 < 1 and ®1 + ®2 = 1
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(The languagemodel presented in [Ponte & Croft 98] proposesa risk function basedon a geometric dis-
tribution for this purpose.) The estimation of theseparametersis similar to the tf £ idf weighting formula:
Let

Nd number of documents in the collection,
tf (t; d) within-do cument frequencyof term t in document d,

df (t) document frequencyof t (# docs containing t).
The we can estimate

P(d) =
1

Nd
(7.16)

P(t i jd) = ®1
df (t i )P

t df (t)
+ ®2

tf (t i ; d)
P

t tf (t; d)
(7.17)



Kapitel 8

Mo dels based on predicate logic

8.1 In tro duction

Abbildung 8.1: Example image

For advancedretrieval applications, e.g. multimedia retrieval, the classicalIR models basedon propo-
sitional logic are not su±cient.

As a simple example, consider image retrieval. For a picture like in ¯gure 8.1, indexing according to
classicalIR models would only assignthe terms tree and house. However, from this description, it does
not becomeclear that there are two trees, one right and one left of the only house.Thus, users looking
for imageswith two trees or with a tree on the left of a housecould not expressprecisely their need,and
thus they would get many incorrect answers. This problem can be overcomeby using predicate logic. In
our example, the document indexing could be:
tree(t1). house(h1). tree(t2). left(t1, h1). left(h1,t2).
Here t1 , t2 and h1 are constants denoting the objects found in the picture. Let capital letters denote
variables, then we can formulate a query looking for an image with two trees as follows:
tree(X) & tree(Y) & X6= Y
and searching for a tree on the left of a houseis expressedas
tree(X) & house(Y) & left(X,Y).
In the following, we will describe two major approaches for IR models basedon predicate logic, namely
terminological logic and Datalog. For the latter, we also will present a probabilistic variant.

8.2 Terminological logic

8.2.1 Thesauri

If we look at classicalthesauri, then we seethat a structure like e.g. in picture 8.2 still can be expressedin
propositional logic. For example,the fact that a squareis a subconceptof both a quadrangleand a regular
polygon can be expressedby meansof the logical formula
square , quadrangle ^ regular-polygon .

109
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regular

triangle

regular

polygon

polygon

rectangle

square

triangle quadrangle ...

Abbildung 8.2: Thesaurusstructure

Terminological logicsare basedoriginally on semantic networks (lik ee.g.KL-ONE), but their semantics
is clearer de¯ned. In comparisonto thesauri, terminological logics o®ertwo major advantagesin terms of
expressiveness:

1. Since terminological logics are based on predicate logic, it is possible to name also instances of
concepts in the description of a documents, like e.g. in the image example from above. Thus, we
are able to distinguish betweenidentical and di®erent instancesof concepts.In addition to monadic
predicatesrepresenting concepts,dyadic predicatesdescribe relationships betweenobjects, e.g. that
tree t1 is left of househ1.

2. For describingthe relationships betweendi®erent conceptsterminological logicso®era morepowerful
machinery than thesauri. For example, we can de¯ne a student as a person who is enrolled at a
university.

8.2.2 Elemen ts of terminological logic

The basic elements of terminological logic are conceptsand roles. Concepts are monadic predicates like
e.g. person and document. Roles are dyadic predicates like e.g. author (denoting authorship of a book)
and refers-to (for referential links betweentwo documents).

The relationships betweenconceptsand roles are described by meansof terminological axioms . An
axiom can be either a connotation or a de¯nition. A connotation gives only necessaryconditions for a
concept, e.g.
man<¢person
only states that a man is a person, whereasa de¯nition namesnecessaryand su±cient conditions, like
e.g.
square = (and rectangle regular-polygon )
informs the system that each object which is both a rectangle and a regular polygon also is a square.

Instancesof conceptsand roles are de¯ned by meansof assertions , e.g.
document[d123] . person[Smith] . author[d123,Smith] .
namesa document d123, a personSmith and tells the system that Smith is the author of d123.

In the following, we will describe a speci¯c terminological logic called MIRTL (Multimedia IR termi-
nological logic), as presented in [Meghini et al. 93].

A MIRTL knowledgebaseconsistsof a terminological and an assertionalmodule. The terminological
mo dule contains conceptsand rolesalong with de¯nitions and connotations.Let M and C denoteconcepts
and D and R denote roles, then a de¯nition is an expressionof the form M = C (or D = R, respectively),
and a connotation has the form M <¢C (or D <¢R, respectively).

The assertional mo dule consists of assertionsof the form C[i ] or of the form R[i 1; i 2], where C
is a concept, R is a role and i , i 1 and i 2 are individual constants. For example, document[d123] and
person[Smith] state that d123 is a document and Smith is a person,and author[d123,Smith] stands for
the fact that Smith is an author of d123.
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The syntax for describing conceptsand roles in the terminological module is as follows:

hconcepti ::= hmonadic predicatesymboli
j (top )
j (bottom )
j (a-not hmonadic predicatesymboli )
j (sing hindiv idual constanti )
j (and hconcepti + )
j (all hr olei hconcepti )
j (c-some hr olei hconcepti )
j (atleast hnatur al numberi hr olei )
j (atmost hnatur al numberi hr olei )

hr olei ::= hdyadic predicatesymboli
j (in v hr olei )

For explaining the meaning of theseconstructs, let the symbols C, C1, C2; : : : stand for conceptsand
R, R1, R2; : : : for roles.

(and C1 C2 : : : Cn ) denotesthe set of all individuals that belong at the sametime to concept C1 and
C2 and : : : Cn . For example,we can state that a regular triangle is both a triangle and a regular polygon:
regular-triangle = ( and triangle regular-polygon).

(c-some R C) denotesthe set of those individuals having at least one R that is a C. Assumethat a
German paper is a paper with at least one German author, which can be expressedas
german-paper = ( and paper ( c-some author german))

(all R C) denotesthe set of those individuals whoseR's are all C's. As an example, assumethat a
student paper is a paper where all authors are students:
student-paper = ( and paper ( all author student))

(a-not M ) denotesthe set of all individuals of the domain that are not denoted by the concept M .
For example,a non-German is a personwho is not German:
non-german = ( and person ( a-not german))

(top ) and (bottom ) denote the set of all individuals of the domain of discourseand the empty set,
respectively.

(sing i ) denotesthe conceptcontaining only the individual denotedby i . This allows for using a single
individual for the de¯nition of further concepts,e.g.
unido=( sing univ-dortmund)

(atleast n R) (resp. (atmost n R)) denotesthe set of those individuals having at least (resp. at most)
n R's. For example,assumethat a multilingual person is a personwho speaksat least two languages:
multilingual = ( and person ( atleast 2 speaks-lang))
Chineseparents are allowed to have at most 1 child:
chinese-parent = ( and (chinese ( atmost 1 child)))

Finally, (in v R) denotesthe set containing the inversesof those pairs denoted by R, e.g.
wrote = ( inv author) .

In addition to the basic syntax, we also usethe following abbreviations:

(exactly n R) =̂ (and (atleast n R) (atmost n R))

(func R C) =̂ (and (all R C) (exactly 1 R))

(no R) =̂ (atmost 0 R)

For example,de¯nig a student as a personwho is enrolled at exctly oneuniversity can be expressedas
follows:

student = (and person (atleast 1 enrolled )
(atmost 1 enrolled )
(all enrolled university ))

= (and person (exactly 1 enrolled )
(all enrolled university ))

= (and person (func enrolled university ))



KAPITEL 8. MODELS BASED ON PREDICA TE LOGIC 112

In a similar way, a bachelor can be de¯ned as a man who has no spouse:
bachelor = (and man(no spouse))

8.2.3 Semantics of MIR TL

Now we specify the meaning of term constructors and other primitiv esof MIRTL.
An in terpretation I over a nonempty set of individuals (domain) D is a function that mapsindividual

constants into elements of D such that
² i 1 6= i 2 =) I (i 1) 6= I (i 2),
² conceptsare mapped onto subsetsof D and
² roles are mapped onto subsetsof D £ D abgebildet werden,

in such a way that:

I (top ) = D
I (bottom ) = ;
I (a-not M ) = D n I (M )
I (sing i ) = f x 2 D j x = I (i )g
I (and C1 C2 : : : Cn ) = I (C1) \ I (C2) \ ¢¢¢\ I (Cn )
I (all R C) = f x 2 D j 8y : hx; yi 2 I (R) ) y 2 I (C)g
I (c-some R C) = f x 2 D j 9y : hx; yi 2 I (R) ^ y 2 I (C)g
I (atleast n R) = f x 2 D j k f y 2 D j hx; yi 2 I (R)g k ¸ ng
I (atmost n R) = f x 2 D j k f y 2 D j hx; yi 2 I (R)g k · ng
I (in v R) = fhx; yi 2 D £ D j hx; yi 2 I (R)g

Now we turn to terminological axioms . In the following, let M denote a monadic predicate, C a
concept, D a dyadic predicate and R a role. Then a connotation has the form M < ¢ C (or D < ¢ R,
respectively), and a de¯nition is formulated as M = C (or D = R, respectively). An interpretation I over
D satis¯es a connotation

² M <¢C i® I (M ) µ I (C),
² D <¢R i® I (D ) µ I (R),

and a de¯nition
² M = C i® I (M ) = I (C),
² D = R i® I (D ) = I (R).
For describing the semantics of assertions , let C denotea concept,R a role and i , i 1 and i 2 individual

constants. An interpretation I over a domain D satis¯es an assertion
C[i ] i® I (i ) 2 I (C)

R[i 1; i 2] i® hI (i 1); I (i 2)i 2 I (R)
An assertion is valid i® it is satis¯ed by all interpretations.
A MIRTL kno wledge base is a pair  = (¢ ; ¡), where ¢ is a set of terminological axioms and ¡ is

a set of assertions.An interpretation I satis¯es a knowledgebase = (¢ ; ¡) i® it satis¯es all axioms in
¢ and all assertionsin ¡. In this case,I is called a model of .

8.2.4 Retriev al with terminological logic

Now we show how MIRTL can be usedfor IR. In fact, there are two possibilities, wherethe ¯rst follows the
more traditional AI-oriented view of a single knowledgebase,whereasthe secondadopts the IR approach
of documents a possibleworlds and thus usesseparateassertionalmodules for each document

8.2.4.1 Do cumen ts as facts in a uniform kno wledge base

This approach is presented in the original paper [Meghini et al. 93], where MIRTL is proposedas a sin-
gle representation languagefor modelling documents and terminological knowledge as well as for query
formulation.

We use a running example from the original paper for illustrating this approach. First, we show how
documents with external attributes, logical, layout and content structure can be modelled:
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(and paper
(func appears-in (sing SIGIR93))
(all author (func affiliation (sing IEI-CNR)))
(c-someauthor (sing Carlo-Meghini ))
(c-someauthor (sing Fabrizio-Sebastiani ))
(c-someauthor (sing Umberto-Straccia ))
(c-someauthor (sing Constantino-Thanos ))
(exactly 4 author )) [paper666]

(and (func typeset-with (sing LaTeX))
(func format (sing double-column ))
(no figure )
(no running-header )
(no running-footer ))[paper666]

(and (exactly 1 abstract )
(exactly 5 section )
(exactly 1 bibliography )) [paper666]

bibliography [paper666,bib666 ]

(and (func typeset-with (sing BibTeX))
(func style (sing plain ))
(exactly 22 reference )) [bib666 ]

(and (c-somedw(sing Mirtl ))
(c-somedw(sing syn666))
(c-somedw(sing sem666))
(c-somedw(sing alg666 ))
(c-somedw(sing terminological-logic

(c-somemodeling-tool (sing IR))))) [paper666]

terminological-logic [Mirtl ]
syntax [Mirtl,syn666 ]
semantics [Mirtl,sem666 ]
inferential-algorithm [Mirtl,alg666 ]

Queries in MIRTL are expressedas concepts, too. Then the inference algorithm seeksfor concepts
that are subsumedby the query concept and outputs all instances of these concepts. For exmple, the
following query asksfor papers authored by Thanos which deal with the semantics of terminological logics
(obviously, paper666 is an answer to this query):

(and paper
(c-some author (sing Costantino-Thanos ))
(c-some dw

(c-some(inv semantics ) terminological-logic )))
Now we de¯ne someterminological knowledgeby specifying someproperties of terminological logic and

extensional logic:
terminological-logic = (and logic

(func syntax term-orientated-syntax )
(func semantics extensional-semantics ))

extensional-logic = (and logic
(func semantics extensional-semantics ))

From these de¯nitions, it follows that each terminological logic also is an extensional logic. Thus, by
using this terminological knowledge, the following query asking for papers dealing with the semantics of
extensional logics can also retrieve paper666:

(and paper
(c-some dw

(c-some (inv semantics ) extensional-logic )))
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8.2.4.2 Do cumen ts as separate assertional mo dules

This approach is basedon the sameidea as Boolean retrieval, where documents do not occur explicitly .
Rather, they can be regardedas possibleworlds assigningtruth values to propositions, where each index
term represents a proposition; if a term is assignedto a document, then this proposition is true within
the corresponding world, otherwise it is false (seee.g. [Rijsbergen89]). In retrieval, we search for worlds
making the whole query statement true.

The sameapproach canalsobe taken in terminological retrieval. Now documents areno longer instances
(of a concept like document), they represent possibleworlds. In each world, we have speci¯c instancesfor
conceptsand roles. For retrieval, we search for possibleworlds containing instancesof the query concept.
In terms of MIRTL, we represent each document as a separateassertional module. For example, when
we search for a multilingual person, then document d1 might state that peter is multilingual, and the
systemshould return the document identi¯cation alongwith the instancepeter . Now there may beanother
document d2 containing the information that peter is a monolingual person.Thus,wehavea contradiction
between the two documents, but this does not matter, sinceeach document represents a di®erent world.
However, without a possibleworld semantics, we would have a contradiction in our knowledgebase,thus
making this approach fail. In general, when we search for documents talking about certain subjects, we
cannot search for instancesof conceptsand roles without considering their context, i.e. the document in
which they occur. So terminological retrieval is implemented as terminological reasoningat the level of
documents, that is locating documents containing instancesof the conceptsand roles involved in the query
concept.

For further illustrating this approach, assumethat we have a news databaseand we use MIRTL for
representing the content of a newsmessage.Sincenewsare about events, we de¯ne this conceptas follows:

event < (and thing
(all event_date date )
(all event_location place )
(all event_topic topic )
(all event_involved subject ))

Now assumethat we have a document about Clinton visiting chancellor Kohl in Bonn. Its content can
be represented by meansof the following assertions:
event[e01].
event_date[e01,1/11/95].
event_location[e01,Bonn].
event_involved[e01,Clinton].
event_involved[e01,Kohl]
event_topic[foreign-policy]

Now a query asking for events where Kohl and Clinton met can be expressedas:
(and event

(c-someevent_involved (sing Kohl))
(c-someevent_involved (sing Clinton )))

For retrieval, the systemnow has to search for a document in which an instanceof this conceptoccurs.
With additional terminological knowledge, the system also will be able to retrieve the document from
above as an answer to a query looking for visits of US government members to Europe.

So, in this approach, documents play a special role as a kind of context, and the IR system searches
for contexts containing instancesof the query concept. In contrast, with a single uniform knowledgebase,
documents are not treated in any special way, they are just concepts. This easesthe representation of
external attributes (which we do not consider here), but we are limited in expressing the content of
documents. However, this problem can be overcomeby combining terminological logic with Datalog (see
section 8.3.5).
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8.3 Datalog

8.3.1 In tro duction

Datalog is a logic programming languagethat hasbeendevelopedin the database¯eld (seee.g.[Ullman 88],
[Ceri et al. 90]). Like Prolog, it is basedon horn logic. However, in contrast to Prolog, it does not allow
for functions as terms, and the useof negation is restricted. Due to theseconstraints, there are sound and
complete evaluation algorithms for Datalog | in contrast to Prolog, where certain programs cannot be
evaluated. Now we ¯rst show how simple document retrieval can be formulated in Datalog, and then we
demonstrate the usageof Datalog for advancedIR applications like hypertext, aggregateddocuments and
document type hierarchies.

For modelling simple document retrieval, we assumethat there is an extensionalpredicate (a database
relation) docTerm(D,T), whereeach ground fact givesfor a document Da term T the document is indexed
with, e.g.:
docTerm(d1,ir). docTerm(d2,ir).
docTerm(d1,db). docTerm(d2,oop).
A query now can be formulated as a logical formula involving the predicate docTerm, e.g.
?- docTerm(D,ir).
?- docTerm(D,ir) & docTerm(D,db).
?- docTerm(D,ir) ; docTerm(D,db).
Here the ¯rst query searches for documents about IR, the secondone for documents both about IR and
DB, whereasthe third one looks for documents dealing with IR or DB (the semicolondenotesdisjunction
here).

In order to allow for the more powerful inference mechanisms described in the following sections,a
query should not relate directly to the extensionalpredicate docTerm(D,T). Instead, we usea more general
predicate about(D,T) , for which we will add new rules below. As basic rule, we de¯ne
about(D,T) :- docTerm(D,T).
Thus, the queriesfrom above can also be formulated by replacing the predicate docTermby about .

8.3.2 Hyp ertext structure

Hypertext structures contain links betweensingle documents (or nodes). Often, there are di®erent types
of links with di®erent semantics. For simplicit y, we assumethat there is a single type of link, although
our approach can be extended easily to semantically richer structures. For representing links, we use a
predicate link(D1,D2) , where a ground fact states that there is a directed link from D1to D2, e.g.:
link(d1,d2). link(d2,d3). link(d3,d1).
Now we assumethat in retrieval, a document alsodealswith a certain topic if it refersto another document
dealing with this topic. This can be written as
about(D,T) :- link(D,D1) & about(D1,T).
This rule makesabout a recursive predicate. Thus if we want to prove about(D,T) for somedocument D,
we look at the document itself as well as at those connectedeither directly or indirectly by links. Given
the examplelink structure from above (seealso¯gure 8.3), the cyclic link structure alsoraisesthe problem
of possiblecyclesin the inferenceprocess;however, Datalog can cope with thesecycles.

d3

docterm

link
d1 d2

ir db

Abbildung 8.3: Hypertext retrieval

It should be emphasizedthat this way of consideringhypertext links also allows for retrieval of nodes
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for which no index terms are given directly. For example, if we only have an automatic indexing method
for text, then nodes containing multimedia data but no text can be retrieved via their links to textual
nodes.

8.3.3 Aggregation

As an example of documents structured hierarchically, assumethat we have books consisting of several
chapters, where each chapter in turn may contain several sections.Then the hierarchical structure can be
represented by additional predicates,e.g.
book(b1). section(b1c1,b1c1s1).
chapter(b1,b1c1). section(b1c1,b1c1s2).
chapter(b1,b1c2). section(b1c1,b1c2s1).

Here chapter(B,C) states that chapter Cis a chapter of book B, and section(C,S) stands for the fact
that S is a section in chapter C.

For performing retrieval, we abstract from the speci¯c structural properties by introducing a predicate
part(D,P) stating that P is a part of D. So we de¯ne the rules
part(D,P) :- chapter(D,P).
part(D,P) :- section(D,P).
Let us assumethat index terms may be assigned(by meansof the predicate docTerm) at arbitrary levels
of the document structure hierarchy. In addition, we assumethat a document or a part of it deal with a
certain topic if a part of it is about this topic. Thus, we de¯ne an additional rule for the predicate about :
about(D,T) :- part(D,P) & about(P,T).
For retrieval, it may not be resonableto return a whole document (or a chapter) consistingof several parts
if the topic asked for occurs only in a single part. In this caseonly the single part dealing with the topic
from the query should be returned. So a more appropriate retrieval rule would be to return the document
only if all its parts are about the current topic. In predicate logic, this can be formulated as

8D 8T about(D ; T) ( 9X part( D ; X ) ^ (8P part( D ; P) ) about(P; T)) ,

9X part( D ; X ) ^ : (9P : (part (D ; P) ) about(P; T))) ,

9X part( D ; X ) ^ : (9P part (D ; P) ^ : (about(P; T)))

(In order to use a notation similar to Datalog, capital letters denote variables and predicate names
start with lowercaseletters here). The last formula can be written in Datalog with negation as follows:
about(D,T) :- part(D,X) & about(X,T) & not(abpart(D,T)).
abpart(D,T) :- part(D,P), not(about(P,T)).
Here we have added the subgoal about(X,T) to the ¯rst formula in order to make the rule safe, i.e. to
avoid problems with negation in Datalog.

8.3.4 Ob ject hierarc hy

When we have di®erent types of documents in a database,we can apply concepts from object-oriented
databasesfor modelling the relationships betweenthe di®erent classes.As an example,considerthe object
classesshown in ¯gure 8.4. Attributes marked with an asterisk denoteset-valued attributes, and attributes
in parenthesescorrespond to derived attributes. Bold arrows denote is-a relationships, i.e. the source is
a subclassof the target, being inherited all attributes from its superclass,and the arrow from attribute
inbk of classinbook to the classbook illustrates the fact that instancesof the latter classare values for
this attribute.

Someinstancesof theseclassesare represented by the following facts:
book(d1).
title(d1, Introduction to IR ).
year(d1,1983).
author(d1,salton).
author(d1,mcgill).
docTerm(d1,ir).
publisher(d1,mcgraw).
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Abbildung 8.4: Example document classhierarchy

proceedings(d2). inbook(d3).
title(d2, sigir94 ). inbk(d3,d2).
publisher(d2,springer). pages(d3,100).
conforg(d2,acmsigir). author(d3,cooper).
confdate(d2,jul94).

In addition, we needrules deriving attribute valuesnot directly stored with an object, as for the class
inbook here:
year(D,Y) :- inbk(D,B) & year(B,Y).
booktitle(D,T) :- inbk(D,B) & title(B,T).

In retrieval, when we search for a document, we should be able to retrieve alsoobjects from the classes
book, article , inbook and proceedings . Queries searching for books also should be able to retrieve
elements of its subclassproceedings . This can be accomplishedby the following rules:
document(D) :- book(D).
document(D) :- inbook(D).
document(D) :- article(D).
book(D) :- proceedings(D).

Then a query for books or proceedingsabout IR can be formulated as
?- book(D) & about(D,ir).

8.3.5 Retriev al with terminological knowledge

If there is a thesaurus de¯ning relationships between index terms, we can exploit these relationships for
retrieval.

In casewe only have a hierarchy of index terms, the hierarchical relation can be given by meansof
ground facts for the predicate bt(NT,BT) , stating that term BTsubsumes(is a broader term than) term
NT. Then we can add the following rule to the predicate about :
about(D,T) :- bt(T1,T) & about(D,T1).

Now assumethat MIRTL is usedfor modelling the terminological knowledge.With certain restrictions,
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MIRTL de¯nitions and connotations also can be transformed into Datalog programs (for the details,
see[Fuhr 95]). For example, the following de¯nitions

square = (and quadrangle regular-polygon )
german-paper = (and paper (c-someauthor german))
student-paper = (and paper (all author student ))
multilingual = (and person (atleast 2 speaks-lang ))

can be mapped onto the Datalog rules

square(X) :- quadrangle(X) & regular-polygon(X).
german-paper(X) :- paper(X) & author(X,Y) & german(Y).
student-paper(X):- paper(X) & not(non-student-author(X)).
multilingual(X) :- person(X) & speaks-lang(X,A) & speaks-lang(X,B) & A#B.

In addition, sincewe have de¯ned conceptshere, we can also perform inferencesin the other direction,
as for examplewith the ¯rst de¯nition:

regular-polygon(X) :- square(X)
quadrangle(X) :- square(X).

For performing retrieval based on MIRTL, we use the approach outlined in section 8.2.4.2, where
documents are separate assertional modules (or worlds). This idea leads us to a di®erent mapping of
MIRTL constructs onto Datalog: As additional parameter, we always carry the document in which a
concept or role is instantiated. So the example from above could be represented as follows:
regular-triangle(D,X) :- triangle(D,X) & regular-polygon(D,X).

However, this type of formulation posesdi±culties when we try to combine it with the retrieval rules
from the previous sections.For example, for hypertext links we would like to have a rule stating that a
document also can be about a concept if the document refers to another one which contains this concept.
Treating conceptsaspredicateswould yield formulas in secondorder predicatecalculus.Wecancircumvent
this problem by using a singlepredicate concept(C,D,I) , whereDrefersto the document, Cto the concept
name and I to the concept instance. In a similar way, we use the predicate role(R,D,F,T) for a role R
with arguments F and T (seebelow). This way, we would represent our example from above as follows:
concept(regular-triangle,D,X) :- concept(triangle,D,X) &

concept(regular-polygon,D,X).
As an example involving roles, consider the de¯nition of the concept father as

father = (and (man (atleast 1 child)))
which can now be expressedas
concept(father,D,X) :- concept(man,D,X) & role(child,D,X,Y).

With this approach, documents appear as explicit conceptsonly in casewe talk about attributes of
documents (in contrast to the content of documents as before). For this purpose,attributes of documents
have to be mapped onto the corresponding roles, e.g.
role(author,D,D,A) :- author(D,A).
As an example of a concept referring explicitly to documents, consider the following rule for the concept
german-paper mentioned before:
concept(german-paper,D,X) :- concept(paper,D,X) &

role(author,D,X,Y) & concept(german,D,Y).
It should be noted that a query searching for instancesof this conceptmay not only retrieve documents

which are german-papers themselves.There alsomay be a (non-german) document talking about another
document being a german-paper.

Terminological retrieval now works asfollows: a user formulates a query conceptwhich | in most cases
| will not refer explicitly to any documents. As answer to a query, the system returns instancesof this
concept, each together with the document in which the instance occurred.

The retrieval rules from the previous sectionshave to be reformulated for terminological retrieval. This
can be achieved by replacing the predicate about , generating one rule for the predicate concept and
another one for role . For example, the hypertext rules from section 3 can be formulated as follows:
concept(C,D,I) :- link(D,D1) & concept(C,D1,I).
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role(R,D,F,T) :- link(D,D1) & role(R,D1,F,T).
However, if there is a link betweentwo documents containing contradictory information, then theserules
will produce a contradiction in the knowledgebaseand thus leading to a failure. This problem could be
overcomeby using a special type of links betweendocument pairs of this kind, for which the rules from
above should not be applied.

8.4 Probabilistic Datalog

8.4.1 In tro duction

In the logical approach to information retrieval (IR) aspresented in [Rijsbergen86], retrieval is interpreted
asuncertain inference.For a query q, the systemis searching for documents d which imply the query with
a high probabilit y P(q Ã d).

In section 8.3, we have describe the application of Datalog to IR. Since Datalog is basedon certain
inference,we are now describing a probabilistic version of Datalog called DatalogP .

The major advantagesof DatalogP are the following:
² The rule-based approach allows for easy formulation of retrieval models for speci¯c or novel ap-

plications, like e.g. combination with a thesaurus or retrieval in hypertext basesor hierarchically
structured documents.

² Classicalprobabilistic IR models can be formulated in DatalogP by appropriate rules, sincethey are
just special casesof a more generalprobabilistic inferencemechanism.

² Since DatalogP allows for recursive rules, it provides more powerful inference than any other (im-
plemented) probabilistic IR model.

² Finally, since DatalogP is a generalization of (deterministic) Datalog, it can be used as a standard
query languagefor both IR and databasesystems,and thus also for integration of these two types
of systemson the logical level.

8.4.2 Informal description of Datalog P

Probabilistic Datalog is an extension of ordinary Datalog. On the syntactical level, the only di®erenceis
that with ground facts, also a probabilistic weight may be given, e.g.
0.7 indterm(d1,ir). 0.8 indterm(d1,db).
Informally speaking, the probabilistic weight gives the probabilit y that the following predicate is true.
In our example, document d1 is with probabilit y 0.7 about IR and with probabilit y 0.8 about databases
(DB). Retrieving documents dealing with both of these topics now can be accomplishedby meansof the
the rule
q1(X) :- indterm(X,ir) & indterm (X,db).
Obviously, document d1 ful¯lls predicate q1 with a certain probabilit y. Let us assumethat index terms
are stochastically independent. Then we can compute a probabilit y of 0.56 for the probabilistic AND-
combination in this example. In a similar way, the OR-combination produced by the rules
q2(X) :- indterm(X,ir).
q2(X) :- indterm(X,db).
would give us probabilit y 0.94 for q2(d1) .

As a more interesting example,we can useDatalogP rules for performing retrieval in hypertext struc-
tures wherewe have directed links betweensingledocuments (or nodes).Assumethat theselink also have
probabilistic weights, e.g.
0.5 link(d2,d1). 0.4 link(d3,d2).
The idea behind theseweights is the following: If we have a link from D1 to D2, and D2 is about a certain
topic, then there is a certain probabilit y that D1 is about the sametopic. This probabilit y is speci¯ed by
the weight of the link predicate. Now we can formulate the rules
about(D,T) :- indterm(D,T).
about(D,T) :- link(D,D1) & about(D1,T).
Note that due to the recursive de¯nition, a document also may be about a term if it is only indirectly
linked to another document indexed with this term. Thus, the query
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?- about(X,db).
now would return three documents, namely d1 with probabilit y 0.8, d2 with probabilit y 0:5¢0:8 = 0:4 and
d3 with probabilit y 0:4 ¢0:5 ¢0:8 = 0:16.

This example indicates that the idea of combining Datalog with probabilities yields very powerful
retrieval methods. However, if we want to consequently apply probabilit y theory, then we soon run into
di±culties. Assume that in our hypertext structure, we search for documents both about IR and DB
(similar to q1):
q4(X) :- about(X,ir) & about(X,db).
Then simple multiplication of the probabilistic weights involved in the inferenceprocesswould give us for
document d2: 0:5 ¢0:7 ¢0:5 ¢0:8 = 0:14. This is not correct, since the probabilit y for the link betweend2
and d1 is consideredtwice; thus, the proper result would be 0.28. Besidescounting the sameprobabilistic
event twice, this simple approach also is unable to consider disjointness of complex events, for example
when we search for documents either about IR or DB, but not about both:
q5(X) :- irnotdb(X).
q5(X) :- dbnotir(X).
irnotdb(X) :- indterm(X,ir) & not(indterm (X,db)).
dbnotir(X) :- indterm(X,db) & not(indterm (X,ir)).
If we would assumeprobabilistic independenceof the subgoalsof q5 (although they are disjoint events),
we would compute the invalid result 1¡ (1¡ 0:7¢0:2)¢(1¡ 0:8¢0:3) ¼ 0:35 instead of the correct probabilit y
0.38for q5(d1) . The only way to overcomethis problem in generalis to switch from extensionalsemantics
to intensional semantics (see e.g. [Pearl 88, pp. 4{12] for the comparison of these two approaches to
uncertainty reasoning). For this purpose,we must keep track of the events that contribute to a derived
fact.

In Datalog, there are two classesof predicates:For extensionaldatabase(EDB) predicatesonly ground
facts, but no rules are given, wheras for intensional database(IDB) predicates, only rules are speci¯ed.
In DatalogP , we assumethat each fact for an EDB predicate corresponds to a basic (probabilistic) event,
and assignit an unique event key. A fact derived for an IDB predicate relates to a Booleancombination of
basic events of the EDB facts from which this fact was derived. Thus, we assignIDB facts additionally an
event expressionconsisting of a Boolean combination of the event keysof the corresponding EDB facts.

Throughout the examplesgiven in the following, we will usethe ¯rst letter of the EDB predicate along
with the argument constants asevent keys.For IDB facts, we will denote the event expressionin brackets.
Thus, we have, for example,
q1(d1) [i(d1,ir) & i(d1,db)]
q4(d2) [l(d2,d1) & i(d1,ir) & l(d2,d1)& i(d1,db)]
q5(d1) [i(d1,ir) & : i(d1,db) | : i(d1,ir) & i(d1,db)]
(where |̀ ' denotesdisjunction and :̀ ' negation). Given these Boolean expressions,we can identify iden-
tical events occurring more than once or disjoint events (e.g. the complement of an event). Then the
corresponding probabilities can be computed correctly by meansof the sieve formula.

In the following, we ¯rst describe syntax and semantics of DatalogP . Then we present an approach for
evaluating DatalogP programs. As with other probabilistic logics, the probabilit y for a derived formula is
mostly an interval and not a point value. For this reason,we considera special variant of DatalogP , where
any two basicevents are either independent or disjoint. In this case,always point valuescan be computed.
Finally, we present further application examplesof our approach.

8.4.3 Syntax

As basic elements, we have in Datalog variables (starting with capital letters), constants (numbers or
alphanumeric strings starting with lower-caseletters) and predicates (alphanumeric strings starting with
lower-caseletters).

A term is either a constant or a variable. Note that as a major di®erenceto Prolog, Datalog doesnot
allow for functions in terms. Thus, a ground term in Datalog can only be a constant, and the Herbrand
Universe of a Datalog program is the set of constants occurring in it.

An atom p(t1; : : : ; tn ) consistsof an n-ary predicate symbol p and a list of arguments (t1; : : : ; tn ) such
that each t i is a term. A literal is an atom p(t1; : : : ; tn ) or a negatedatom : p(t1; : : : ; tn ).
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A clauseis a ¯nite list of literals, and a ground clauseis a clausewhich doesnot contain any variables.
Clausescontaining only negative literals are called negative clauses, while positive clausesare those with
only positive literals in it. An unit clause is a clausewith only one literal.

Horn clausescontain at most one positive literal. There are three possibletypes of Horn clauses,for
which additional restrictions apply in Datalog:

1. Facts are positive unit clauses,which also have to be ground clauses.
2. Rules are clauseswith exactly onepositive literal. The positive literal is called the head, and the list

of negative literals is called the body of the rule. In Datalog, rules also must be safe, i.e. all variables
occurring in the head also must occur in the body of the rule.

3. A goal clause is a negative clausewhich represents a query to the Datalog program to be answered.
In Datalog, the set of predicatesis partitioned into two disjoint sets,EPred and IPr ed. The elements of

EPred denoteextensionally de¯ned predicates,i.e. predicateswhoseextensionsare givenby the facts of the
Datalog program, while the elements of IPr ed denote intensionally de¯ned predicates,where the extension
is de¯ned by meansof the rules of the Datalog program. Furthermore, there are built-in predicates like
e.g. =, 6=, < , which we do not discussexplicitly here.

If S is a set of positive unit clauses,then E(S) denotesthe extensionalpart of S, i.e. the set of all unit
clausesin S whosepredicates are elements of EPred. On the other hand, I (S) = S ¡ E(S) denotesthe
intensional part of S (clausesin S with at least one predicate from IPr ed).

Now we can de¯ne a Datalog program P as a ¯nite set of Horn clausessuch that for all C 2 P, either
C 2 EDB or C is a saferule where the predicate occurring in the head of C belongsto IPr ed.

Sofar, we have described the syntax of pure Datalog. In order to allow alsofor negation, we consideran
extensioncalled strati¯e d Datalog. Here negatedliterals in rule bodiesare allowed, but with the restriction
that the program must bestrati¯e d. For checking this property, the dependencygraph of a Datalog program
P has to be constructed. For each rule in P, there is an arc from each predicate occurring in the rule body
to the head predicate. P is strati¯ed i® whenever there is a rule with head predicate p and a negated
subgoalwith predicate q, then there is no path in the dependencygraph from p to q.

The syntax of DatalogP is only slightly di®erent to that of strati¯ed Datalog. A DatalogP program
P consistsof two sets PE and PI such that P = PE [ PI . The intensional part PI is a set of strati¯ed
Datalog rules, with the syntax of single rules as shown in the examplesabove. The extensionalpart PE is
a set of probabilistic ground facts of the form ®g, where g is a ground fact and ® is a probabilistic weight
with 0 < ® · 1. A probabilistic weight of 1 can be omitted. Furthermore, ground facts must be unique,
i.e. ®g 2 PE ^ ®0g0 2 PE ^ g = g0 implies that ® = ®0.

8.4.4 Semantics of Datalog P

For describingthe semantics of DatalogP , we useHerbrand semantics in combination with possibleworlds.
The Herbrand base (HB) of a Datalog program is the set of all positive ground unit clausesthan can

be formed with the predicate symbols and the constants occurring in the program. Furthermore, let EHB
denote the extensionaland IHB the intensional part of HB . An extensionaldatabase(EDB) is a subsetof
EHB , i.e. a ¯nite set of positive ground facts.

In deterministic Datalog, a Herbrand interpretation is a subset of the Herbrand baseHB . For pure
Datalog, there is a least Herbrand model such that any other Herbrand model is a superset of this model.

Strati¯ed Datalog is basedon a closed-world assumption.If wehaveruleswith negation, then there is no
least Herbrand model, but possibly several minimal Herbrand models, i.e. there exists no other Herbrand
model which is a proper subsetof a minimal model. Among the di®erent minimal models, the one chosen
is constructed in the following way: When evaluating a rule with oneor more negative literals in the body,
¯rst the set of all answer-facts to the predicateswhich occur negatively in the rule body is computed (in
caseof EDB predicatestheseanswer-facts are already given), followed by the computation of the answers
to the head predicate. For strati¯ed Datalog programs, this procedure yields an unique minimal model
(for the details, seee.g. [Ullman 88, pp. 128{139]or [Ceri et al. 90, 211{228]). In the following, we will call
the minimum model computed this way the perfect Herbrand model.

Now we turn to the possibleworld semantics of a DatalogP program P. In order to bene¯t from the
work on the semantics of deterministic Datalog, we ¯rst consider only the set of probabilistic facts PE .
By removing the probabilistic weights of the ground facts, we can transform PE into the corresponding
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set ¹PE of (deterministic) Datalog clauses,for which there exists a least Herbrand model HL( ¹PE ). The
interpretation of PE is a set of possibleworlds, where each world is a subsetof HL( ¹PE ).

In order to integrate also the intensional part PI , we ¯rst have to go back from a single possibleworld
to its corresponding deterministic Datalog program. Sincefor Datalog programs consisting of extensional
clausesonly, (i.e. relational databases)the mapping betweensuch a program and its least Herbrand model
is bijectiv e, the set of extensional clausesP(wE ) corresponding to a world wE is uniquely de¯ned. Then
we can construct a deterministic Datalog program by combining theseextensionalclausesP(wE ) with the
original set of intensional clauses,i.e. PI [ P(wE ). The corresponding possibleworld w of this program is
its perfect Herbrand model H P(PI [ P(wE )). One important property of this model is that it contains
wE as a subset.

Having described the structure of the possible worlds for a DatalogP program, we now turn to the
interpretation of the probabilistic weights given with the ground facts. For that, let M = (W; ¹ ) denote
a probabilit y structure, where W is the set of possible worlds as described above and ¹ is a discrete
probabilit y distribution on W. Furthermore, let v denote a valuation (a mapping from variables onto
constants), g a ground fact and r a rule of the form L 0: ¡ L 1& : : : &L n .

Then we can recursively de¯ne the notion of an extension [t](M ;w ;v ) of a probabilistic term t for a
valuation v and a world w of M and the notion of the truth (M ; w; v) j= Á of a formula Á for a valuation
v and a world w of M by meansof the following rules:

1. [z](M ;w ;v ) = z
2. [g](M ;w ;v ) = ¹ (f w0 2 W : (M ; w0; v) j= gg)
3. (M ; w; v) j= ®g i® [®](M ;w ;v ) = [g](M ;w ;v )

4. (M ; w; v) j= F i® F is a positive fact and F 2 w, or F is a negative fact and jF j 62w
5. (M ; w; v) j= L 0: ¡ L 1& : : : &L n i® whenever f L 1vg 2 w ^ : : : ^ f L n vg 2 w then f L 0vg 2 w
Extensions are de¯ned by the ¯rst two rules. Rule 1 states that the extensionof a rational constant is

always the rational number it represents. The secondrule speci¯es that the extensionof a fact is computed
as the sum of the probabilities of the worlds in which the fact is true. In rule 3, the truth of probabilistic
facts of the form ®g is de¯ned by stating that the extension of the fact g must equal the extension of
the probabilistic weight ®. The last two rules de¯ne the truth of facts and rules in the sameway as in
deterministic Datalog; here jF j denotesthe positive counterpart in caseF is a negative fact.

With these concepts,we can ¯nally de¯ne the validit y of a derived (probabilistic) fact. A theory of
DatalogP is a set © of formulae which is closedunder logical consequence;i.e. © is such that, if Á 2 © and
Á0 is true in all worlds in which Á is true, then alsoÁ0 2 ©. A formula Á is valid in a theory © of DatalogP ,
written j= © Á, i® Á is true in all worlds w in which all formulae in © are also true.

DatalogP as described so far is a special caseof the probabilistic L 2 logic as presented in [Halpern 90]
and [Nilsson 86]. It de¯nes preciseprobabilities only for the ground facts given by the DatalogP program.
As a simple exmple, the program
0.9 docTerm(d1,ir).
has the interpretation
P(W1) = 0:9: f docTerm(d1,ir) g
P(W2) = 0:1: fg

For derived facts, the semantics as described above only yields certain constraints on the probabilities.
For example, the program
0.4 docTerm(d1,ir). 0.5 docTerm(d1,db).
q1(X) :- indterm(X,ir) & indterm (X,db).
has | among others | the following interpretations:

I 1:
P(W1) = 0:2: f docTerm(d1,ir) g
P(W2) = 0:2: f docTerm(d1,ir), docTerm(d1,db) g
P(W3) = 0:3: f docTerm(d1,db) g
P(W4) = 0:3: fg

I 2:
P(W1) = 0:5: fg
P(W2) = 0:4: f docTerm(d1,ir), docTerm(d1,db) g
P(W3) = 0:1: f docTerm(d1,db) g
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I 3:
P(W1) = 0:4: f docTerm(d1,ir) g
P(W2) = 0:5: f docTerm(d1,db) g
P(W3) = 0:1: fg

Thus, we get for the probabilit y of the answer:
0:0 · P(docTerm(d1; ir )& docTerm(d1; db)) · 0:4,
depending on the overlap between the worlds in which indterm(d1,ir) is true and those in which
indterm(d1,db) is true. This outcome re°ects a careful interpretation of the knowledge that we have
in this case.One possibility for getting more speci¯c probabilities for derived facts is by entering also
probabilities for Boolean combinations of probabilistic facts, e.g.
0.3 indterm(d1,ir) & indterm(d1,db).
This approach is taken by the probabilistic logics mentioned above. However, instead of extending the
syntax of DatalogP in order to be able to specify additional probabilities, we prefer to follow another
approach which is usually taken in IR: due to the fact that it is impracticable or impossibleto estimate
the probabilities of arbitrary combinations of singleevents, oneusesto make additional assumptionsabout
the independenceof events. In our example,this would meanthat we prefer interpretation I 1, thus yielding
the result
P(docTerm(d1; ir )& docTerm(d1; db)) = 0:2.
The generalprocedure is described in more detail below.

8.4.5 Evaluation of Datalog P programs

Our approach of evaluating DatalogP programsis basedon the notion of eventkeysand eventexpressions.
As an event, we regard any probabilistic fact, whether given extensionally or derived via rules. Let us
assumethat there is a set EK of event keys which is a set of unique identi¯ers plus two special elements
> and ? for events (facts) which are always true or false,respectively. Now we de¯ne a mapping " : ¹PE !
EK ¡ f?g which assignseach ground fact g an event key "(g), with the following constraints:

1. 8g (1g) 2 PE , " (g) = >
2. 8g; g0 " (g) = "(g0) ^ g 6= g0 ) (1g) 2 PE ^ (1g0) 2 PE

The ¯rst rule states that probabilistic facts with weight 1 are assignedthe event key > , and the second
rule requeststhat two di®erent ground facts have the sameevent key only in casethey have probabilit y 1.

Given this mapping, we can recursively de¯ne event expressions´ (F ) for any derived or extensional
fact F :

1. ´ (F ) :=
W

v:F =( Lv ) ´ (Lv )
2. ´ (Lv ) :=

W
r ´ (r v), where r is a rule whosehead matches(Lv )

3. ´ (L 0: ¡ L 1& : : : &L n v) := ´ (L 1v) ^ : : : ^ ´ (L n v)
4. ´ (Lv ) := : ´ (jL jv), if L is a negative literal.
5. ´ (g) = "(g), if g 2 ¹PE .

Here the ¯rst rule states that we form the disjunction over all valuations v that make this fact true. In a
similar way, rule 2 speci¯es that all rules whoseheadmatchesthe current goal (Lv ) have to be applied, and
the ¯nal event expressionis formed as the disjunction of the event expressionsresulting from theserules.
The third rule describes the forming of event expressionsfor DatalogP rules, and rule 4 states that the
event expressionof negative goals is formed as the negation of the event expressionof the corresponding
positive goal. Finally, the event expressionof a ground fact is its event key.

Let EE denote the set of all event expressionsthat can be formed this way. Then EE together with
the Boolean operators forms a Boolean algebra.

Given the set EE and an interpretation of a DatalogP program, we can specify a mapping ! : EE !
P(W) from event expressionsonto sets of possibleworlds, namely the set of worlds that make the fact
corresponding to the event expressiontrue: ! (´ (F )) = f wjF 2 wg.

By meansof the following rules, we can de¯ne an isomorphism between the Boolean algebra on EE
and set algebra on W (seealso [RÄolleke 94]):

1. ! (´ (g)) = f wjg 2 wg, if g is a ground fact.
2. ! (´ (F1) ^ ´ (F2)) = ! (´ (F1)) \ ! (´ (F2))
3. ! (´ (F1) _ ´ (F2)) = ! (´ (F1)) [ ! (´ (F2))
4. ! (: ´ (F )) = W ¡ ! (´ (jF j)).
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Thus we have shown that for any fact F derived by a DatalogP program, the corresponding event
expression´ (F ) givesus via the mapping ! (´ (F )) the set of worlds in which F is true.

In principle, the probabilit y of F being true can be computed as¹ (f wjw 2 ! (´ (F ))g). In our approach,
we compute the probabilit y basedon the event expression,by exploiting the fact that we have a Boolean
algebraon EE , and that wecanapply the axiomsfrom this algebrain order to transform event expressions.
In general, the probabilit y of an event expressione 2 EE can be computed according to the formula

P(e) = ¹ (! (e)) :

In the caseof complex event expressions,the well-known sieve formula can be applied in order to
compute this probabilit y. For that, we ¯rst have to transform the event expressioninto disjunctiv e normal
form (DNF), that is:

e = K 1 _ : : : _ K n ;

where the K i are event atoms or conjunctions of event atoms, and an event atom is either an event key
or a negatedevent key (n is the number of conjuncts of the DNF). From Boolean algebra, we know that
any Boolean expressioncan be transformed into DNF. Now we can apply the sieve formula:

P(e) = P(K 1 _ : : : _ K n )

=
nX

i =1

(¡ 1)i ¡ 1

0

B
@

X

1 · j 1 <
:::<j i · n

P(K j 1 ^ : : : ^ K j i )

1

C
A : (8.1)

For computing the probabilities for the AND-combination of conjuncts, we can simplify the correspon-
ding expressionsby meansof the axioms of Boolean algebra. Combinations containing an event atom and
its negation yield ? and thus can be ignored. Furthermore, duplicate event keys in a combination can be
removed. This way, the probabilit y of an event expressionis ¯nally computed as the sum of probabilities
of conjunctions of event atoms. For example, the event expressionfor q5(d1) in section 2 leads to the
following computation:
P(i(d1,ir) & : i(d1,db) | : i(d1,ir) & i(d1,db) ) =
P(i(d1,ir) & : i(d1,db) ) + P(: i(d1,ir) & i(d1,db) ) ¡

P(i(d1,ir) & : i(d1,db) & : i(d1,ir) & i(d1,db) ) =
P(i(d1,ir) & : i(d1,db) ) + P(: i(d1,ir) & i(d1,db) )

As discussedbefore, there are now two possibilities for going on:
1. As in probabilistic logics,we chosea careful interpretation of the probabilistic information available.

Then we can compute a point value for the probabilit y of an event expressiononly if the probabilities
of all conjuncts formed in the sieve formula are given explicitly . Otherwise, only a probabilit y interval
can be given as a result.

2. Weuseadditional assumptionsabout the independenceof events, thus allowing us to computealways
a point value.

Here we follow the secondapproach, which is described in more detail in the following section.

8.4.6 Datalog P with indep endence assumptions

As mentioned already in the introduction, the major goal of our approach is the development of a proba-
bilistic inferenceschemefor IR which is not only more powerful than classicprobabilistic IR models, but
also can be implemented e±cently . For this reason,we consider only a special caseof DatalogP , where
we assumethat events in general are independent. Furthermore, there may be sets of events which are
disjoint to each other. This version of probabilistic Datalog is called DatalogP I D (probabilistic Datalog
with independenceand disjointness).

Independenceof events meansthat the probabilit y of the conjunction of two events equalsthe product
of the probabilit y. That is, for any two independent events with keyse1, e2,

P(e1 ^ e2) = P(e1) ¢P(e2):
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This assumption is suitable for most IR applications. With respect to eqn 8.1, this meansthat we can
compute the probabilit y of a conjunct of event atoms as the product of the probabilities of the single
event atoms. If the event atom is an event key, then we take the probabilit y given with the corresponding
probabilistic ground fact, and in the caseof a negated event key, the complement probabilit y is to be
taken. Thus, we get for the event expressionfrom our last example:
P(i(d1,ir) & : i(d1,db) ) + P(: i(d1,ir) & i(d1,db) ) =

P(i(d1,ir) ) ¢(1 ¡ P(i(d1,db) ))+ (1 ¡ P(i(d1,ir) )) ¢P(i(d1,db) ).
In addition to independent events, we also considerthe caseof disjoint events. As an example,assume

that we have only uncertain information about the publication yearsof books, e.g.
0.2 py(d3,89). 0.7 py(d3,90). 0.1 py(d3,91).
Here the publication year of d3 is either 89, 90 or 91, with the probabilities 0.2, 0.7 and 0.1, respectively.
Obviously, the facts relating to one document represent disjoint events. In databases,this situation is
called\imprecise attribute values". Thus, the interpretation of this program would be:
P(W1) = 0:2: f py(d3,89) g
P(W2) = 0:7: f py(d3,90) g
P(W3) = 0:1: f py(d3,91) g

Now a query for books published after 89
?- py(X,Y) & Y > 89.
would yield the event expression[p(d3,90) | p(d3,91)] for d3. In terms of the sieve formula, we have
P(p(d3; 90)jp(d3; 91)) = P(p(d3; 90)) + P(p(d3; 91)) ¡ P(p(d3; 90)& p(d3; 91)).

When computing the probabilit y for this expression,we must consider that the two events here are
disjoint, thus the probabilit y of the conjunction is 0, and we get the correct result (as can be senfrom the
interpretation) as the sum of the two event probabilities 0:7 + 0:1 = 0:8.

In general, if two events with keys e1, e2 are disjoint, this means that there is no possible world in
which the corresponding facts both are true (i.e. ! (e1 ^ e2) = ; ), and thus we have

P(e1 ^ e2) = 0:

8.4.7 Further application examples

In addition to the examplespresented in the previous sections,here we want to give a few more examples
which illustrate the strength of our approach.

So far, we have consideredonly Boolean combinations of terms as IR queries. However, we can also
expressprobabilistic query term weighting in DatalogP I D . This is accomplishedby regarding the terms in
a query as disjoint events, as in the following program:
0.8 docTerm(d1,db). 0.7 docTerm(d1,ir).
0.4 qtw(db). 0.6 qtw(ir).

s(D) :- qtw(X) & docTerm(D,X).
?- s(D).

The interpretation of this program depicted in ¯gure 8.5 shows that the worlds of qtw(db) and qtw(ir)
are disjoint, whereasdocTerm(d1,db) and docTerm(d1,ir) are independent events. As event expression
of the result, we get
d1 [q(db) & dT(d1,db) | q(ir) & dT(d1,ir)] .

Sinceq(db) and q(ir) are disjoint, the result is computed like a scalarproduct of query and document,
namely 0:4 ¢0:8 + 0:6 ¢0:7 = 0:74. Thus, we can achieve the sameweighting schemeas for example in the
vector model or in INQUERY ( [Turtle & Croft 91]).

As another extensionof probabilistic Datalog, vaguepredicatescan be used.For example,assumethat
a PC shop o®ersthe following models (tuples denote model name, CPU type, memory size,disk sizeand
price):
pc(m1,486/dx50,8,540,900).
pc(m2,pe60,16,250,1000).
pc(m3,pe90,16,540,1100).
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0.4 qtw(db) 0.6 qtw(ir)

0.7 docTerm(d1,ir)

0.8 docTerm(d1,db)

Abbildung 8.5: Interpretation of query term weighting example

Now a customer asksfor a model with a price lessthan 1000:
?- pc(MOD, CPU, MEM,DISK, PRICE), PRICE< 1000

Obviously, it would not be appropriate to interpret this condition in a Boolean way. Rather, there is
a certain probabilit y that the customer ¯nally will pay more than 1000 in casehe gets a special bargain.
This situation can be modelled by interpreting the condition PRICE< 1000 probabilistically by meansof
a vaguepredicate <̂ , that would yield the following results:
1.00 <̂ (1000,900)
1.00 <̂ (1000,950)
0.99 <̂ (1000,1000)
0.90 <̂ (1000,1050)
0.60 <̂ (1000,1100)

Thus, formulating the query using this predicate
?- pc(MOD, CPU, MEM,DISK, PRICE), PRICE<̂ 1000
should yield the outcome
1.00 pc(m1,486/dx50,8,540,900).
0.99 pc(m2,pe60,16,250,1000).
0.60 pc(m3,pe90,16,540,1100).

Internally, the application of vague predicates generatesnew event keys which are consideredin the
¯nal probabilit y computation. Thus, for the last answer, the event expressionwould be
pc(m3) & <̂ (1000,1100).

Vaguepredicates are essential for advanced IR applications. Besidesvague fact conditions (as in this
example), it can be used for proper name search or retrieval of OCRed text (basedon string similarit y).
Most important, the notion of similarit y used in most multimedia IR approaches (e.g. audio retrieval or
image retrieval) can be interpreted as vaguepredicates.

8.4.8 Probabilistic rules

So far, probabilistic weights have only beenassignedto ground facts. In many cases,one also would like
to assignweights to rules, as for example
0.7 likes-sports(X) :- man(X).
0.4 likes-sports(X) :- woman(X).
man(peter).
stating that 70%of all men like sports, but only 40%of all women.Given only the information that Peter
is a man, we would like to infer a probabilit y of 0.7 that he likes sports. Thus, the interpretation of this
program should be as follows:
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P(W1) = 0:7: f man(peter), likes-sports(peter) g
P(W2) = 0:3: f man(peter) g

In terms of event expressions,the query
?- likes-sports(peter)
would generatethe expression
l-s_1(peter) & man(peter)

"
where l-s_1(peter) is an event generatedby the ¯rst rule, with a proba-

bilit y of 0.7.
As a similra example,consider the casewhere also the sex of a person is unknown:

0.7 l-s(X) :- sex(X,male).
0.4 l-s(X) :- sex(X,female).
0.5 sex(X,male) :- human(X).
0.5 sex(X,female) :- human(X).
human(peter).

Give the additional information that sex(X,male) and sex(X,female) are disjoint for any X, the
interpretation of this program would be:
P(W1) = 0:35: f sex(peter,male), l-s(peter) g
P(W2) = 0:15: f sex(peter,male) g
P(W3) = 0:20: f sex(peter,female), l-s(peter) g
P(W4) = 0:30: f sex(peter,female) g

Asking wheter or not peter likessports would yield the event expression
(sex_1(peter,male) & l-s_1(peter) | sex_2(peter,female) & l-s_2(peter) ) & human(peter)
from which we can derive the correct probabilit y 0:5 ¢0:7 + 0:5 ¢0:4 = 0.55.

However, rules must be formulated in a cautious way, as will be seenfrom the following example.
Assumethat documents are linked either by a referencelink or through the fact that they sharethe same
author. Then we could formulate the program
sameauthor(D1,D2) :- author(D1,X) & author(D2,X).
0.5 link(D1,D2) :- refer(D1,D2).
0.2 link(D1,D2) :- sameauthor(D1,D2).

refer sameauthor

link

Abbildung 8.6: Example inferencenetwork

But what happens if there is both a referencelink and the sameauthor?
?? link(D1,D2) :- refer(D1,D2) & sameauthor(D1,D2).
For this case,no probabilit y is de¯ned, nor can it be computed (by means of some kind of indepen-
denceassumption), sincewe do not have enoughparametersspeci¯ed. More generally speaking, given the
conditional probabilities P(l jr ) and P(l js), we have no information about P(l jr ^ s).

In order to avoid this type of situation, rules must be speci¯ed in such a way that (for deterministic
facts on the right and side), at most one rule for a predicate can match. Thus, in the last example, we
could formulate the rules
0.7 link(D1,D2) :- refer(D1,D2) & sameauthor(D1,D2).
0.5 link(D1,D2) :- refer(D1,D2) & not(sameauthor(D1,D2)).
0.2 link(D1,D2) :- sameauthor(D1,D2) & not(refer(D1,D2)).
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In fact, this situation is the sameas with probabilistic inferencenetworks, where we have to specify a
complete link matrix for the combination of probabilistic events (see¯gure 8.6). In probabilistic Datalog,
the link matrix is speci¯ed by meansof a set of rules



Kapitel 9

IR-Systeme

9.1 Eb enenarc hitektur

Wie generellbei Informationssystemen,kann man auch bei IR-Systemeneine Mehrebenenarchitektur zu-
grunde legen.Dieseist in Abbildung 9.1 dargestellt.

Pr�sentationsebene

semantische Ebene

physische Ebene

logikorientierte Ebene

Konzeptionelle Ebene

F
un

kt
io

na
lit

�t

Abbildung 9.1: Ebenenarchitektur von Informationssystemen

² Die obersteEbeneist die konzeptionelleEbene.Hier wird die generelleFunktionalit Äat ausNutzersicht
beschrieben.

² Die PrÄasentationebenebeschreibt die Benutzungsober°Äache desSystems,alsodie Visualisierung und
die hier angebotenen Funktionen desSystems.

² Die semantische Ebenebeschreibt die Objekte (einschlie¼lich der darauf anwendbarenFunktionen),
die vom Informationssystem verwaltet werden.

² Die logikorientierte Ebene beschreibt die unterste implementierungsunabhÄangige Schicht des Sy-
stems.Hier ¯nden sich vor allem die Retrievalmodelle wieder, die in diesemSkript behandelt worden
sind.

² Die physische Ebenebehandelt schlie¼lich die Zugri®sstrukturen und darauf operierendenAlgorith-
men desSystems.

Im folgendenbeschreiben wir zunÄachst einige AnsÄatze zur Modellierung der konzeptionellenund der
semantischen Ebene. BezÄuglich der PrÄasentationsebene sei auf die ausgezeichnete Darstellung von Mar-
ti Hearst in [Baeza-Yates & Ribeiro-Neto 99] verwiesen.Die physische Ebene wird im nÄachsten Kapitel
behandelt.

9.2 Konzeptionelle Eb ene

In ihrem Aufsatz \Where should the person stop and the information search interface start?" [Bates 90]
beschÄaftigt sich Marcia Bates mit der Frage einer vernÄunftigen Aufgabenteilung zwischen System und
Benutzer bei der Recherche. Im folgendenwerden kurz die wesentlic hen Ideen dieserArb eit skizziert.

129
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9.2.1 Stufen der System beteiligung

Level De¯nition

0 No system in volv ement . All search activities human generated and exe-
cuted.

1 Displa ys possible activities . Systemlists search activities when asked. Said
activities may or may not also be executableby system (higher levels).

2 Executes activities on command . System executesspeci¯c actions at hu-
man command.

3 Monitors search and recommends . System monitors search processand
recommendssearch activities:

a) Only when searcher asksfor suggestions.
b) Always when it identi¯es a need.

4 Executes automatically . Systemexecutesactions automatically and then:
a) Informs the searcher.
b) Doesnot inform the searcher.

Table 9.1: Levels of system involvement

In Tabelle 9.1 werden die verschiedenenStufen der Systembeteiligung dargestellt. Stufe 0 entspricht
dabei rein manuellen Systemen.Heutige kommerzielle IR-Systeme bewegensich meist auf Stufe 2 oder
3, da sie zum einen Äuber primitiv e Hilfefunktionen verfÄugen, zum anderen einfache Kommandos fÄur die
Suche bereitstellen. Auf Stufe 3 bewegensich

"
intelligente\ Hilfesysteme, die Äuber einzelneKommandos

hinaus den Plan des Benutzers erkennen und ihm geeigneteweitere Schritte empfehlen kÄonnen. Solche
Systemewerden in der Forschung teilweiseuntersucht [Brajnik et al. 88]. Auf der vierten Stufe ¯nden sich
schlie¼lich die vollautomatischen Systeme,bei denen der Benutzer nur zu Beginn seinen Informations-
wunsch formulieren mu¼und dann das System den Suchproze¼kontrolliert. Aus Bates' Sicht wird in der
IR-Forschung dieseArt von System fast ausschlie¼lich angestrebt; hierbei handelt es sich aber wohl eher
um eine Fehlinterpretation der Arb eiten mit (probabilistischen und Vektorraum-)Modellen, die in erster
Linie darauf abzielen, einen (wenn auch wesentlic hen) Teil der Systemfunktionalit Äat zu optimieren,
wobei aber die Frage nach der Gesamtkonzeption zunÄachst o®enbleibt.

9.2.2 Arten von Suchaktivit Äaten

Level Name De¯nition

1 Move An identi¯able thought or action that is a part of information searching.
2 Tactic One or a handful of movesmade to further a search.
3 Stratagem A larger, more complex set of thoughts and/or actions than the tactic;

a stratagem consists of mutiple tactics and/or moves, all designedto
exploit the ¯le structure of a particular search domain thought to contain
desired information.

4 Strategy A plan, which may contain moves, tactics, and/or stratagems, for an
entire information search.

Table 9.2: Levels of search activities

Bezogen auf den Suchproze¼unterscheidet Bates die in Tabelle 9.2 dargestellten vier Arten von
Suchaktivit Äaten, nÄamlich moves, Taktik en, Stratageme und Strategien. Moves sind dabei die elementa-
ren Funktionen, wie z.B. die Eingabe einesSuchbegri®soder der Befehl zur Anzeige einesDokumentes.
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Die Granularit Äat einesmovesliegt dabei nicht von vornherein fest, siehÄangt unter anderemvon der jeweils
betrachteten Anwendung und dem verwendetenSystemab.

MONITORING TA CTICS
CHECK To review the original requestand compareit to the current search topic to see

that it is the same.
RECORD To keeptrack of followed and of desirabletrails not followed or not completed.

FILE STR UCTURE TA CTICS
SELECT To break down complexsearch queriesinto subproblemsand work on oneprob-

lem at a time.
SURVEY To review, at each decision point of the search, the available options before

selection.
CUT When selecting among several ways to search a given query, to choose the

option that cuts out the largest part of the search domain at once.
STRETCH To usea sourcefor other than is intended purposes.

SEAR CH FORMULA TION TA CTICS
SPECIFY To search on terms that are as speci¯c as the information desired.
EXHA UST To include most or all elements of the query in the initial search formulation;

to add oneor more of the query elements to an already-preparedsearch formu-
lation.

REDUCE To minimize the number of the elements of the query in the initial search
formulation; to subtract one or more of the query elements from an already-
prepared search formulation.

PARALLEL To make the search formulation broad (or broader) by including synonyms or
otherwise conceptually parallel terms.

PINPOINT To make the search formulation preciseby minimizing (or reducing) the number
of parallel terms, retaining the more perfectly descriptive terms.

TERM TA CTICS
SUPER To move upward hierarchically to a broader (superordinate) term.
SUB To move downward hierarchically to a more speci¯c (subordinate) term.
RELATE To move sideways hierarchically to a coordinate term.
REARRANGE To reverseor rearrangethe words in search terms in any or reasonableorders.
CONTRAR Y To search for the term logically opposite that describing the desired informa-

tion.
RESPELL To search under a di®erent spelling.
RESPACE To try spacingvariants.

Table 9.3: Selectedexamplesearch tactics

Die in den Tabellen 9.3 und 9.4 dargestellten Beispiele fÄur Taktik en beziehensich auf boolesche IR-
Systeme.Es sollte aber klar sein, da¼man auch fÄur neuereSystemeBeispieleauf dieserEbeneder Such-
aktivit Äaten ¯nden kann.

Tabelle 9.5 zeigt BeispielefÄur Stratageme,die Teilbereiche der Suche, manchmal auch die ganzeSuche
umfassenkÄonnen. Im Gegensatzdazu bezeichnet eineStrategie stets einenvorgefa¼tenPlan fÄur eineganze
Recherche (z.B. Literatur fÄur die Vorbereitung einesSeminarvortrages Äuber probabilistische IR-Mo delle:
In der Bereichsbibliothek IR-Lehrb Äucher suchen und entsprechende Kapitel lesen| daraus Anfrage fÄur
die Online-Recherche nach ÄUberblicksartikeln konstruieren und diese durchfÄuhren | ÄUberblicksartikel
besorgenund darin referenziertewichtige weitere Arb eiten bescha®en.)

9.2.3 Kom bination von System beteiligung und Suchaktivit Äaten

Im Prinzip kann nun jede Stufe der Systembeteiligung mit jeder Art der Suchaktivit Äat kombiniert werden;
allerdings ist nicht jede solche Kombination sinnvoll. Als ein Beispiel zeigt Tabelle 9.6 eine Systembetei-
ligung auf Stufe 1 fÄur Taktik en (in booleschen Systemen). Heutige boolesche Systemebewegensich auf
den Stufen 1 und 2, beschrÄanken sich dabei aber auf moves.Aus Bates' Sicht sollte sich die gegenwÄartige
Forschung auf die Systembeteiligung der Stufen 1{3 fÄur Taktik en und Stratagemekonzentrieren, wÄahrend



KAPITEL 9. IR-SYSTEME 132

IDEA TA CTICS
RESCUE In an otherwise unproductive approach, to check for possibleproductive paths

still untried.
BREACH To breach the boundariesof one'sregionof search, to reviseone'sconceptof the

limits of the intellectual or physical territory in which one searchesto respond
to a query.

FOCUS To look at the query more narrowly, in one or both of two senses:(1) to move
from the whole query to a part of it or (2) to move from a broader to a narrower
conceptualization of the query.

Table 9.4: Selectedexamplesearch tactics

Journal Run Having identi¯ed a journal central to one's topic of interest, one reads or
browsesthrough issuesor volumesof the journal.

Citation Search Using a citation index or database,one starts with a citation and determines
what other works have cited it.

Area Scan After locating a subject areaof interest in a classi¯cation scheme, onebrowses
materials in the samegeneralarea.

Footnote Chase One follows up footnotes or references,moving backward in time to other re-
lated materials.

Index or Catalog One looks up subject indexing terms or free text terms in a catalog or abstract-
ing and indexing service(oneline or o²ine) and locatesall referenceson one's
topic of interest.

Sub ject Search

Table 9.5: Example stratagems

die Stufe 4 und / oder Strategien derzeit noch zu anspruchsvolle Aufgaben seien,um sieerfolgversprechend
angehenzu kÄonnen.

9.3 Semantic level

9.3.1 The FERMI multimedia retriev al mo del

There are three di®erent views for multimedia documents, namely the logical, layout and content view (see
e.g. [Meghini et al. 91]). The logical view dealswith the logical structure of the document (e.g. chapters,
sectionsand paragraphs)and the layout view with the presentation of the document on an output medium
(e.g. pagesand rectangular areaswithin a page). The content view addressesthe semantic content of a
document, and thus is the focus of IR.

The FERMI multimedia model (FMM) presented in [Chiaramella et al. 96] considersa content struc-
ture which is closelyrelated to the logical structure (in contrast to classicalIR models treating documents
as atomic units). Thus, the answer to an IR query may not only return whole documents, but also
substructures according to the logical structure. For this purpose, the FMM usesa representation for
the logical structure which focuseson those elements which are important for retrieval, thus neglecting
issuesdealt with by other models (e.g. ODA, SGML) which also relate to other tasks (e.g. authoring,
presentation).

A databaseis a set of documents, and each document is a tree consisting of typed structural objects
(e.g. book, chapter, section, paragraph, image), where the leavescontain single-mediadata. Hypermedia
documents also contain links between di®erent nodes (possibly from di®erent documents). Nodes are
assignedattributes, which can be either standard attributes (e.g. author or creation date) or so-called
index expressionsdescribing the content of a node. The latter are initially assignedto the leave nodes
only, where the indexing languagedependson the media type. For example, for text, there are languages
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SEARCHER COMMAND SYSTEM RESPONSE LIST
Too many hits SPECIFY

EXHA UST
PINPOINT
BLOCK
SUB

Too few hits NEIGHBOR
TRA CE
PARALLEL
FIX
SUPER
RELA TE
VARY

No hits RESPACE
RESPELL
REARRANGE
CONTRAR Y
SUPER
RELA TE
NEIGHBOR
TRA CE

SEARCHER COMMAND SYSTEM RESPONSE LIST
Needother terms NEIGHBOR

or TRA CE
wrong terms SUPER

SUB
RELA TE

Reviseterms SPACE
RESPELL
FIX
REVERSE
CONTRAR Y
SUPER
SUB
RELA TE

Revisesearch formulation SPECIFY
EXHA UST
REDUCE
PARALLEL
PINPOINT
BLOCK

Table 9.6: Tactics suggestedin responseto searcher request
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for describingthe physical, the structural and the symbolic content, whereasfor images,there is in addition
also a spatial and a perceptive content.

Depending on the class of an attribute, attribute values may be ascendingor descendingalong the
hierarchy. For example, the authors of di®erent nodes are propagated upwards (involving an attribute-
speci¯c mergeoperation), whereasthe publishing date of a completedocument is propagateddownwards.
The index expressionsassignedto leave nodes are also propagated upwards. Like any data model, the
FMM also supports typing of nodes, links and attributes.

Retrieval in this model follows the logical approach, i.e. search for document nodesn which imply the
query q. In order to consider the hierarchical structure of documents, the overall retrieval strategy is to
search for the smallest possibleunits (i.e. low-level nodes) ful¯lling this criterion. For example,assumea
node n comprising two subnodesn1 and n2, where n1 is indexed with t1 and n2 with t2; then n would be
indexed with both t1 and t2, and a query asking for these two terms would retrieve node n, but none of
n1 and n2. On the other hand, if there were a supernode n0, having n as subnode, then n0 also would be
indexed with t1 and t2 (plus possibly other terms from its other subnodes), but it would not be retrieved
in responseto q = t1 ^ t2, sincethere is a subnode of n0 (namely n) which also implies the query.

This strategy is supported by the upward propagation of index expressions.The original formulation of
the FMM usespredicate logic as basic retrieval logic, whereasin [Lalmas 97], a re¯nement of the retrieval
model (but restricted to propositional logic) using Dempster-Shafertheory is described. However, this
work is basedon propositional logic, thus leaving a huge gap between the semantic data model and the
logic usedfor its implementation.

9.3.2 POOL: A probabilistic ob ject-orien ted logic

The motivation behind the development of POOL ([RÄolleke 98]) was the need for a logic for retrieval of
structured objects, like e.g. hypermedia documents. Its major features are the support of nestedobjects
and the combination of a restricted form of predicate logic with probabilistic inference.

Objects in POOL havean identi¯er and a content, which is a POOL program. Objects with a nonempty
content are alsocalled contexts, becausethe logical formulas forming the content ¯rst are valid only within
this object/context. Propagation of this knowledge into other contexts is performed via the processof
augmentation (seebelow). A program is a set of clauses,where each clausemay be either a context, a
proposition or a rule. In the following example,we have several nestedcontexts: an article a1 consistingof
two sectionss11 and s12, where the latter again contains two subsectionsss121, ss122. A proposition is
either a term1 (lik e image), a classi¯cation (e.g. article(a1) ) or an attribute (e.g. s11.author(smith) ).
Propositionsalsomay benegated(e.g.not presentation ) or assigneda probabilit y (e.g.0.6 retrieval ).
a1[ s11[ image 0.6 retrieval presentation ]

s12[ ss121[ audio indexing ]
ss122[ video not presentation ] ] ]

s11.author(smith)
s121.author(miller) s122.author(jones)
a1.pubyear(1997)
article(a1) section(s11) section(s12)

subsection(ss121) subsection(ss122)
docnode(D) :- article(D)
docnode(D) :- section(D)
docnode(D) :- subsection(D)
mm-ir-doc(D) :- docnode(D) &

D[audio & retrieval]
german-paper(D) :- D.author.country(germany)

A rule consistsof a head and a body, where the head is either a proposition or a context containing
a proposition; the rule body is a conjunction of subgoals,which are propositions or contexts containing
a rule body. In the example program shown above, the ¯rst three rules state that articles, sectionsand
subsectionsare document nodes. Next, we classify documents talking both about audio and retrieval

1Throughout this paper, we use the word \term" in the typical IR meaning, not in the usual logical meaning. Logically ,
terms stand for argument-free predicates.
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as mm-ir-doc . We also allow for path expressionsin rule bodies as shown in the last rule, which is a
shorthand for D.author(X) & X.country(germany) .

A query consists of a rule body only, e.g. ?- D[audio & indexing] , for which ss121 would be an
answer.

A basic assumption underlying POOL is that clausesonly hold for the context in which they are
stated. For example, the query ?- D[audio & video] cannot be answered by an atomic context, since
audio occursin ss121 and video in ss122. For dealingwith content-basedretrieval of aggregatedcontexts,
POOL usesthe concept of augmentation. For this purpose,propositions are propagated to surrounding
contexts | similar to upward propagation of attribute values in the FMM. This way, the content of a
context is augmented by the content of its components. Thus, the last query would be ful¯lled by the
context s12. However, augmentation alsomay lead to inconsistencies:whenweask?- D[image & video]
and combine contexts s11 and s12, then we get a contradiction with respect to presentation . In classical
logic, this inconsistencywould allow us to infer anything. In order to avoid theseproblems,POOL is based
on four-valued logic (as described in [RÄolleke & Fuhr 96]), treating only presentation as inconsistent and
yielding a1 as correct answer to the last query.

Since we have no inference engine which implements POOL directly, we map POOL programs onto
probabilistic datalog programs, for which we usethe HySpirit inferenceengine.

9.3.3 FMM and POOL

From the description of POOL given above, it is obvious that it is more general than the FMM. The
FMM posesa number of reasonablerestrictions on hypermedia documents (e.g. that only leaf nodeshave
a content, or the type hierarchy on document nodes) which are not present in POOL. On the other hand,
both approachesdeal with nestedobjects, and the retrieval strategy of the FMM is already integrated in
POOL.

The only feature of FMM that we have to model explicitly in POOL is propagation of attribute values.
This can be achieved by formulating an appropriate rule for each attribute, depending on the propagation
direction, e.g.
D.author(A) :- D[S] & docnode(D) & docnode(S) &

S.author(A)
S.pubyear(Y) :- D[S] & docnode(D) & docnode(S) &

D.pubyear(Y)
The ¯rst rule performs (recursively) upward propagation of author names: When a document node D
contains a subnode S, then any author of S also is an author of D. In a similar way, the secondrule yields
downward propagation of the publication year.

The considerationof hypertext links in retrieval is not an explicit part of the FMM. However, intuitiv ely,
whenthere is a link from noden1 to n2, then the content of n2 shouldbeconsideredasbeingcontained in n1

in a similar way asthat of any subnodeof n1. Thus, a simplestrategy for achieving this kind of behaviour in
POOL would be the formulation of a rule like D[P] :- D.link(C) & C[P] , i.e. any proposition occurring
in an object that is linked to object D is consideredas being contained in D. However, our general idea
behind POOL is such that the content-oriented retrieval strategy should not be formulated explicitly , so
hypermedia retrieval should be a part of the implicit retrieval strategy of POOL.
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Implemen tierung von IR-Systemen

Nachdem in den vorangegangenenKapiteln zunÄachst Verfahren zur ReprÄasentation von Textinhalten und
eine Reihe von IR-Mo dellen vorgestellt wurden, soll nun in diesem Kapitel die Implementierung dieser
AnsÄatze beschrieben werden. Hierzu gehenwir zunÄachst kurz auf die dafÄur relevanten Hardware-Aspekte
ein und skizzierenden globalen Aufbau von IRS. Den Schwerpunkt desKapitels bilden die Darstellungen
von standardisierten Dokumentarchitekturen (ODA und SGML/XML) und von Zugri®spfadstrukturen,
die in IRS eingesetztwerden (Scanning, invertierte Listen, Signaturen, PAT-B Äaume).

10.1 Hardw are-Asp ekte

In diesemAbschnitt sollennur einigeKennzahlenvon heute verfÄugbarer Rechnerhardware aufgelistet wer-
den. Wir beschrÄanken uns dabei auf den Bereich der Workstations | zum einen, weil Gro¼rechner nur
noch fÄur kommerzielleOnline-IRS eingesetztwerden,zum anderen,weil mittlerw eile auch PCs in den Lei-
stungsbereich von Workstations sto¼en,soda¼eineUnterscheidungzwischendiesenbeidenRechnerklassen
Äuber°Äussigist. Die Rechenleistungvon Workstations liegt heute typischerweiseim Bereich zwischen 50 und
300 Mips (Millionen Instruktionen pro Sekunde)mit Hauptspeicherausbautenab 32 MB.

10.1.1 Speichermedien

FÄur IRS sind insbesondereoptische Speichermedienrelevant, weil sie hoheSpeicherkapazitÄaten bei niedri-
gen Kosten bieten. Zur Zeit sind drei verschiedeneTypen von optischen Platten auf dem Markt:

² CD-R OM besitzeneine KapazitÄat von 650 MB und bei n-Speed-Laufwerken eine Transferrate von
n * 170 kB/sec. Sie erlauben nur lesendenZugri®. Der Herstellungsaufwand zur Produktion einer
Master-CD ist relativ hoch, die StÄuckkosten jedoch relativ niedrig. Dadurch eignen sich CDs in
erster Linie fÄur die Verteilung von Datenbasenin ausreichender StÄuckzahl. Zahlreiche kommerzielle
Datenbasis-Produzenten bieten dahernebendemonline-Zugri®auf Hostsihre Datenbasenauch in der
Form von CDs an, fÄur die allerdings jÄahrlich Updatesnachgekauft werdenmÄussen.BesonderspopulÄar
sind derzeit die einmal beschreibbaren CD-R, die die Herstellung von CDs in kleinen StÄuckzahlen
ermÄoglichen.
Eine Weiterentwicklungen der CD-ROM ist die Digital Versatile Disk . Die DVD kann ein- oder
zweiseitig jeweils in einer oder in zwei Lagen beschrieben sein, woraus sich eine KapazitÄat zwischen
4.7 und 17 GB ergibt. Die ÄUbertragungsrate betrÄagt mindestens1.1 MB/s..

² W ORM -Platten (Write OnceReadMany) sind nur einmal beschreibbar und nicht lÄoschbar. Dadurch
sind sie in erster Linie fÄur die dauerhafte Archivierung geeignet.Es gibt siemit KapazitÄaten von 650
MB bis 9,6 GB. Am gÄangigsten ist das CD-Format mit ca. 650 MB (CD-R), das kaum teurer als
CD-ROMs ist und daher sowohl zur Datensicherung als auch zur Verbreitung von DatenbestÄanden
in kleinen StÄuckzahlen eingesetztwird.

FÄur alle Arten von optischen Platten gibt es sogenannte Jukeboxen, die fÄur eine einzelne Aufnahme-
/Wiedergabestation mit Hilfe einesWechslersmehrerePlatten aufnehmenkÄonnen.

136
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10.1.2 Ein-/Ausgab egerÄate

Zur maschinellen Erfassungvon Dokumenten werden heute bereits in weitem Ma¼eScanner eingesetzt.
Typische optische Au° Äosungenbewegensich im Bereich von 600 dpi (\dots per inch", also ¼ 0.04 mm).
Kombiniert man dieseGerÄate mit geeigneterZeichenerkennungssoftware, so erhÄalt man praktisch einsetz-
bare Klarsc hriftleser . Allerdings mu¼wegender nicht zu vernachlÄassigendenFehlerquoteeine manuelle
Nachbearbeitung der Texte erfolgen. Die zweite wichtige Anwendung von Scannernist das Einlesen von
Graphiken und von Dokumenten in Faksimile-Darstellung.

FÄur die Ausgabe von Dokumenten steht ein breites Spektrum von Druckern zur VerfÄugung. Weit
verbreitet sind Laserdruc ker (sowohl schwarzwei¼als auch in Farbe), die Au° Äosungenbis zu 1200 dpi
erreichen. HÄohereAu° Äosungenbietet noch der Fotosatz mit bis zu 2000dpi.

GebrÄauchliche Monitore mit 1{2 Millionen Pixels bieten dagegennur Au° Äosungenim Bereich 75{100
dpi. Aus diesemGrund werden fÄur CAD und Desktop Publishing teilweiseGerÄate mit hÄoherer Au° Äosung
eingesetzt.

10.1.3 Komm unik ationsnetzw erk e

Durch denTrend zu verteilten Informationssystemengewinnt die LeistungsfÄahigkeit der verwendetenKom-
munikationsnetzwerke an Bedeutung. Weit verbreitet ist z.B. die Clien t-Serv er-Arc hitektur , bei der
die DatenbestÄande auf einem Fileserver gehalten werden und erst bei Bedarf zu der Workstation, die die
Dokumente benÄotigt, Äubertragen werden. Heute sind folgendeKommunikationsnetzwerke im praktischen
Einsatz:

² Ethernet verwendet Koaxialkabel, twisted pair oder FDDI (¯b er distributed data interface) als
TrÄagermedium. Die typische ÄUbertragungsrate betrÄagt derzeit 100 Mbit/sec , Backboneswerden
im Gigabit-Bereich betrieben.

² ATM -Netze erreichen ÄUbertragungsratenbis in den Bereich von 1 GB/s . Im Vergleich zu Ethernet
sind aber hier die Anschlu¼kosten deutlich hÄoher.

² ISDN (integrated standard digital network) ist der von den Äo®entlic hen Telefongesellschaften an-
gebotene Standard zur DatenÄubermittlung. Aufgrund der BeschrÄankung auf herkÄommliche Telefon-
leitungen werden hier maximal 64 Kbit/sec pro Datenkanal Äubertragen. Ein einzelner Anschlu¼
bietet dabei zwei DatenkanÄale und einen zusÄatzlichen Steuerkanal.

² ADSL (Asymmetric Digital Subscriber Line) als Weiterentwicklung von ISDN erlaubt die ÄUbertra-
gung von bis zu 8 MBit/sec beim Empfang und bis zu 768 KBit/sec beim Senden.Aufgrund der
Asymmetrie ist ADSL primÄar fÄur typische Consumer-Anwendungengeeignet(Web-Browsen,Video
on Demand).

10.2 Aufbau von IRS

10.2.1 Funktionale Sicht

Abbildung 10.1 (aus [Frakes& Baeza-Yates 92]) zeigt die funktionale Sicht auf ein IRS.

10.2.2 Dateistruktur

Abbildung 10.2 zeigt die Dateistruktur eines typischen IRS. Neben der Dokumen t-Datei mit den ei-
gentlic hen Dokumenten sind meist noch zwei zusÄatzliche Dateien vorhanden: Das W Äorterbuc h enthÄalt
die in den Dokumenten vorkommendenTerme zusammenmit ihrer DokumenthÄau¯gkeit; dadurch kann
ein Benutzer sich bei der Formulierung einer Anfrage Äuber die Verteilung der in Frage kommendenTerme
informieren. Zur Beschleunigung der Suche ist hier als spezieller Zugri®spfadein in verted ¯le skizziert.
DiesesenthÄalt fÄur jeden Term die Liste derjenigen Dokumentnummern, in denen der Term vorkommt.
Ein IRS mu¼dafÄur sorgen,da¼bei ÄAnderungen in der Dokument-Datei die beiden Hilfsdateien jeweils
aktualisiert werden.

Meist ist die Dateistruktur einesIRS noch wesentlic h komplexer, z.B. wenn ein ThesaurusunterstÄutzt
werden soll.
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10.2.3 Dialogfunktionen herk Äommlic her IRS

Ein herkÄommlichesIRS bietet fÄur Dialogretrieval meist folgendeFunktionen an:
² Zugangskontrolle (Datenschutz),
² Auswahl der Datenbasis(meist werden mehrereDatenbasenmit einem einzigenIRS verwaltet),
² AnzeigedesWÄorterbuchs / Thesaurus',
² Formulierung von Anfragen,
² Anzeigevon Antworten (einschlie¼lich Drucken und Downloading),
² Verwaltung von Suchpro¯len (zur spÄateren Modi¯k ation und fÄur periodisch wiederkehrendeRetrie-

vallÄaufe mit den neu hinzugekommenenDokumenten (SDI, selective dissemination of information))

10.3 Dokumen tarc hitekturen

Um Dokumente in einem IRS zu speichern, mu¼ein Eingabe- und Darstellungsformat fÄur diese festge-
legt werden. FrÄuhere IRS gingen meist von einfachen ASCII-Texten aus, doch heute stellt man hÄohere
AnsprÄuche an die Gestaltung von Dokumenten. In technisch-wissenschaftlichen DatenbasenmÄochte man
zumindest Formeln und nach MÄoglichkeit auch Graphiken ablegenkÄonnen.Bei BÄuroinformationssystemen
sollen die mit gebrÄauchlichen Textverarbeitungssystemenerstellten Dokumente beim Retrieval in ihrem
Originalformat angezeigtwerden, und au¼erdemsoll die MÄoglichkeit bestehen,die Dokumente mit dem
Textverarbeitungssystemdann weiter zu bearbeiten. Neben der Dokumentenerstellung spielendie Doku-
mentformate auch eineRolle beim elektronischenDokumentenaustausch: im einfachstenFall soll dasDoku-
ment beim EmpfÄangernur originalgetreu ausgedruckt werden,hÄau¯g mÄochte der EmpfÄangeraber auch das
Dokument weiter bearbeiten (im wissenschaftlichenBereich werdenz.B. hÄau¯g Dokumente im TeX-Format
per E-mail Äubertragen). Da aber eine Vielzahl von Textverarbeitungs bzw. Desktop-Publishing-Systemen
mit jeweils unterschiedlichen Dokumentformaten auf dem Markt sind, mÄussenStandardsde¯niert werden,
die den Austausch von Dokumenten zwischen den verschiedenenSystemenerlauben. InsbesonderemÄus-
sen auch IRS entsprechende Eingabe- und Ausgabeschnittstellen beinhalten (z.B. kann man mit einigen
kommerziellenIRS Dokumente im SGML- oder XML-F ormat verwalten).

In den folgendenAbschnitten stellen wir zwei Arten von standardisierten Dokumentformate vor: ODA
ist eine primÄar europÄaische Entwicklung fÄur den BÄurobereich, die primÄar wegen der darin enthaltenen
Konzepte interessant ist. Markup-Sprachen erfUhren zunÄachst durch das aus den USA stammendeSGML
eine gewisseVerbreitung, wÄahrend der NachfolgersXML heute durch das WWW in aller Munde ist.

10.3.1 OD A

ODA (O±ce Do cumen t Arc hitecture ) de¯niert ein Dokumentarchitektur-Mo dell, dasdie Be- und Ver-
arbeitung von Dokumenten durch unterschiedliche SystemeermÄoglicht. Das zugehÄorige Austauschformat
zur ÄUbertragung von Dokumenten zwischen verschiedenenSystemenhei¼tODIF (O±ce Do cumen t In-
terc hange Format ). Die nachfolgendeBeschreibung orientiert sich im wesentlic hen an der Darstellung
in [Kr Äonert 88].

10.3.1.1 Grundk onzepte von OD A

Das wesentlic he neueKonzept von ODA gegenÄuber frÄuheren Dokumentformaten ist die zweifache Struk-
turierung desInhalts einesDokumentes:

1. Die logisc he Struktur beinhaltet die Unterteilung einesDokumentes in seinelogischen Einheiten,
also Kapitel, Abschnitte, SÄatze, Bilder, Tabellen usw.

2. Die Layout-Struktur umfa¼tdagegendie Darstellungsaspekte in Form einer Unterteilung desDo-
kumentes in Seiten und diesewiederum rechteckige Bereiche.

Jede der beiden Strukturen wird im wesentlic hen als Hierarchie von Objekten dargestellt; zusÄatzlich
gibt eseinige nicht-hierarchische Relationen (z.B. fÄur Verweiseauf Fu¼noten).
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Der eigentlic he Inhalt 1 einesDokumentes ist auf die Objekte der untersten Stufe verteilt (nur diese
kÄonnen Inhalt besitzen). Dabei sind verschiedeneInhaltsarc hitekturen mÄoglich. Im Standard sind bis-
lang Text, Rastergraphik und Vektorgraphik erfa¼t.Die Norm ist allerdings durch HinzufÄugen weiterer
Inhaltsarchitekturen leicht erweiterbar.

Jedeslogische und Layout-Objekt ist ein Exemplar einer Objektklasse, die vorher de¯niert sein mu¼.
InsbesonderegehÄort auch ein Dokument als Objekt zu einer Dokumentklasse genannten Objektklasse.
Die De¯nition einer Dokumentklassebesteht ausder De¯nition der verwendetenObjektklassen;zusÄatzlich
kÄonnen hier vorgegebene InhaltsstÄucke (generic content) fÄur Objekte bestimmter Objektklassen de¯niert
werden, wie z.B. Logosoder Standardparagraphen.

10.3.1.2 Strukturen in OD A

Sowohl logische wie auch Layout-Struktur werden als Hierarchie von Objekten dargestellt. Dabei gehÄort
jedes Objekt zu einer Ob jektklasse und einem Ob jektt yp . Objektt ypen sind in der Norm de¯niert
zusammenmit den darauf anwendbarenAttributen und ihrer Rolle in der Dokumentarchitektur. Objekt-
klassenwerden in der Dokumentklassende¯nition auf der Basis von Objektt ypen spezi¯ziert.

FÄur die logische Struktur sind in ODA folgendeObjektt ypen de¯niert:
² documen t logical ro ot als oberste Stufe der logischen Struktur,
² basic logical ob ject als unterste Ebeneder logischen Struktur (Bl Äatter des Strukturbaumes), die

die Inhaltsportionen desDokumentes enthalten, und
² comp osite logical ob ject auf den Hierarchieebenen zwischen document logical root und basic

logical object.
FÄur die Layout-Struktur sind folgendeObjektt ypen vorgegeben:
² documen t layout ro ot als oberste Stufe der Layout-Struktur,
² page set als Zusammenfassungeiner Gruppe von Seiten,
² page als zweidimensionalerBereich, auf dem der Dokumentinhalt positioniert und dargestellt wird,
² frame als rechteckiger Bereich auf einer Seite, in den der Inhalt bei der Layoutgestaltung formatiert

werden kann. Ein frame enthÄalt i.a. mehrere BlÄocke, aber kein Block (au¼erer gehÄort zum generic
content) darf au¼erhalbeinesframes auftreten, und

² blo ck, der den Inhalt einer einzigenInhaltsarchitektur enthÄalt.
Die Zuordnung zwischen basic logical objects und blocks sieht nun so aus, da¼sowohl mehrere basic

logical objects einem block zugeordnetsein kÄonnen (z.B. eine Kapitel Äuberschrift bestehendaus Nummer
und Text) als auch umgekehrt mehrereblocks zu einembasic logical object (z.B. Aufteilung einesAbsatzes
auf zwei Seiten).

A ttribute beschreiben die Eigenschaften von Objekten. JedesAttribut hat einen Attributt yp und
einen Wert. Der Attributt yp legt die Semantik einesAttributs fest (z.B. Dimension fÄur Objekte vom Typ
page,frame und block, Position fÄur Objekte vom Typ frame oder Block). Attribute sind entwederexplizit
bei Objekten angegeben oder aus styles abgeleitet. Styles sind Attributsammlungen bei der zugehÄorigen
Objektklassenbeschreibung oder der hierarchisch ÄubergeordnetenObjektklasse.

10.3.1.3 Austausc hformat

ODIF de¯niert die Darstellung einesODA-Dokumentes als Bitstrom zum Zwecke der ÄUbertragung zwi-
schen verschiedenen Systemen.Hierbei gibt es verschieden mÄachtige Austauschformate. Diese variieren
bzgl. folgenderMerkmale:

² der Menge der verwendbaren Inhaltsarchitekturen: Die character content architecture (Text) ist in
allen Austauschformaten enthalten, komplexere Austauschformate enthalten zusÄatzliche Inhaltsar-
chitekturen.

² der ÄUbertragung in weiterbearbeitbarer und/o der formatierter Form: AbhÄangig vom Zweck desAus-
tauschs werden folgendeAustauschformate unterschieden:

{ Die formatierte Form erlaubt nur das originalgetreue Reproduzieren des Dokumentes (z.B.
Fax, Telex),

1hier nicht im Sinne der inhaltlic hen Bedeutung eines Textes
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{ Die weiterb earb eitbare Form ermÄoglicht die Weiterbearbeitung desDokumentes beim Emp-
fÄanger, allerdings mu¼hierbei das Layout vom EmpfÄanger de¯niert werden.

{ Bei der weiterb earb eitbaren formatierten Form wird das Dokument vollstÄandig Äubertra-
gen. Dadurch wird sowohl eine Weiterbearbeitung als auch eine originalgetreue Reproduktion
desDokumentes mÄoglich.

10.3.2 Markup-Sprac hen

10.3.2.1 Markup-Ans Äatze

Markup-Sprachen dienen dazu, durch zusÄatzlich in den Text eingestreuteTags die automatische Verar-
beitung von Texten zu steuern. AbhÄangig davon, was markiert wird, und wie die weitere Verarbeitung
gesteuertwird, kann man verschiedeneArten von Markup unterscheiden:

1. Zeichensetzung:Markieren von Satzzeichen, um z.B. Satzendepunktevon Abk Äurzungspunkten un-
terscheiden zu kÄonnen (in LATEX .Ã vs. .\Ã)

2. Layout: z.B. Markieren von Zeilen- und Seitenumbruch (in LATEX\linebreak , \pagebreak )
3. prozedural: prozeduraleBefehlezur Steuerungder Verarbeitung (wie z.B. in Tro®, TEX, LATEX)
4. deskriptiv: deskriptive Befehlezur Steuerungder Verarbeitung (wie z.B. in SGML)
5. referentiell: Verweiseauf andereDokumentteile, um dieseentwederzu referenzierenoder ausanderen

Dateien einzubinden (embed, include in SGML; \ref , \include in LATEX)
6. Meta-Markup: De¯nition von Syntax und Semantik der eigentlic hen Markup-Sprache (wie DTD

(document type de¯nition) in SGML, s.u.).

10.3.2.2 SGML

SGML steht fÄur
"
Standard GeneralizedMarkup Language\. Es wurde ursprÄunglich im US-Verlagswesen

als Format fÄur die Ablieferung von Manuskripten in elektronischer Form de¯niert. Mittlerw eile hat sich
SGML aber zum weltweit fÄuhrenden Standard fÄur Dokumentformate entwickelt.

10.3.2.2.1 SGML-Standards
SGML (Standard Generalized Markup Language) ist durch den ISO-Standard Nr. 8879 de¯niert. Da
SGML nur zur De¯nition der logischen Struktur von Dokumenten dient, aber (im Gegensatzetwa zu
ODA) keinerlei MÄoglichkeiten zur Steuerungdes Layouts vorsieht, gibt es ergÄanzendhierzu den DSSSL-
Standard (Document Style Semantics & Speci¯cations, ISO 10179),der eineLayout-Spezi¯kationssprache
fÄur SGML-Dokumente de¯niert. ODA ist im ISO-Standard 8613normiert, und die logische Struktur von
ODA-Dokumenten kann in ODML beschrieben werden, einer Sammlung von SGML-DTDs.

10.3.2.2.2 Eigensc haften von SGML
SGML einfach als Markup-Sprache zu bezeichnen, ist einevÄollig unzureichendeBeschreibung der MÄoglich-
keiten dieserSprache:

² Aufgrund der AusdrucksstÄarke kann SGML auch als Datenbank-De¯nitions-Sprache dienen(z.B. um
einen Produktkatalog zu verwalten). Es existieren bereits Software-Werkzeuge,die das Navigieren
und Suchen in solchen Strukturen realisieren.

² SGML ist eine erweiterbare Dokument-Beschreibungssprache, da jederzeit neue Tags hinzugefÄugt
werden kÄonnen und dies in der Regeleine aufwÄartskompatible Erweiterung ermÄoglicht.

² Als Metasprache dient SGML zur De¯nition von Dokumentt ypen.
SGML unterstÄutzt

² logische Dokumentstrukturen, insbesondereHierarchien beliebiger Schachtelungstiefe,
² die VerknÄupfung und Adressierungvon Dateien, um z.B. ein Dokument auf mehrereDateien aufzu-

teilen (Bilder werden stets in vom Text getrennten Dateien gehalten),
² Hypertext durch referentielle Verweise,
² Multimedia durch Einbinden nicht-textueller Darstellungen aus separatenDateien.
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10.3.2.2.3 Verarb eitung von SGML-Dokumen ten

Abbildung 10.7 zeigt die mÄoglichen Verarbeitungsschritte von SGML-Dokumenten. Nachdem ein
SGML-Dokument entweder mit einem normalen Texteditor oder einem syntaxgesteuerten Editor (z.B.
sgmls in Emacs) erstellt wurde, ÄuberprÄuft ein Parser die Syntax gemÄa¼der zugehÄorigen DTD. Danach
kann das Dokument fÄur eine Kontext-orientierte Suche indexiert werden (einige kommerzielle IRS un-
terstÄutzen bereits SGML-Dokumente) oder in eine andere ReprÄasentation Äubersetzt werden (zahlreiche
Textsysteme ermÄoglichen den Im- und Export im SGML-Format). Um ein SGML-Dokument dastellen
zu kÄonnen, benÄotigt man zusÄatzlich eine DSSSL-Spezi¯kation (sowie entsprechendeSoftware); fÄur unter-
schiedliche Ausgabemedienkann esverschiedenesolcher Spezi¯kationen geben.

10.3.2.2.4 SGML-Markup
SGML unterstÄutzt vier Arten von Markup:

1. deskriptiv durch Tags,
2. referentiel durch Referenzenauf Objekte,
3. Meta-Markup durch Markup-Deklarationen in der DTD, und
4. prozedural durch explizites Einbinden weiterer DTDs mittels der BefehleLINK und CONCUR.

Am wichtigsten ist der deskriptive Markup. Ein einzelnesElement wie z.B.
<SECTITLEID= SGML1 AUTHOR=Fuhr > SGML-Demo</SECTITLE>
besteht dabei aus folgendenTeilen:

² Der GI (generic identi¯er) kennzeichnet die Art des Elements in Start- und Ende-Tags (hier
<SECTITLE>am Beginn und </SECTITLE>am Ende

² ID=idref (im Start-Tag) ordnet dem Element einen eindeutigen Identi¯er zu
² Attribut-W erte-Paare (im Start-Tag) dienen zur Zuweisungvon Attributen
² Der eigentlic he Inhalt steht zwischen Start- und Ende Tag
Alle dieseTeile kÄonnen | abhÄangig von der DTD | optional sein. Die Elemente haben ein Inhalts-

Modell in Form einer Grammatik-Pro duktion, enthalten also selbst wieder andereElemente. Das oberste
Element ist jeweils das Dokument.

Abbildung 10.8 zeigt eine Beispiel-DTD und Abbildung 10.9 ein zugehÄoriges Dokument. In der DTD
beginnt die Deklaration der einzelnenElemente mit <!ELEMENT, gefolgt vom Elementnamen. Die nÄachsten
beiden Argumente geben an, ob Start-und Ende-Tag optional (O) oder verp°ichtend (-) sind. Danach
wird die Grammatikpro duktion des Elemntes in Form einesregulÄaren Ausdrucks notiert. #PCDATAsteht
dabei fÄur beliebigen Text (als Inhalt einesElements. Die Attributlisten der einzelnenElemente werden
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<!ELEMENTarticle - - (front, body) >
<!ELEMENTfront O O title author+>
<!ELEMENTtitle - - #PCDATA>
<!ELEMENTauthor - - #PCDATA>
<!ELEMENTbody O O section+>
<!ELEMENTsection - O sectitle par*>
<!ELEMENTsectitle - - #PCDATA>
<!ELEMENTpar - O #PCDATA>
<!ATTLIST article

crdate CDATA#REQUIRED
writer CDATA#REQUIRED>

<!ATTLIST body
numbering CDATA#IMPLIED
headings CDATA#IMPLIED>

Abbildung 10.8: Beispiel einer SGML-DTD

<article crdate=150596 writer=fuhr>
<title> SGML-Beispiel </title>
<author> N. Fuhr </author>
<section> <sectitle> 1. Abschnitt </sectitle>
<par> 1.Paragraph
<par> 2.Paragraph
<section> <sectitle> 2. Abschnitt </sectitle>
</article>

Abbildung 10.9: Beispiel-Dokument zur Beispiel-DTD

gesondertbeginnendmit <!ATTLIST deklariert, wobei fÄur jedesAttribut dessenTyp anzugeben ist und
ob das Attribut fehlen darf.

DTDs besitzensomit folgendeEigenschaften:
² Sie de¯nieren eine Klassevon Dokumenten (analog zur Objektklasse in ODA).
² Sie spezialisierenSGML fÄur Dokumente einer Klasse
² Sie beinhalten eine Attribut-Grammatik
² Sie beinhalten eine Schachtelungs-Grammatik
² Sie unterstÄutzen Hierarchien durch Schachtelung
Als etwas komplexeresBeispiel einer DTD gibt Abbildung 10.10 einen Teil der HTML-DTD wieder.

Hier taucht noch das syntaktische Element <!ENTITY auf, mit dem Makros de¯niert werden kÄonnen;
dadurch wird die zugehÄorige Grammatikpro duktion Äuberall dort eingesetzt,wo der Makroname auftaucht.
Kommentare sind in doppelte Bindestriche eingeschlossen.

10.3.2.3 HTML

Durch die zunehmendeVerbreitung des WWW ist HTML (Hyp ertext Markup Language) sehr popu-
lÄar geworden. Nur Web-Dokumente, die in diesem Format vorliegen, kÄonnen die volle Hypermedia-
Funktionaliat der Web-Browser ausnutzen. Dokumente in anderen Formaten mÄussen mittels externer
Viewer angezeigtwerden und kÄonnen daher keine Links enthalten.

Betrachtet man HTML aus Sicht von SGML, so lÄa¼tsich folgendesfeststellen:
1. HTML entspricht einer SGML-Dokumentklasse (DTD). Dadurch ist HTML weniger °exib el als

SGML.
2. HTML enthÄalt sowohl logische als auch Layout-Tags. Dadurch wird die strikte Trennung zwischen

logischer Strukur und Layout aufgegeben.Zudemsind die logischenTagsauf ein Minim um beschrÄankt
(i.w. Titel, Paragraph,AufzÄahlungen),waskeinevernÄunftige logischeStrukturierung ermÄoglicht. Dies
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<!ELEMENTHTMLO O HEAD,BODY--HTML document-->
<!ELEMENTHEADO O TITLE>
<!ELEMENTTITLE - - #PCDATA>
<!ELEMENTBODYO O %content>
<!ENTITY % content

"(%heading | %htext | %block | HR)*">
<!ENTITY % heading "H1|H2|H3|H4|H5|H6">
<!ENTITY % htext "A | %text" --hypertext-->
<!ENTITY % text "#PCDATA| IMG | BR">
<!ELEMENTIMG - O EMPTY--Embed. image-->
<!ELEMENTBR - O EMPTY>
<!ENTITY % block "P | PRE">
<!ELEMENTP - O (%htext)+ --paragraph-->
<!ELEMENTPRE- - (%pre.content)+ --preform.-->
<!ENTITY % pre.content "#PCDATA| A">
<!ELEMENTA - - (%text)+ --anchor-->
<!ELEMENTHR - O EMPTY-- horizontal rule -->
<!ATTLIST A

NAMECDATA#IMPLIED
HREFCDATA#IMPLIED --link--
>

<!ATTLIST IMG
SRCCDATA#REQUIRED --URL of img--
ALT CDATA#REQUIRED
ALIGN(top|middle|bottom) #IMPLIED
ISMAP(ISMAP) #IMPLIED
>

Abbildung 10.10:DTD zu HTML (Auszug)
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erweist sich als nachteilig, wenn umfangreiche Dokumente in HTML-F orm angeboten werden sollen
oder wenn man mittels einer der Internet-Suchmaschinen Retrieval im WWW machen will.

3. Das PrÄasentationsformat fÄur HTML ist mehr oder weniger verbindlich festgelegt. Da es aber nur
wenigeLayout-Tagsgibt und zudemkeineMÄoglichkeit zum ÄUbermitteln von DSSSL-Spezi¯kationen
besteht, sind die FormatierungsmÄoglichkeiten sehr begrenzt. Zahlreiche Anbieter versuchen dem da-
durch zu begegnen,da¼sie gro¼eTeile desDokumentes als inline-Bilder darstellen (analog zur Dar-
stellung von Formeln als inline-Graphik, wasdurch dasFehlenentsprechenderTagszur Auszeichnung
von Formeln bedingt ist).

10.3.2.4 XML

Da man durch die steigendenAnforderungen an Web-Angebote bald die Nachteile von HTML erkannt
hatte, die auch durch immer neueHTML-V ersionennicht behoben werden konnten, kam es zur RÄuckbe-
sinnung von SGML. Aufgrund der Erfahrungen mit SGML entschloss man sich jedoch, dies nicht direkt
zu verwenden,sonderneine verbesserteFassunghiervon zu entwickeln, die sogenannte Extended Markup
Language (XML). XML ist im wesentlic hen eine Vereinfachung von SGML und unterscheidet sich von
diesemin folgendenPunkten:

² Start- und Ende-TagsmÄussenimmer angegeben werden
² Eine Spezialform stellt das kombinierte Start-Ende-Tag dar, z.B. <br/> (Zeilenumbruch in HTML)

oder <IMG src= icon.gif /> (Einbinden einer Abbildung).
² Da es fÄur bestimmte o®eneAnwendungen nicht mÄoglich ist, eine DTD anzugeben, erlaubt XML

auch Dokumente ohne DTD. W ell-formed XML bezeichnet solche syntaktisch korrekte XML-
Dokumente (jedesStart-Tag ist durch ein Ende-Tag abgeschlossen).Valid XML setzt dagegendie
Angabe der zugehÄorigen DTD voraus, die das betre®endeXML-Dokument auch erfÄullen muss.

² Bei Elementnamen wird zwischenGro¼-und Kleinschreibung unterschieden,zudemsind, Unterstrich
und Doppelpunkt in solchen Namen erlaubt. Letztere dienen vor allem zur Angabe von PrÄa¯xen
zwecks Verwendung mehrerer Namespaces(De¯nitionen aus verschiedenenQuellen).

² Schlie¼lich sind zahlreiche SonderfÄalle aus SGML in XML verboten.
Abbildung 10.11 zeigt die XML-V ariante zur DTD aus Abbildung 10.8, ein Dokument hierzu ist in

Abbildung 10.12dargestellt.

<!ELEMENTarticle (title, abstract, section+)>
<!ELEMENTtitle (#PCDATA)>
<!ELEMENTabstract (#PCDATA)>
<!ELEMENTsection
((title, body+) | (title, body*, subsectn+))>
<!ELEMENTsubsectn (title, body+)>
<!ELEMENTbody (figure | paragr)>
<!ELEMENTfigure EMPTY>
<!ELEMENTparagr (#PCDATA)>

<!ATTLIST article author CDATA #REQUIRED
status (final | draft) "draft">

<!ATTLIST figure file ENTITY#IMPLIED>

<!ENTITY file SYSTEM"/tmp/picture.ps") NDATApostscript>
<!ENTITY amp "&">

Abbildung 10.11:Beispiel einer XML-DTD

Im Unterschied zu SGML hatte man bei der De¯nition von XML zwei unterschiedliche Arten von
Anwendungenim Auge:

1. Strukturierte Dokumente (wie bei SGML): Mittlerw eile wurden bereits DTDs fÄur Dokumente aus
speziellenBereichen de¯niert, so z.B. MathML fÄur mathematische Texte, CML fÄur Dokumente aus
der Chemie und SMIL fÄur multimediale Dokumente.
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<?xml version="1.0" encoding="ISO-8859-1"?>
<!DOCTYPEarticle SYSTEM"/services/dtds/article.dtd">
<article status = draft"

author = "Cluet Christophides">
<title>From Structured Documents to ...</title>
<abstract>Structured Documents (e.g SGML)can
benefit from... </abstract>
<section>
<title>Introduction</title>
<body><paragr>This Paper is organized as follows.
...
</body></section>
<section>
<title>SGML preliminaries</title>
<body>
<figure/>
</body></section>
</article>

Abbildung 10.12:Beispiel-Dokument zur XML-DTD

2. Formatierte Daten: Hier dient XML als Syntax zur Serialisierungstrukturierter DatenbestÄande (um
diese in standardisierter Form zwischen unterschiedlichen Anwendungen im Web auszutauschen),
wie z.B. fÄur Spreadsheets,Metadaten oder Datenbanken.

Um beider Arten von Anwendungenzu unterstÄutzen, gibt eseine ganzeReihe von zusÄatzlichen Stan-
dards (die sich zum gro¼enTeil noch in der Entwicklung be¯nden):
XSL (XML Style Language) ist das ÄAquivalent zu DSSSL,dient also zur De¯nition von Stylesheetszur

PrÄasentation. Bislang ist nur XSLT standardisiert, das lediglich die Transformation zwischen XML-
Dokumenten erlaubt. Allerdings ist damit schon die Abbildung nach HTML mÄoglich, und somit die
PrÄasentation.

XLink standardisiert die De¯nition von Hypertext-Links. Links kÄonnen sowohl intern als auch extern
(au¼erhalbdes XML-Dokumentes) abgelegt werden, eine Typisierung ist mÄoglich, ein Link kann
mehrereUrsprÄunge und mehrereZiele haben, und essind unterschiedliche Aktionen zum Verfolgen
einesLinks spezi¯zierbar.

XP oin ter spezi¯ziert AdressierungsmechanismenfÄur XML, um Anker (UrsprÄunge/Ziele) in XLink anzu-
geben. Prinzipiell kÄonnen beliebigeTeile von XML-Dokumenten adressiertwerden.

XML query language be¯ndet sich derzeit noch in der Entwicklung. VorlÄau¯g erlaubt XP ath die Su-
che nach TeilbÄaumen von XML-Dokumenten. Die XML Query Language soll dagegenwesentlic h
ausdrucksstÄarker sein, um sowohl Textretrieval als auch Datenbanksuche zu unterstÄutzen.

10.4 Zugri®spfade

10.4.1 Scanning

10.4.1.1 Generelle ÄUb erlegungen

Eine mÄogliche Alternativ e bei der Wahl einesgeeignetenZugri®spfadesfÄur ein IRS ist der Verzicht auf
einengesondertenZugri®spfad.Stattdessenwird einemÄoglichst e±ziente sequentielle Suche implementiert.
Der Vorteil dieser LÄosung ist die Einsparung des Overheads(Speicherplatz, Aktualisierungsaufwand) fÄur
einen Zugri®spfad.Andererseits hat dieseLÄosungeine Reihe von Nachteilen:

² Der Aufwand beim Retrieval (und damit die Antwortzeiten) wÄachst linear mit dem Datenvolumen.
Daher ist Scanning nur fÄur kleinere DatenbestÄande geeignet. Insbesonderewird Scanning auch in
Texteditoren eingesetzt.
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² Selbstwenn man nur den informatischen Ansatz zur ReprÄasentation von Textinhalten zugrundelegt,
mÄussentruncation, Maskierung und Kontextoperatoren in den Scanning-Algorithmus integriert wer-
den, was diesenau¼erordentlic h komplex macht. Will man aber den computerlinguistischen Ansatz
verwenden,dann wird die Komplexit Äat nochmals deutlich erhÄoht; eine Alternativ e hierzu wÄare die
zusÄatzliche Abspeicherung der Texte in normierter Form, um in diesenanstelle der Originaltexte zu
suchen | was aber wiederum eine deutliche ErhÄohung desSpeicherplatzbedarfs zur Folge hat.

² Problematisch ist auch die Kombination von Scanningmit Rankingalgorithmen. Da die inverseDo-
kumenthÄau¯gkeit eines Terms erst nach dem Durchlaufen aller Dokumente feststeht, mÄu¼tenal-
le Vorkommen aller Frageterme als Resultat des Scanningszwischengespeichert werden, bevor der
Rankingalgorithmus angewendet werden kann

Wenn somit mehrere GrÄunde gegen den generellen Einsatz von Scanning in IRS sprechen, so gibt es
dennoch einige wichtige Einsatzbereiche hierfÄur:

² Es gibt hardwaremÄa¼igeImplementierungen von Scanning-Algorithmen. Dabei sind diese Boards
direkt an den zu den Platten fÄuhrenden I/O-Kanal angeschlossen,und die Verarbeitungsgeschwin-
digkeit ist so hoch wie die Transferrate des Plattenlaufwerks. Dadurch werden die Dokumente mit
maximaler Geschwindigkeit durchsucht. Durch die Verteilung der Dokumente auf mehrere Platten
und die Zuordnung jeder Platte zu einem eigenenBoard kann ein paralleles Arb eiten mit linearer
Steigerungder Verarbeitungsgeschwindigkeit realisiert werden.

² Eine wichtige Dialogfunktion ist dasHighlighting von Suchbegri®enbei der Anzeigevon gefundenen
Dokumenten. Das Lokalisieren der Suchbegri®eim Dokumenttext ist nur durch ScanningmÄoglich.

² Werden Signaturen als Zugri®spfad eingesetzt, so liefern die Signaturen nur eine Obermengeder
korrekten Antwortdokumente. Daher mu¼einezusÄatzliche Vergleichskomponente implementiert wer-
den, die die gÄultigen Dokumente in dieser Obermengebestimmt. HierfÄur kommen nur Scanning-
Algorithmen in Frage.

10.4.1.2 Vorb emerkungen zu Scanning-Algorithmen

Die hier gewÄahlte Darstellung von Scanning-Algorithmen orientiert sich im wesentlic hen an der Beschrei-
bung [Baeza-Yates 89]. Dort ¯nden sich auch Literaturhin weisezu den einzelnenAlgorithmen. Wir be-
trachten hier nur Patterns, die aus einer festen Zeichenfolgebestehen.Zu den meisten der vorgestellten
Algorithmen existierenallerdings auch Varianten, bei denendie Patterns auch Alternativ enoder maskierte
Zeichen enthalten dÄurfen.

Einige Notationen werden im folgendenstÄandig benutzt:
n LÄangedeszu durchsuchendenTextes,
m LÄangedesPatterns (sei stets m · n),
c GrÄo¼edeszugrundeliegendenAlphabets §,

¹Cn Erwartungswert fÄur die Anzahl der zeichenweisenVergleiche in einem Algorithm us fÄur einen Text
der LÄangen.

Bei der Analyse desAufwands gehenwir von einer zufÄalligen Zeichenkette2 aus; dabei wird angenom-
men, da¼eine Zeichenkette der LÄange l aus der Konkatenation von l Zeichen besteht, die unabhÄangig
und gleichverteilt zufÄallig aus § entnommen werden. Dann ist die Wahrscheinlichkeit fÄur die Gleichheit
von zwei zufÄallig ausgewÄahlten Zeichen 1=c und die Wahrscheinlichkeit fÄur die ÄUbereinstimmung zweier
Zeichenfolgen der LÄange m ergibt sich zu 1=cm . Der Erwartungswert E (t) der Anzahl Tre®er t fÄur ein
Pattern der LÄangem in einem Text der LÄangen ist dann:

E (t) =
n ¡ m + 1

cm : (10.1)

2Da diese Annahme in der Realit Äat kaum zutri®t, werden au¼erdemexperimentelle Resultate mit englischem Text prÄa-
sentiert.
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10.4.1.3 Der naiv e Algorithm us

Beim naiven Algorithm us wird an jeder Position im Text mit dem ersten Zeichen desPatterns beginnend
verglichen, bis entweder eine Ungleichheit auftritt oder das Ende desPatterns erreicht wird. Das nachfol-
gendeBeispiel illustriert dieseVorgehensweisefÄur dasPattern abracadabra ; dabei ist beim Pattern jeweils
das letzte Zeichen aufgefÄuhrt, mit dem verglichen wird.
aababcabcdabracadabra

ab
abr
a
abr
a
a
abr
a
a
a
abracadabra

Eine einfache Implementierung diesesAlgorithm us' in Java sieht wie folgt aus:
public void naivesearch(char [] text, in t n, char [] pat, in t m) f / ¤ Search pat[1..m] ¤/

in t i, j, k, lim;

lim = n-m+1
for (i = 1; i · lim; i++) f / ¤ Search ¤/

k = i;
for (j = 1; j · m && text[k] == pat[j]; j++)

k++;
if (j > m) Report match at position(i);

g
g

FÄur AbschÄatzung desAufwands beim naiven Algorithm us werden folgendeFormeln angegeben:
² Erwartungswert fÄur die Anzahl Vergleiche bis zum ersten Tre®er:

¹C¯rstmatch =
cm +1

c ¡ 1
¡

c
c ¡ 1

(10.2)

² Erwartungswert fÄur die Gesamtzahl der Vergleiche:

¹Cn =
c

c ¡ 1

µ
1 ¡

1
cm

¶
(n ¡ m + 1) + O(1) (10.3)

(im worst casem ¢n Vergleiche).
Die oben gezeigteImplementierung des naiven Algorithm us' lÄa¼t sich deutlich verbessern,wenn die

zugrundeliegendeRechnerarchitektur spezielle Maschinenbefehle zur Suche nach dem ersten Auftreten
einesbestimmten Zeichens (bzw. einesZeichens aus einer Menge von Zeichen) bereitstellt. Zum Beispiel
gibt es in allen auf der IBM/360-Arc hitektur basierendenRechnern den Befehl \T ranslate and Test", der
genau dies leistet. Dieser Maschinenbefehl kann in obigem Algorithm us fÄur die Suche nach dem ersten
Zeichen des Patterns eingesetztwerden. Noch e±zienter ist allerdings die Suche nach dem Zeichen aus
dem Pattern mit der geringstenAuftretenswahrscheinlichkeit.

10.4.1.4 Der Kn uth-Morris-Pratt-Algorithm us

Dieser Algorithm us basiert auf folgender Idee zur Beschleunigung des naiven Algorithm us: Wenn bereits
eine teilweise ÄUbereinstimmung zwischen Pattern und Text gefundenwurde, bevor das erste verschiedene
Zeichen auftritt, kann dieseInformation zur Wahl einesbesserenAufsetzpunktesgewÄahlt werden.Dadurch
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wird vermieden, da¼der Pattern beginnend mit jeder Textposition verglichen werden mu¼.Folgendes
Beispiel illustriert dieseVorgehensweisefÄur das Pattern abracadabra :
aababrabrabracadabra

ab
abr

abrac
brac

bracadabra
Das Beispiel illustriert zum einendie Verringerung der Anzahl Aufsetzpunkte im Vergleich zum naiven

Algorithm us. Au¼erdemerkennt man aber auch, da¼der Zeiger im Text nie zurÄuckgesetztwerden mu¼.
Der Algorithm us erfordert eineVorprozessierungdesPatterns zur Erstellung einer Tabelle next[1..m] .

Dabei gibt next[i] jeweils die nÄachste Position im Pattern an, mit der bei Ungleichheit an der Position
i verglichen werden mu¼.Die De¯nition dieserTabelle ist wie folgt:

next [j ] = maxf i j(patter n[k] = patter n[j ¡ i + k] fÄur k = 1; : : : ; i ¡ 1)

^ patter n[i ] 6= patter n[j ]g

oder

next [j ] = max(f 0g [ M [j ]) mit

M [j ] = f i j1 · i < j ^ patter n[i ] 6= patter n[j ] ^

8k 1 · k < i (patter n[k] = patter n[j ¡ i + k])g

Es wird alsonach dem lÄangstenÄubereinstimmendenPrÄa¯x gesucht, soda¼dasnÄachste Zeichen im Pattern
verschieden ist von dem Zeichen, bei dem die Ungleichheit auftrat.

Beispiel: FÄur den Pattern abracadabra ergibt sich folgendeTabelle next :
a b r a c a d a b r a

next[j] 0 1 1 0 2 0 2 0 1 1 0 5
ZusÄatzlich bedeutet next[i] =0, da¼der Zeiger im Text um eins vorgerÄuckt wird und wieder mit dem

Anfang desPatterns vergleichen wird; next[m+1] de¯niert den Aufsetzpunkt im Fall einesTre®ers.
Der in Java implementierte Algorithm us sieht wie folgt aus:

kmpsearch(char [] text, in t n, char [] pat, in t m) f / ¤ Search pat[1..m] in text[1..n] ¤/
in t j, k, resume,matches;
in t next[MAX PATTERN SIZE];

pat[m+1] = CHARA CTER NOT IN THE TEXT;
initnext(pat, m+1, next); / ¤ Preprocess pattern ¤/
resume= next[m+1];
next[m+1] = -1;
j = k = 1;
while (k · n) f / ¤ Search ¤/

if (j == 0 jj text[k]==pat[j]) f
k++; j++;

g
else j = next[j];
if (j > m) f

Report match at position(k-j+1);
j = resume;

g
g
pat[m+1] = END OF STRING;

g
Als obere Schranke fÄur den Erwartungswert der Gesamtzahl der Vergleiche ergibt sich im Falle gro¼er

(c > 10) Alphabete:
¹Cn

n
· 1 +

1
c

¡
1

cm (10.4)
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Im Vergleich zum naiven Algorithm us ergibt sich folgende Verringerung des Aufwands beim KMP-
Algorithm us:

K M P
naiv e

¼ 1 ¡
2
c2 (10.5)

10.4.1.5 Der Boyer-Mo ore-Algorithm us

Diesere±ziente Algorithm us vergleicht dasPattern von rechts nach links mit dem Text. ZusÄatzlich werden
zwei Heuristiken zur Beschleunigung angewendet, nÄamlich eine Match-Heuristik (Äahnlich wie beim KMP-
Algorithm us) und eine Vorkommensheuristik.

Die Matc h-Heuristik verschiebt das Pattern so weit nach rechts, so da¼an der neuenVergleichspo-
sition

1. Das Pattern alle vorher ÄubereinstimmendenZeichen matcht und
2. ein anderesZeichen als vorher an der Vergleichsposition steht.
Beispiel zur Match-Heuristik:

..xaxraxxxxxxabracadabra

a
ra

bra
dabra
abracadabra

Die Match-Heuristik wird alsTabelledd implementiert. Hierbei gibt dd[i] denBetrag der Verschiebung
der Vergleichsposition (nach rechts) im Text an, wenn beim i ten Zeichen des Patterns eine Ungleichheit
auftrat. An der neuenPosition beginnt der Vergleich mit dem letzten Zeichen desPatterns. DieseTabelle
ist wie folgt de¯niert:

dd[j ] = minf s + m ¡ j js ¸ 1 ^ ((s ¸ j _ patter n[j ¡ s] 6= patter n[j ]) ^

((s ¸ i _ patter n[i ¡ s] = patter n[i ]) fÄur j < i · m))g

oder

dd[j ] = minf s + m ¡ j j1 · s · m ^ 8i 0 · i · m ¡ j (s + i < j !

(i = 0 ^ patter n[j ] 6= patter n[j ¡ s] _ i > 0 ^ patter n[j ] = patter n[j ¡ s + i ]))g

Beispiel: Tabelle dd fÄur das Pattern abracadabra :
a b r a c a d a b r a

dd[j] 17 16 15 14 13 12 11 13 12 4 1
Die Vork ommensheuristik verfolgt das Ziel, die Textposition, an der Ungleichheit auftrat, mit dem

ersten ÄubereinstimmendenZeichen im Pattern zur Deckung zu bringen. Hierzu wird eine Äuber dasTextzei-
chen indizierte Tabelle d benutzt, wobei d[c] analogzu dd den Betrag der Verschiebung der Vergleichspo-
sition im Text angibt, wenn an der aktuellen Position dasZeichen c die Ungleichheit verursacht hat. Damit
ergibt sich folgendeDe¯nition fÄur d:

d[x] = minf sjs = m _ (0 · s < m ^ patter n[m ¡ s] = x)g

Beispiel: Tabelle d fÄur das Pattern abracadabra :

d[0a0] = 0 d[0b0] = 2 d[0c0] = 6 d[0d0] = 4 d[0r 0] = 1 (10.6)

(fÄur alle anderenZeichen x ist d[x] = 11)
Von den beidenHeuristiken wÄahlt der Algorithm us jeweils den grÄo¼erenVerschiebungsbetrag und zwar

sowohl nach einer Ungleichheit wie auch nach einem Tre®er.Die Implementierung in Java sieht dann so
aus:
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public void bmsearch(char [] text, in t n, char [] pat, in t m) f / ¤ Search pat[1..m] in text[1..n] ¤/
in t k, j, skip;
in t dd[MAX PATTERN SIZE], d[MAX ALPHABET SIZE];

initd(pat, m, d); / ¤ Preprocess the pattern ¤/
initdd(pat, m, dd);
k = m; skip = dd[1] + 1;
while (k · n) f / ¤ Search ¤/

j = m;
while (j > 0 && text[k] == pat[j]) f

j--; k--;
g
if (j == 0) f

Report match at position(k+1);
k += skip;

g
else k += max(d[text[k]], dd[j]);

g
g

BezÄuglich der AufwandsabschÄatzung ergebensich folgendeAussagenfÄur denBoyer-Moore-Algorithmus:
² Im worst caseergibt sich O(n + r m), wobei r die Anzahl Tre®erangibt. Im ungÄunstigsten Fall ergibt

sich damit der gleiche Aufwand wie beim naiven Algorithm us.
² FÄur gro¼eAlphabete und m ¿ n gilt die untere Schranke

¹Cn

n
¸

1
m

+
m(m + 1)

2m2c
+ O(c¡ 2) (10.7)

² Bei ungleicher Auftretenswahrscheinlichkeit der Zeichen gilt ¹Cn =n < 1 unter der Voraussetzung

c

Ã

1 ¡
cX

i =1

p2
i

!

> 1: (10.8)

10.4.1.6 Der Boyer-Mo ore-Horsp ool-Algorithm us

Dieser Algorithm us ist eine vereinfachte, beschleunigte Variante des Boyer-Moore-Algorithmus'. Er ver-
wendet nur eineVorkommensheuristik:Die Verschiebung der Vergleichsposition wird mit dem Zeichen des
Textes berechnet, dessenPosition momentan mit dem letzten Zeichen des Patterns korrespondiert. Das
folgendeBeispiel illustriert dieseVorgehensweisebeim Pattern abracadabra :
..xaxxrbxdabracadabra

ra
a
a

a
adabra

a
abracadabra

ZusÄatzlich ist noch der Sonderfall zu behandeln, wenn das Textzeichen mit dem letzten Zeichen des
Patterns Äubereinstimmt, aber weiter vorne eine Ungleichheit aufgetreten ist. Hierzu wird bei der Berech-
nung der Shift-Tabelle zuerst der Eintrag fÄur das letzte Zeichen desPatterns auf den Wert m gesetztund
dann die Shift-Tabelle nur fÄur die ersten m ¡ 1 Zeichen desPatterns berechnet. DieseTabelle ist wie folgt
de¯niert:

d[x] = minf sjs = m _ (1 · s < m ^ patter n[m ¡ s] = x)g
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Beispiel: Tabelle d fÄur das Pattern abracadabra :

d[0a0] = 3 d[0b0] = 2 d[0c0] = 6 d[0d0] = 4 d[0r 0] = 1

(fÄur alle anderenZeichen x ist d[x] = 11).
Eine einfache Implementierung desAlgorithm us' ist nachfolgend dargestellt:

bmhsearch(char [] text, in t n, char [] pat, in t m) f / ¤ Search pat[1..m] in text[1..n] ¤/
in t i, j, k;
in t d[MAX ALPHABET SIZE];

for (j=0; j< MAX ALPHABET SIZE; j++)
d[j] = m; / ¤ Preprocessing ¤/

for (j=1; j< m; j++)
d[pat[j]] = m-j;

pat[0] = CHARA CTER NOT IN THE TEXT; / ¤ To avoid having code ¤/

text[0] = CHARA CTER NOT IN THE PATTERN; / ¤ for special cases ¤/
i = m;
while (i · n) f / ¤ Search ¤/

k = i;
for (j=m; text[k] == pat[j]; j--)

k--;
if (j == 0)

Report match at position(k+1);
i += d[text[i]];

g / ¤ restore pat[0] and text[0] if necessary ¤/
g

Der asymptotischer Aufwand diesesAlgorithm us' fÄur n und c (mit c ¿ n und m > 4) ist

¹Cn

n
=

1
m

+
m + 1
2mc

+ O(c¡ 2): (10.9)

10.4.1.7 Der Shift-Or-Algorithm us

Dieser Algorithm us ist ein Echtzeit-Algorithm us, der ohne Zwischenspeicherung des Textes auskommt.
Damit ist er besondersfÄur eine hardwaremÄa¼igeImplementierung geeignet.Die Grundidee basiert hierbei
auf der Theorie der endlichen Automaten: Es wird ein Vektor von m verschiedenen Zustandsvariablen
benutzt, wobei die i te Variable den Zustand desVergleichs zwischen den Positionen 1; : : : ; i desPatterns
und den Positionen (j ¡ i + 1); : : : ; j des Textes angibt (wobei j die aktuelle Textposition ist). Die Zu-
standsvariablen sind binÄar; die i te Zustandsvariable si hat dabei den Wert 0, falls die letzten i Zeichen
Äubereinstimmen,und sonstden Wert 1. (DieseungewÄohnliche De¯nition von

"
Wahrheitswerten\ kann auch

wieder umgedreht werden, dann mu¼aber u.a. im Algorithm us das OR durch ein AND ersetzt werden.)
ZweckmÄa¼igerweisewird der Zustandsvektors state als BinÄarzahl reprÄasentiert:

state =
m ¡ 1X

i =0

si +1 ¢2i (10.10)

Ein Tre®erendendan der aktuellen Position liegt dann vor, wenn sm = 0 (bzw. state < 2m ¡ 1).
Wenn ein neuesZeichen ausdem Text gelesenwird, mu¼der Statusvektor wie folgt modi¯ziert werden:
1. Der Vektor wird um 1 nach links verschoben und s1 = 0 gesetzt.
2. AbhÄangig von dem eingelesenenZeichen mu¼der Vektor aktualisiert werden. Hierzu dient eine Ta-

belle T mit Eintr ÄagenfÄur jedesZeichen desAlphabets. Der neueStatusvektor ergibt sich dann durch
Oder-VerknÄupfung desalten Vektors mit dem entsprechendenTabelleneintrag.
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Der modi¯zierte Statusvektor ergibt sich somit nach der Formel:

state = (state << 1) or T[curr char] (10.11)

(Hierbei steht << fÄur einen Linksshift um eine Position.)
Beispiel fÄur eine Tabelle T:

Alphabet: f a; b;c;dg Pattern: ababc

T[a]=11010 T[b]=10101 T[c]=01111 T[d]=11111
Die exakte De¯nition der Tabelle T ist folgende:

Tx =
m ¡ 1X

i =0

±(pati +1 = x) ¢2i (10.12)

mit ±(C) = 0, falls die Bedingung C erfÄullt ist (sonst 1)
Beispiel fÄur die Suche nach ababc im Text abdabababc:

Text : a b d a b a b a b c
T[x] : 11010 10101 11111 11010 10101 11010 10101 11010 10101 01111
shift : 11110 11100 11010 11110 11100 11010 10100 01010 10100 01010
shift-or: 11110 11101 11111 11110 11101 11010 10101 11010 10101 01111

Eine einfache Implementierung desShift-Or-Algorithm us in Java ist nachfolgend angegeben.
public static void sosearch(char[] text, int n, char[] pat, int m) f / ¤ Search pat[1..m] in text[1..n] ¤/

in t start, end, current;
long state, lim, mbits, hit;
long MAXSYM = 65535; / ¤ 216 ¡ 1 ¤/
long WORD = 62;
long T[] = new long [MAXSYM];
in t i, j;

if (m > WORD) System.out.println(" abort - usepat size< = word size");

state = 1; for (j=m; j> 0; j¡¡ ) state ¤= 2; state -= 1; / ¤ state = 2m ¡ 1 ¤/
for (i=0; i< MAXSYM; i++) T[i] = state; / ¤ Initialize T[] ¤/

/ ¤ for pat[j] in T[pat[j]] set bit j to 0 ¤/
mbits = state; / ¤ Only the ¯rst m bits of state may be 1 ¤/
lim = (state ¿ 1) & mbits;

/ ¤ state vector for the characters of the pattern ¤/
for (j=0; j< m; j++, lim = ((lim ¿ 1) & mbits) + 1) T[pat[j]] &= lim;

hit = (state + 1)/2; / ¤ hit = 2m ¡ 1 ¤/

/ ¤ pattern search ¤/
for (i=0; i< =n-m+1; i++) f

state = ((state ¿ 1) j T[text[i]]) & mbits;
if (state < hit) System.out.println(" match at position " + (i-m+1));

g
g

Die Komplexit Äat dieseAlgorithm us ist O(dm
w en), wobei dm

w e den Aufwand zur Berechnung einesShifts
bzw. zur Oder-VerknÄupfung von Bitstrings der LÄange m angibt und w die Wortl Äange des verwendeten
Rechners ist.

10.4.1.8 Erw eiterungen des Shift-Or-Algorithm us'

Im folgendenbeschreiben wir die in [Baeza-Yates & Gonnet 92] vorgestelltenErweiterungendesShift-Or-
Algorithm us'.
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10.4.1.8.1 Zeic henklassen
Wir verwendenhier folgendeSymbole zur Spezi¯kation von Patterns:

x bestimmtes Zeichen
. beliebigesZeichen

[Z ] Zeichen aus der MengeZ
C Komplementmenge der KlasseC

Zum Beispiel matcht das Pattern `M [ae][ij ]:[g ¡ ot ¡ z]' die Zeichenfolgen`Meier', `Majer', `Meise', aber
nicht `Maler' oder `Maien'.

ZeichenklassenkÄonnenim Shift-Or-Algorithm useinfach durch folgendegeÄanderteDe¯nition der Tabelle
T behandelt werden:

Tx =
m ¡ 1X

i =0

±(pati +1 2 Classi +1 ) ¢2i

Somit Äandert sich nur die PrÄaprozessierungdesPatterns, der eigentlic he Algorithm us bleibt unverÄandert.

10.4.1.8.2 Zeic henk ettensuc he mit erlaubten Fehlern
Wir nehmenan, die Maximalzahl erlaubter Fehler sei vorgegeben. Im Algorithm us ersetzenwir dann die
einzelnenBits desStatusvektors durch einenZÄahler fÄur die Anzahl der Fehlerund addierendie Eintr Äageaus
T anstelle der bisherigenOR-VerknÄupfung. Das folgendeBeispiel fÄur die Suche nach ababc mit hÄochstens
2 Fehlern im String abdabababcillustriert dieseVorgehensweise:
text : a b d a b a b a b c
T[x] : 11010 10101 11111 11010 10101 11010 10101 11010 10101 01111
shift : 99990 99900 99010 91210 22200 23010 40200 03010 40200 03010
shift-or: 99990 99901 99121 92220 32301 34020 50301 14020 50301 04121

* *
Hier wird angenommen,da¼die Zahl 9 fÄur die grÄo¼tedarstellbare Zahl steht. Der eigentlic he Algorith-

mus legt die Anzahl der Bits fÄur die ZÄahler entsprechend der vorgegebenenMaximalzahl von Fehlern fest
und verwendet einen zusÄatzlichen Bitv ektor zur Markierung des ÄUberlaufs.

10.4.1.8.3 Alternativ e Patterns
Hierbei wird gleichzeitig nach mehreren Patterns p1; : : : ; pl gesucht. Dieser Fall lÄa¼tsich auf zwei Arten
behandeln:

a) Mit einem eigenemStatusvektor und einer eigenenTabelle T fÄur jedesPattern: Sei mmax die ma-
ximale LÄange der Patterns, also mmax = maxi (jpi j). Der Aufwand ist dann der l-fache gegenÄuber
einem einzelnenPattern, nÄamlich O(dm max

w eln).
b) Alternativ dazu kann man alle Statusvektoren verketten und ebensodie entsprechendenEintr Äagein

T. Sei msum =
P

i jpi j, dann ist der Aufwand nun O(dm sum
w en), also i.d.R. niedriger.

10.4.1.9 Vergleic h der Verfahren

Abbildung 10.13 zeigt experimentelle ErgebnissefÄur die Anwendung der vorgestellten Algorithmen auf
englischsprachige Texte.

10.4.2 ÄAhnlic hkeit von Zeichenk etten

Die ÄAhnlichkeit von Zeichenketten spielt bei der die Suche nach Eigennamen und zur Korrektur von
Tippfehlern eine wichtige Rolle. Wir stellen hier nur kurz drei wichtige Methoden vor; ein ausfÄuhrlicherer
ÄUberblick ¯ndet sich in [Faloutsos85].
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Abbildung 10.13:Experimentelle ErgebnissefÄur englischsprachigen Text
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10.4.2.1 Phonetisierungsalgorithmen

FÄur die Suche nach phonetisch gleichen WÄortern gibt esPhonetisierungsalgorithmen,die WÄorter auf einen
internen Code abbilden. Phonetisch gleichen WÄortern soll dabei mÄoglichst der gleiche Code zugeordnet
werden.Die Sucheerfolgt dann auf der BasisdieserCodes.Zum Beispielbildet der SOUNDEX-Algorithm us
[Gadd 88] den gleichen Code fÄur die englischsprachigen WÄorter

"
Dixon\,

"
Diksen\ und

"
Dickson\. Ein

Nachteil diesesVerfahrensist allerdings,da¼Äahnlich geschriebeneWÄorter hÄau¯g auf unterschiedlicheCodes
abgebildet werden, wie z.B. bei den WÄortern

"
Rodgers\ und

"
Rogers\.

10.4.2.2 Damerau-Lev enstein-Metrik

Speziell zur Tippfehlerkorrektur wurde die Damerau-Levenstein-Metrik als ÄAhnlichkeitsma¼fÄur Zeichen-
ketten entwickelt. DieseMetrik soll beim Vergleich einesTextwortes mit einemWort ausdem WÄorterbuch
die Zahl der Tippfehler annÄahern, um dann dasÄahnlichste Wort auszuwÄahlen. Es werdenvier mÄogliche Ar-
ten von Fehlern angenommen:EinfÄugung, LÄoschung, Substitution, Transposition. FÄur zwei Zeichenketten
s und t wird dann die minimale Anzahl von Fehlern berechnet, mit der dieseineinander ÄuberfÄuhrt werden
kÄonnen.Die DL-Metrik wird rekursiv berechnet, indem die beidenStrings zeichenweiseverglichen werden,
und bei Ungleichheit diejenige der vier Fehlerarten angenommen,die insgesamt den Abstand minimiert.
Sei f (i; j ) der Abstand der zwei Zeichenketten, wenn bis zum i ten Zeichen von s und bis zum j ten Zeichen
von t verglichen wurde. Der minimale Abstand berechnet sich dann nach der Formel:

f (0; 0) = 0 (10.13)

f (i; j ) = minf f (i ¡ 1; j ) + 1; f (i; j ¡ 1) + 1; f (i ¡ 1; j ¡ 1) + d(si ; t j );

f (i ¡ 2; j ¡ 2) + d(si ¡ 1; t j ) + d(si ; t j ¡ 1) + 1g (10.14)

Hierbei ist d(si ; t j )=0, falls das i te Zeichen von s und mit dem j ten Zeichen von t Äubereinstimmt (also
si = t j ), sonst ist d(si ; t j )=1.Das nachfolgendeBeispiel illustriert die Anwendung dieser Formel fÄur den
Vergleich der Zeichenketten MONSTER und CENTRE.

Zeichen Operation Kosten
M C Substitution 1
O E Substitution 1
N N = 0
S { EinfÄugung 1
T T = 0
E R halbe Transpos. 1/2
R E halbe Transpos. 1/2

Summe 4
Wesentlic he Nachteile der DL-Metrik sind zum einen die relativ aufwendige Berechnung, zum ande-

ren das Fehlen geeigneterZugri®spfadezur Beschleunigung der Suche in umfangreichen WÄorterbÄuchern;
lediglich durch Clustering kann hier eine gewisseE±zienzsteigerung erreicht werden.

10.4.2.3 Trigrams

Trigrams sind Zeichenfolgender LÄange 3. Bei der ÄAhnlichkeitssuche Äuber Trigrams werden zunÄachst die
WÄorter auf die Menge der enthaltenen Trigrams abgebildet, also z.B. die Zeichenkette `MENGE' auf
f ` ME', `MEN', `ENG', `NGE', `GE 'g. Dann wird nach WÄortern gesucht, die in mÄoglichst vielen Trigrams
mit dem gegebenenWort Äubereinstimmen.Somit hat man im Prinzip einen\coordination level match" auf
der Ebeneder Trigrams. Die Suchekann durch spezielleZugri®spfadewie invertierte Listen oder Signaturen
beschleunigt werden.Trigrams sind daher einee±ziente und wirkungsvolle Methode zur ÄAhnlichkeitssuche
auf Zeichenketten.

10.4.3 In vertierte Listen

Die hÄau¯gste in IRS verwendeteZugri®smethode sind invertierte Listen. Sie zeichnen sich durch extrem
kurze Zugri®szeitenaus; nachteilig ist allerdings der Speicheroverheadund der hohe ÄAnderungsaufwand,
der eine sofortige Aktualisierung der invertierten Listen beim Einf Äugen oder ÄAndern von Dokumenten
praktisch unmÄoglich macht.
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10.4.3.1 Prinzipieller Aufbau

Eine invertierte Liste einesTerms ist eine aufsteigendsortierte Listen von Dokumentnummern derjenigen
Dokumente, in denender Term vorkommt, also z.B.:

t1: d2 d15 d23 d89 : : :
t2: d5 d15 d89 : : :

Mit invertierten Listen lÄa¼t sich boolesches Retrieval relativ einfach implementieren. Die einzelnen
Operationen der booleschen Algebra werden dabei auf entsprechendeListenoperationen abgebildet:

_ Vereinigender Listen
^ Schneiden der Listen

^: Di®erenzbildung
Beispiel: Ergebnisliste fÄur t1 _ t2

d2 d5 d15 d23 d89 : : :

Beispiel: Ergebnisliste fÄur t1 ^ t2

d15 d89 : : :
Soll auch die Suche mit Kontextoperatoren durch die invertierten Listen unterstÄutzt werden, so mÄus-

sendie Eintr ÄagefÄur die einzelnenDokumente entsprechend erweitert werden. Man nimmt dann Angaben
Äuber alle Vorkommen des Terms im Dokument in den Eintrag auf. Zum Beispiel kann fÄur jedeseinzelne
Vorkommendie Kennung desentsprechendenDokumentfeldes,die Satznummer und die Wortnummer fest-
gehaltenwerden;dadurch ist esmÄoglich, BedingungenbezÄuglich desDokumentfeldes(z.B. Vorkommennur
im Titel), Wortabstand, Wortreihenfolgeund desVorkommensim gleichen Satz auf den invertierten Listen
abzuprÄufen, ohne auf das eigentlic he Dokument zugreifen zu mÄussen.Diese enorme Beschleunigung der
Suche mu¼allerdings mit einemhohenSpeicherplatzbedarf erkauft werden:Invertierte Listen, die nur boo-
lesche Operatoren unterstÄutzen, begnÄugen sich bei geschickter Organisation mit 10 % desSpeicherplatzes
der PrimÄardaten, wohingegendie Listen mit erweiterten Eintr Äagenbis zu 100 % benÄotigen.

10.4.3.2 Ranking mit in vertierten Listen

Oben wurde bereits gezeigt,wie einfach man booleschesRetrieval mit invertierten Listen implementieren
kann. Ein hÄau¯ges Vorurteil gegenÄuber Rankingverfahren ist der wesentlic h hÄohereBerechnungsaufwand
zur Bestimmung der Rangliste der Dokumente. In diesemAbschnitt beschreiben wir einen einfachen Al-
gorithmen zur Bestimmung der k Dokumente mit dem hÄochsten Retrievalgewicht, wobei k von au¼en
vorgegeben ist. Dabei gehenwir von folgendenAnnahmen aus:

² Als Retrievalfunktion soll das Skalarprodukt berechnet werden. (Andere Retrievalfunktionen lassen
sich durch geringfÄugige Modi¯k ation der beschriebenenAlgorithmen realisieren.)

² Die Eintr Äagein der invertierten Liste enthalten zusÄatzlich das Indexierungsgewicht desTerms bzgl.
desbetre®endenDokumentes.

Das Ziel beim Entwurf e±zienter Algorithmen fÄur dieseAufgabenstellung mu¼die Minimierung der An-
zahl der Plattenzugri®e sein. Daher mu¼die Berechnung der Retrievalgewichte ausschlie¼lich Äuber die
invertierten Listen erfolgen.

Im folgendenwird ein einfacher zwei Algorithm us vorgestellt, der die oben gestellten Anforderungen
erfÄullt. E±zien tere Algorithmen sind in [Mo®at & Zobel 96] beschrieben (siehedie zugehÄorigen Folien zum
nÄachsten Abschnitt).

10.4.3.2.1 Naiv er Algorithm us

DieserAlgorithm us fÄuhrt im Prinzip ein Mischen aller invertierten Listen der Fragetermsaus,waseiner
ODER-VerknÄupfung dieserTerms beim booleschen Retrieval entspricht. ZusÄatzlich werden beim Mischen
die Retrievalgewichte berechnet.

Als Beispiel betrachten wir wieder die invertierten Listen zu zwei Termen t1 und t2:
t1 d2; u12 , d15; u115 d23; u123 d89; u189 : : :
t2 d5; u25 d15; u215 d89; u289 : : :
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Mit zugehÄorigen Fragetermgewichten w1 und w2 und dem Skalarprodukt als Retrievalfunktion erhalten
wir dann folgendesErgebnis:
d2: w1 ¢u12 , d5: w2 ¢u15 , d15: w1 ¢u115 + w2 ¢u115 , d23: w1 ¢u123 , d89: w1 ¢u189 + w2 ¢u189

Der nachstehende Algorithm us verarbeitet die einzelnen Listen nacheinander | dadurch wird der
Hauptspeicherbedarf minimiert.

1. FÄur jedesDokument der Kollektion: SetzeAkkumulator Ad auf 0
2. FÄur jeden Term der Anfrage:

(a) Hole I t , die invertierte Liste fÄur t.
(b) FÄur jedesPaar hDokumentnummer d, Indexierungsgewicht ud;t i in I t setzeAd Ã Ad+ wq;t ¢ud;t .

3. Bestimme die k hÄochsten Werte Ad

4. FÄur jedesdieserk Dokumente d:
² a) Hole die Adressevon Dokument d.
² b) Hole Dokument d and prÄasentiere esdem Benutzer.

10.4.3.3 Komprimierung in vertierter Listen

Siehe[Mo®at & Zobel 96].

10.4.4 Signaturen

10.4.4.1 Das Signaturk onzept

10.4.4.1.1 Grundidee

Signaturen sind Bitstrings fester LÄange, auf die man im IR WÄorter und Texte abbildet. (Man kann
Signaturen auch in Standard-DatenbanksystemenfÄur andereArten von Attribut werten einsetzen.)Indem
man nun die Suchoperationen auf den Signaturen durchfÄuhrt, erhÄalt man einedeutliche E±zienzsteigerung
gegenÄuber der Suche in den ursprÄunglichen Texten. Durch spezielleSpeicherungsformenfÄur die Signaturen
ist eine weitere Beschleunigung mÄoglich.

Im folgendenverstehenwir unter einer Signatur einen Bitstring S mit

S := < b1; b2; : : : ; bL > mit bi 2 f 0; 1g; L 2 IN (10.15)

Signaturen werdendurch die Abbildung von WÄortern auf Bitstrings erzeugt;dieseAbbildung wird i.a. mit
Hilfe von Hash-Funktionen de¯niert. Dabei entstehen sogenannte Homon yme , wenn verschiedeneWÄorter
auf die gleiche Signaturen abgebildet werden. Da somit keine eineindeutigeAbbildung zwischen WÄortern
und Signaturen existieren, kÄonnen Signaturen nur als Filter eingesetztwerden, um eine Obermengeder
gesuchten WÄorter bzw. Dokumente zu bestimmen (siehe10.4.4.1.2).

Man unterscheidet zwei Arten von Signaturen:
² Bei Bin Äarsignaturen werden die WÄorter auf alle 2L mÄoglichen Signaturen abgebildet. Der zuge-

hÄorige Signaturoperator = S prÄuft dann die Gleichheit von Anfrage- und Satzsignatur, um mÄogliche
Tre®erzu bestimmen.

² Bei Äub erlagerungsf Äahigen Signaturen wird der Wert einer Signatur nur durch die gesetztenBits
bestimmt. Als Signaturgewic ht g bezeichnet man dabei die Anzahl der gesetztenBits, die i.a.
fÄur alle WÄorter gleich ist. Somit werdendie WÄorter hier auf

¡ L
g

¢
verschiedeneSignaturen abgebildet.

Der wesentlic heVorteil ÄuberlagerungsfÄahiger Signaturen besteht nun darin, da¼man neben einzelnen
WÄortern auch ganzeTexte auf eine einzigeSignatur abbilden kann, indem man die Signaturen der
im Text vorkommendenWÄorter mit ODER verknÄupft, wie im nachfolgendenBeispiel:
text 010010001000 S1

search 010000100100 S2

methods 100100000001 S3

text search methods 110110101101 S1 _ S2 _ S3

Im Vergleich zu BinÄarsignaturen ergeben sich folgendeVor- und Nachteile ÄuberlagerungsfÄahiger Si-
gnaturen:
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{ Durch die ÄUberlagerungentstehen zusÄatzliche Fehler (sogenannte Phan tome ), da die gesetzten
Bits nicht mehr eindeutig den Ausgangssignaturenzugeordnetwerden kÄonnen.

+ Es ist wesentlic h einfacher, geeigneteIndexstrukturen fÄur die Signaturen anzulegen.
+ Man kann ganzeTextblÄocke (Mengen von WÄortern) auf eine einzigeSignatur abbilden, was zu

einfacheren und e±zienteren Suchalgorithmen fÄuhrt.
Zum Vergleich von Anfrage- und Satzsignatur bei ÄuberlagerungsfÄahigen Signaturen dient der Si-
gnaturoperator ¶ S . Dieser prÄuft das Enthaltensein der Anfragesignatur in einer Satzsignatur, also

S ¶ S SQ , (8)((1 · i · L ) ^ ((bQ
i = 1) ) (bi = 1))) ; S;SQ 2 SL : (10.16)

Dieser Operator kann auf e±ziente Bitop erationen zurÄuckgefÄuhrt werden, wie sie von allen Rechne-
rarchitekturen angeboten werden:

S ¶ S SQ , S ^ SQ = SQ , (: S) ^ SQ = 0S (10.17)

Das folgendeBeispiel illustriert die Anwendung diesesOperators:
text search methods 110110101101
in search of knowledge-basedIR 010110101110
an optical system for full text search 010110101100
the lexicon and IR 101001001001

Anfrage:
text search 010010101100

Der Signaturoperator liefert die ersten drei DatensÄatze als Antworten. Ein Blick auf die zugehÄorigen
Texte zeigt, da¼der zweite Satz die gesuchten WÄorter nicht enthÄalt. Solche Antworten bezeichnet
man als false drops . Sie entstehen durch Homonyme und Phantome. Ein wesentlic hes Ziel beim
Entwurf von Signaturen ist daher, die Anzahl der false drops nicht Äuber eine vorgegebeneSchwelle
steigenzu lassen(siehefolgendeAbschnitte).

Im folgendenbetrachten wir nur noch ÄuberlagerungsfÄahige Signaturen.

10.4.4.1.2 Prinzipielle Organisation eines Signatur-Systems

Abb. 10.14zeigt die prinzipielle Organisation einesSignatur-Systems.FÄur eine Anfrage K Q wird zu-
nÄachst im Maskengeneratordie zugehÄorige Signatur Q erzeugt. Die Signaturdatei enthÄalt die Signaturen
aller DatensÄatze. In der Adre¼auswahlkomponente werdendieseSignaturenmit der Anfragesignatur vergli-
chen. Als Ergebnis erhÄalt man eine MengeD Q von Adressenvon DatensÄatzen, deren Signaturen den Test
bestandenhaben. Der Zugri®smanagerholt nun die zugehÄorigen DatensÄatze D Q (F ) aus der Datendatei.
In der Vergleichskomponente werden dieseDatensÄatze mit der ursprÄunglichen Anfrage verglichen, um die
falsedrops auszu¯ltern.

10.4.4.2 Co dierungsmetho den

Wir betrachten nun verschiedeneMethoden, um Mengen von WÄortern bzw. n-grams auf Signaturen ab-
zubilden

10.4.4.2.1 Disjoin t Co ding

Beim disjoint coding (das man auch word coding nennt, wenn es wie hier auf WÄorter angewendet
wird), wird jedesWort einzeln auf eine Signatur abgebildet. Die Signatur einesTextes besteht dann aus
der Verkettung der Signaturen der einzelnenWÄorter. Wir fÄuhren nun folgendeSymbole ein:

L LÄangeder Signatur,
g Signaturgewicht (Anzahl gesetzter1-Bits),

SP = SP(L; g): Signaturpotential (Anzahl verschiedenererzeugbarerKodierungen)
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Abbildung 10.14:Organisation einesSignatur-Systems
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Man versucht nun Signaturen so zu entwerfen, da¼das Signaturpotential fÄur eine vorgegebeneLÄange
L maximiert wird; dadurch erreicht man eineminimale Fehlerrate (s.u.). Das Signaturpotential berechnet
sich aus der LÄangeund dem Gewicht zu:

SP =
µ

L
g

¶
=

L!
g!(L ¡ g)!

(10.18)

DieserWert ist maximal fÄur g = L
2 . Zum einenwei¼man ausder Informationstheorie, da¼ein Datenstrom

dann die maximale Information enthÄalt, wenn die Wahrscheinlichkeit fÄur ein gesetztesBit 1
2 ist. Hier soll

aber auch kurz der Beweis fÄur unserekonkrete Anwendung skizziert werden:
Da

¡ L
g

¢
=

¡ L
L ¡ g

¢
, kÄonnen wir unsereBetrachtungen auf den Fall g · bL

2 c beschrÄanken. Nun sei

SP1 = SP(L; bL
2 c) und

SP2 = SP(L; bL
2 c ¡ 1) = SP1 ¢

g
L ¡ (g ¡ 1)

:

Wegeng · L
2 folgt daraus:

SP2 · SP1 ¢

Ã ¥
L
2

¦

¥
L
2

¦
+ 1

!

< SP1

Die gewÄunschte Aussagebeweist man dann durch InduktionsbeweiseÄuber g und Äuber L .
Wir betrachten nun die Fehlerrate beim disjoint coding. Hierzu fÄuhren wir folgendeBezeichnungen

ein:
F Fehlerrate = Anzahl zu erwartender Fehler (fÄalschlicherweisegefundeneSignaturen)

W WÄorterbuchgrÄo¼e(Anzahl verschiedenerWÄorter)
N Anzahl SÄatze in der Datenbank

Wenn den WÄortern Signaturen zugeordnetwerden, dann werden W verschiedeneWÄorter auf SP =
¡ L

b L
2 c

¢

verschiedeneSignaturenabgebildet.Somit sind einer Signatur im Mittel W
SP WÄorter zugeordnet.Wird nach

einem bestimmten Wort in der Datenbank gesucht, dann erhÄalt man auch die W
SP ¡ 1 Signaturen zu den

anderenWÄortern als Antworten. Die erwartete Fehlerrate ist somit

F =
µ

W
SP

¡ 1
¶

N
W

: (10.19)

Bei der Anwendungvon Signaturen mÄochte man fÄur einenbestimmten Datenbestanddie SignaturlÄange
sowÄahlen, da¼einevorgegebeneFehlerrate nicht Äuberschritten wird. Aus vorstehenderFormel 10.19erhÄalt
man fÄur das Signaturpotential als Funktion der Fehlerrate, der WÄorterbuchgrÄo¼eund desDatenvolumens:

SP =
W ¢N

F ¢W + N
: (10.20)

ÄUber SP =
¡ L

g

¢
kann man darausdie SignaturlÄangebestimmen.Tabelle 10.1zeigt einigeSignaturpotentiale

hierzu.

L g SP
8 4 70

16 8 12870
24 12 2704156
32 16 601080390

Tabelle 10.1: Einige Signaturpotentiale beim disjoint coding

Um eine bessereVergleichbarkeit mit dem im nÄachsten Abschnitt beschriebenen block superimposed
coding zu gewÄahrleisten, betrachten wir hier noch den Fall der blo ckw eisen Co dierung von W Äortern .
Statt fÄur einenText die Wortsignaturen entsprechendder Wortreihenfolgezu verketten (dies wÄare sinnvoll,
wenn man Kontextoperatoren unterstÄutzen mÄochte), unterteilen wir den Text zunÄachst in BlÄocke und
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bilden dann die Menge der im Block enthaltenen WÄorter auf die Signatur ab. Sei B die Gesamtzahl der
BlÄocke in der Datenbank und w die Anzahl der (verschiedenen) WÄorter pro Block. Wir mÄochten nun
die zugehÄorige Fehlerrate bei blo ckw eiser Co dierung wissen.Hierzu nehmen wir an, da¼sich die x
Vorkommen (Token) einesWortes zufÄallig Äuber die B BlÄocke verteilen. Der Erwartungswert E (V (x)) fÄur
die Anzahl BlÄocke, in denendas Wort auftritt, ist dann

E(V(x)) = B
µ

1 ¡
µ

1 ¡
1
B

¶ x ¶
: (10.21)

(1 ¡ 1=B ist die Wahrscheinlichkeit, da¼ein Token nicht in einem bestimmten Block auftritt, und diese
Wahrscheinlichkeit mit x potenziert ist die W., da¼keinesder x Token im Block auftritt; die Gegenwahr-
scheinlichkeit, da¼mindestensein Token im Block auftritt, multipliziert mit der Anzahl aller BlÄocke, ist
dann der gesuchte Erwartungswert.) Auf eine Signatur entfallen nun im Mittel B w

SP Token. Um nun fÄur
eine erfolgloseAnfrage die Fehlerrate zu bestimmen, setzenwir in Gleichung 10.21x = B w

SP ein, um als
Fehlerrate die Anzahl BlÄocke zu erhalten, die sich auf die Anfrage quali¯zieren:

F ¼ B

Ã

1 ¡
µ

1 ¡
1
B

¶ B w
SP

!

¼ B
³

1 ¡ exp
³

¡
w
SP

´´

¼ B
w
SP

Daraus erhalten wir die Fehlerw ahrsc heinlic hk eit :

f ¼ 1 ¡ exp
¡
¡ w

SP

¢

¼
w
SP

10.4.4.2.2 Blo ck Sup erimp osed Co ding

Beim block superimposedcoding werdendie Signaturen aller WÄorter, die in einemTextblock auftreten,
zu einer einzigen Satzsignatur Äuberlagert. Da nun ganzeTexte durch eine einzige Signatur reprÄasentiert
werden kÄonnen, vereinfacht sich die Suche; anstelle einer Iteration Äuber alle Wortsignaturen einesBlocks
beim disjoint coding ist nunmehr ein einziger Vergleich mit der Satzsignatur notwendig.

FolgendeNotationen werden nachstehendverwendet:
L LÄangeder Signatur,
g Gewicht (= Anzahl gesetzterBits) fÄur ein einzelnesWort,
¸ Anzahl Äuberlagerte Wortsignaturen,
t Anzahl gesetzterBits in der Äuberlagerten Signatur,
¹a mittlere Anzahl WÄorter in einer Anfrage,
° durchschnittlic hesSignaturgewicht einer Anfrage,
F Anzahl falsedrops,
N Anzahl Satzsignaturen,

f (t) = F=N :Fehlerwahrscheinlichkeit.
Zur AbschÄatzung der Fehlerw ahrsc heinlic hk eit wollen wir nun die Wahrscheinlichkeit bestimmen, da¼
eine zufÄallige Signatur sich fÄur eine Anfragesignatur quali¯ziert. Da eine Satzsignatur (ebenso wie eine
Anfragesignatur) hier durch die ÄUberlagerungvon mehrerenWortsignaturen entsteht, berechnen wir zu-
nÄachst die Wahrscheinlichkeit, da¼durch ÄUberlagerung von ¸ Wortsignaturen der LÄange L mit Gewicht
g eine Signatur entsteht, die an t bestimmten Stellen eine 1 enthÄalt. Diese ist gleich der Wahrscheinlich-
keit, da¼zu einer Anfragesignatur mit t gesetztenBits eine Satzsignatur existiert, die ebenfalls diese t
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1-Bitp ositionen besitzt. Die exakte Formel hierzu lautet [Roberts 79]:

p(L; g; ¸; t) =
tX

j =1

(¡ 1)j
µ

t
j

¶
0

B
B
@

µ
L ¡ j

g

¶

µ
L
g

¶

1

C
C
A

¸

(10.22)

FÄur kleine t und ¸ lÄa¼tsich dieseFormel annÄahern durch:

p(L; g; ¸; t) ¼ [p(L; g; ¸; 1)]t = (1 ¡ (1 ¡
g
L

)¸ ) t (10.23)

Die Herleitung dieserApproximation kann man daduch veranschaulichen,da¼g
L fÄur die Wahrscheinlichkeit

einer bestimmten 1-Bitp osition einer Anfragesignatur steht, 1¡ g
L daher fÄur die einer 0. Durch Potenzieren

mit ¸ erhÄalt man die Wahrscheinlichkeit fÄur das Verbleiben einer 0 nach dem Verodern von ¸ Attribut-
signaturen, durch Subtraktion diesesErgebnissesvon 1, da¼eine bestimmte Bitp osition der Satzsignatur
gesetzt ist. Aus dem folgenden Potenzieren mit t resultiert die nÄaherungsweiseWahrscheinlichkeit fÄur t
bestimmte 1-Bitp ositionen.

Da man nicht im vorausbestimmenkann, welche der gefundenenKandidaten zu falsedrops und welche
zu korrekten Antworten fÄuhren werden, gehenwir vom pessimistischen Standpunkt aus und nehmenan,
da¼sich kein Tre®erunter denDatensÄatzenbe¯ndet. Unter dieserVoraussetzunggibt p(t) auch gleichzeitig
die Fehlerwahrscheinlichkeit f (t) an. Da, mit F als Fehlerrate und N als Anzahl vorhandenerDatensÄatze,
f (t) = F (t)=N gilt, kann man durch Umstellung der Gleichung nach F (t) die voraussichtlic he Anzahl der
falsedrops berechnen.

Im Normalfall wird man an das Problem der Signaturkodierung mit einer Vorstellung Äuber die noch
tolerierbare Fehlerrate in AbhÄangigkeit von der Anzahl spezi¯zierter Attribute herangehenund sucht von
diesemPunkt ausgehenddie optimale SignaturlÄangeL mit dem zugehÄorigen Gewicht g der Attributsigna-
turen. Dazu setzt man dasdurchschnittlic he Signaturgewicht einer Anfrage mit ¹a spezi¯zierten Attributen

° =
LX

i =1

p(1) = L ¢
µ

1 ¡
³

1 ¡
g
L

´ ¹a
¶

(10.24)

in die Approximation der Fehlerwahrscheinlichkeit

f ¼
µ

1 ¡
³

1 ¡
g
L

´ ¸
¶ °

(10.25)

ein. Nach Umformung zu

ln f ¼ L ¢
µ

1 ¡
³

1 ¡
g
L

´ ¹a
¶

¢ln
µ

1 ¡
³

1 ¡
g
L

´ ¸
¶

und Ersetzung von
³

1 ¡
g
L

´ ¹a
durch exp

µ
¹a
¸

¢ln
³

1 ¡
g
L

´ ¸
¶

(10.26)

kann man y =
¡
1 ¡ g

L

¢̧
setzenund erhÄalt

ln f ¼ L ¢
³

1 ¡ exp
³ ¹a

¸
ln y

´ ´
¢ln(1 ¡ y) (10.27)

Um die nun folgendeMinimierung dieserFunktion zu vereinfachen, setzenwir

ex =
1X

i =0

x i

i !
mit x =

¹a
¸

(10.28)

Von dieser Potenzreihe benÄotigen wir fÄur eine realistische AbschÄatzung lediglich die ersten beiden
Glieder, da ¹a

¸ ¿ 1 ist und die nachfolgendenGlieder relativ schnell vernachlÄassigbarklein werden.3 Daher
bleibt

3Das entspric ht bei Verwendung der durch die Gleichungen 10.29 und 10.30 berechneten optimalen Werte fÄur L und g der
NÄaherung 2¡ ¹a

¸ ¼ 1 + ln 2¡ ¹a
¸ , die schon bei gro¼en ¹a

¸ annehmbar ist.



KAPITEL 10. IMPLEMENTIER UNG VON IR-SYSTEMEN 166

ln f ¼ ¡ L ¢
¹a
¸

¢ln y ¢ln(1 ¡ y)

als zu optimierende Funktion. Betrachtet man L, ¹a und ¸ als Konstanten, dann ¯ndet man das gesuchte
Minim um bei y = 1

2 . Einsetzenvon f = F
N und y = 1

2 liefert

ln
µ

F
N

¶
¼ ¡ L ¢

¹a
¸

¢
µ

ln
1
2

¶ 2

und somit die optimale SignaturlÄange

L opt =
¸

¹a ¢ln 2
¢log2

N
F

(10.29)

Aus y = 1
2 =

¡
1 ¡ g

L

¢̧
resultiert schlie¼lich das optimale W ortgewic ht

gopt = L ¢
³

1 ¡ 2¡ 1
¸

´
: (10.30)

Da¼man mit gopt richtig liegt, sieht man, indem man den Erwartungswert desSatzsignaturgewichts ¡
aus den Wortsignaturen ermittelt:

¡ =
LX

i =1

p(gopt ) = L ¢
µ

1 ¡
³

1 ¡
gopt

L

´ ¸
¶

=
L
2

Denn L
2 ist dasoptimale Satzsignaturgewicht nach ÄUberlagerungvon ¸ Wortsignaturen mit optimalem

Gewicht gopt .
Wir betrachten nun die AbhÄangigkeit der Fehlerwahrscheinlichkeit von der Anzahl WÄorter in der An-

frage. Setzt man gopt in die Ausgangsformel10.25 fÄur die Fehlerwahrscheinlichkeit ein, so bekommt man
die Gleichungen

f (t) = 2¡ t und F (t) = N ¢2¡ t

wobei fÄur aq WÄorter in der Anfrage t = g(aq) Bits gesetztsind:

t = g(aq) =
¸

¹a ¢ln 2
¢log2

N
F

¢
³

1 ¡ 2¡
a q
¸

´
:

FÄur aq = ¹a erhalten wir die gewÄunschte Fehlerrate f (g(aq)) = F=N . Wesentlic h wichtiger ist aber der
allgemeineZusammenhangzwischenf (t) und aq: f (g(aq)) fÄallt exponentiell mit wachsendemaq. Umgekehrt
bedeutet dies, da¼wir fÄur aq < ¹a mit exponentiell steigenderFehlerrate rechnen mÄussen!

Im weiteren wird sich noch zeigen,da¼eswÄunschenswert sein kann, auf die optimale Signaturnutzung
durch das Attributsollgewic ht gopt zu verzichten, damit die somit leichtere Signatur zur Verbesserungdes
Anfragezeitverhaltens beitrÄagt. Das ist selbstverstÄandlich nur durch eine ErhÄohung der SignaturlÄange zu
erkaufen.

Aus dem oben Abgeleiteten wird ersichtlic h, wie wichtig es fÄur den Signaturentwurf ist, die Analyse
einer Stichprobe der der Signatur zugrunde liegendenDaten und Anfragen vorliegen zu haben. Die zwei
kritischsten Faktoren in der gesamten Berechnung sind:

1. Das Ermitteln einer mÄoglichst gleichverteilten Abbildung der WÄorter auf die Signatur: Sie wird
durch den vorhandenenDatenbestand festgelegt, da das eingesetzteVerfahren einer dynamischen
Struktur Äanderung nicht zu folgen vermag. Abgesehendavon ist es i.a. praktisch unmÄoglich, eine
exakte Gleichverteilung zu ¯nden, woraus von vornherein eine gewisseÄUbergewichtung bestimmter
WÄorter folgt.

2. Das Festlegeneiner mittleren Anzahl ¹a der in einer Anfrage spezi¯zierten Attribut werte: Ist eine
weit gestreuteVerteilung von aq zu erwarten, dann steht man vor dem Problem, einen ausgewoge-
nen Kompromi¼zwischen System- und Retrievalkosten ¯nden zu mÄussen.Unterschreitet daraufhin
eine Anfrage das angenommeneGewicht, so bezahlt dies der Benutzer mit einer erhÄohten Antwort-
zeit. Dieser E®ekt ist wegender VerÄanderung der Fehlerwahrscheinlichkeit in 2er- Potenz-Schritten



KAPITEL 10. IMPLEMENTIER UNG VON IR-SYSTEMEN 167

nicht zu unterschÄatzen. Andererseitssteigt die SelektivitÄat in eben diesemMa¼,wenn die Anfragesi-
gnatur schwerer als dasursprÄunglich angenommeneGewicht wird. Folglich mu¼,unter Beachtung des
ungÄunstigsten Falles, fÄur ¹a eine vernÄunftige untere Schranke gewÄahlt werden. Dieselbe Problematik
tritt bei der Suche nach der geeignetendurchschnittlic hen Anzahl ¸ WÄorter pro Blocksignatur auf,
weil diesei.a. ebenfalls variabel ist.

10.4.4.2.3 Co dierung fÄur den Substring Matc h

Superimposedcoding auf Zeichenketten angewandt bietet eine elegante Technik fÄur den Substring-
Matc h. Hierbei wird ein String durch die Menge seiner unterschiedlichen Substrings der LÄange n, die
n-grams , in Form von Äuberlagerten n-gram-Signaturen reprÄasentiert. GÄangigeWerte fÄur n sind 2 und 3.
Substrings setzenalso notwendigerweiseeine Untermengeder Bits der quali¯zierenden Strings. Auch hier
mu¼im Anschlu¼an die Ermittlung der Tre®erkandidaten ein pattern match die durch Homonym- und
Phantombildung entstandenen falsedrops entfernen.

In diesemZusammenhangentsprechen die n-grams den Attribut werten desallgemeinensuperimposed
codings, wobei die Wertebereiche aller n-grams identisch sind und wir an einer spÄateren Reidenti¯zierung
der einzelnenn-gram-Positionen nicht interessiert sind. Somit genÄugt fÄur die Stringkodierung das n-gram-
Gewicht g = 1. Alles in allem erhÄalt man durch Anwendungder bisherigenErkenntnissebei der StringlÄange
von l und º = l ¡ n + 1 n-grams4 fÄur einen Substring der n-gram-Anzahl º Q die Fehlerwahrscheinlichkeit

f (º Q ) =
µ

1 ¡
µ

1 ¡
1
L

¶ º ¶ °

mit ° = L ¢
µ

1 ¡
µ

1 ¡
1
L

¶ º Q
¶

: (10.31)

Das erwartete Gewicht einer Stringsignatur liegt bei

¡ =
LX

i =1

f (1) = L ¢
µ

1 ¡
µ

1 ¡
1
L

¶ º ¶
:

Setzt man ¡ = 1
2 ¢L, dann bekommt man die optimale SignaturlÄange

L =
1

1 ¡ 2¡ 1
º

mit der zugehÄorigen Fehlerwahrscheinlichkeit

f (º Q ) = 2¡ ° = 2
1¡ 2

º Q =º

1 ¡ 21=º ¼ 2¡ º Q :

Normalerweisewird jedoch die optimale Signaturgestaltung den AnsprÄuchen des Benutzers nicht ge-
recht werden kÄonnen, wenn man bedenkt, da¼ein Substring mit immerhin º Q = 6 noch eine Fehlerwahr-
scheinlichkeit von Äuber 1 % bedeutet. Daher ist esauch in diesemFall angebracht, die SignaturlÄangeÄuber
eine akzeptierte Fehlerwahrscheinlichkeit zu bestimmen:

f (º Q ) ¼
µ

1 ¡
µ

1 ¡
1
L

¶ º ¶ °

¼
³

1 ¡
³

1 ¡
º
L

´ ´ º Q

=
³ º

L

´ º Q

(10.32)

Die NÄaherung gilt fÄur º ¿ L und stellt eine praktik able obere AbschÄatzung dar. Durch Einsetzen der
gewÄahlten Fehlerwahrscheinlichkeit und einige Umformungen liefert dies die zugehÄorige SignaturlÄange

L = º ¢
µ

N
F

¶ 1
º Q

(10.33)

4Unter realistischer Betrac htung wird man aber von º < l ¡ n + 1-grams ausgehen, da nach der ÄUberlagerung fÄur diese
Berechnung ausschlie¼lich verschiedene n- grams zÄahlen, dieselben n-grams in den meisten Anwendungen aber mehrfach in
den Zeichenketten vorkommen.
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Analog zu den Betrachtungen im vorangegangenenAbschnitt liefern kleine º und gro¼eº Q die gÄun-
stigsten LÄangen.Zur Vermeidung ÄuberladenerSignaturen im anschlie¼endenBetrieb, mit ÄuberhÄohten Feh-
lerquoten als zwingendeFolge, ist eshier genausoangeraten,die Durchschnittsw erte eheram schlechteren
Ende der Skala anzusiedeln.

In ÄUbereinstimmung mit den vorher gewonnenenErgebnissensinkt die SignaturlÄangedrastisch mit der
Zunahme der SuchstringlÄange.Dies kann man ebenfalls erreichen, indem man die n-gram-LÄangeverkÄurzt,
so da¼man fÄalschlicherweisezu der Meinung gelangenkÄonnte, die beste Kodierung ergebe sich fÄur n =
1. An dieser Stelle darf aber nicht au¼eracht gelassenwerden, da¼auch das gesamte Signaturpotenti-
al, d.h. alle Bitp ositionen der Signatur, nutzbar sein mu¼,was bei der Kardinalit Äat  des vorliegenden
Alphabets nur fÄur L ·  n gilt. Auf dieseWeiseist die Fehlerwahrscheinlichkeit in ihrer GÄute durch  n

begrenzt, weswegen,abhÄangig von , n nicht zu klein gewÄahlt werden sollte . Abgesehendavon weisen
HÄau¯gkeitsanalysenvon n-grams in Texten extreme Ungleichverteilungen auf, worausdirekt folgt, da¼bei
zunehmenderNÄaherung der Abbildung an eine injektiv e Funktion (L ¼  n ) zwar Homonymfehler im-
mer weiter zurÄuckgehen,die Abbildung dafÄur aber notwendigerweisebestimmte Bitp ositionen ÄubermÄa¼ig
bevorzugt. Eine ungefÄahre Gleichverteilung ist hingegenVoraussetzungdieseswahrscheinlichkeitstheoreti-
schen Ansatzes.Andererseitsdarf n auch nicht zu gro¼sein,weil dasSignaturverfahren erst auf Strings ab
LÄangen anwendbar ist und infolgedesssenfÄur Suchstrings, die kÄurzer als n Zeichen sind, alle DatensÄatze
sequentiell durchsucht werden mÄussen.

10.34% 35,82%
20.68% Buchstaben 55.26% aller Vorkommen
31.02% 70.67%

1.00 % 19.69%
2.00 % Bigrams 29.69% aller Vorkommen
3.00 % 37.57%

1.00 % 12.82%
2.00 % Trigrams 19.92% aller Vorkommen
3.00 % 25.03%

Tabelle 10.2: Empirische Streuung von n-grams in deutschsprachigen Texten

Die oben erwÄahnte empirische Streuung von n-grams in Texten wurde fÄur die deutsche Sprache be-
reits von [Bauer & Goos 82] mit dem in Tabelle 10.2 dargestellten Ergebnis untersucht. Derart starke
UnregelmÄa¼igkeiten sind Äau¼erstschlecht durch eine Funktion zu glÄatten, weswegensich im Umgang mit
Zeichenketten der Aufbau von Abbildungstabellen emp¯ehlt. Zu diesemZweck werdendie zu kodierenden
Zeichen in Klassen eingeteilt, so da¼jedes Zeichen Äuber seine Klasse eindeutig einem Bit der Signatur
zugeordnet werden kann. Anstatt an dieser Stelle gleichgro¼eKlassen zu bilden, versucht man, Klas-
sen mit gleichgro¼erWahrscheinlichkeit zu scha®en,damit nach MÄoglichkeit jedes Bit der Signatur mit
derselben Wahrscheinlichkeit gesetzt wird. Je bessereine derartige Aufteilung der Zeichen gelingt, desto
weniger 1-Bit-H Äaufungen werden sich in der Signatur bilden, HÄaufungen, die die angestrebteNeutralit Äat
desSystemszu ungunsten spezieller Anfragestrukturen verschieben wÄurden. Dies impliziert, da¼bei einer
Stichprobenanalysenur dann ErgebnissefÄur eine realitÄatsnaheKodierung zu erwarten sind, wenn gleich-
zeitig die morphologische Struktur der WÄorter erfa¼twird. FÄur das Beispiel deutscher Texte hei¼tdas,
da¼Buchstaben nicht aus dem Kontext ihres Vorkommensherausgerissenbetrachtet werdendÄurfen, denn
z.B. tritt c hÄau¯g mit h, q mit u auf; daher wÄare unter diesemAspekt n mÄoglichst gro¼zu wÄahlen.

Praktisch wird das anhand der Buchstabentabelle 10.3 deutlich, die fÄur die Strings der beiden Klassen
f `er', `en'g und f `ee'g unter der Annahme einer unabhÄangigenVerteilung der Buchstaben gleiche Gesamt-
wahrscheinlichkeiten nahelegt, obwohl nach [Bauer & Goos 82] fÄur Bigrams die Gesamtwahrscheinlichkeit
der ersten Klasse mit 3.82 % von der der zweiten mit 0.18 % erheblich di®eriert. An diesemPunkt er-
weist sich jedoch nicht die AbhÄangigkeit von Informationen Äuber die n-gram-Verteilung als problematisch,
sonderndie GrÄo¼eder Abbildungstabelle, die schon fÄur kleine n mit  n Eintr Äagennicht mehr vertretbar
ist.

Um die GrÄo¼eder Abbildungstabelle zu verringern, geht man von der n-gram- zur t-gram-Ko dierung
mit 1 · t · n Äuber. Hierbei wird jedesn-gram in n=t nicht Äuberlappendet-grams zerlegt, soda¼man trotz
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I Buchstaben HÄau¯gkeit
0 e 17.3 %
1 Äa,j,n,p,x,y 11.8 %
2 r,u 11.8 %
3 c,i,k 11.8 %
4 h,Äo,s 11.8 %
5 m,o,t,w 11.8 %
6 d,g,l,q 11.8 %
7 a,b,Äu,v,z,f 11.8 %

Tabelle 10.3: Abbildungstabelle fÄur Buchstaben

grÄo¼eremn mit kleineren t-gram-Tabellen auskommt. Die Transformation wird dann einfach beschrieben
durch

T(n ¡ gram) = T(t ¡ gramn
t ¡ 1; : : : ; t ¡ gram0)

=

n
t ¡ 1X

i =0

ci ¢I (t ¡ grami ): (10.34)

Dabei bildet I (t ¡ gram) jedes t-gram auf einen der c Klassenindices0: : : c ¡ 1 ab. Da die n-grams
somit in Zahlen aus dem Intervall [0,cn=t ¡ 1] umgesetzt werden, mu¼die Anzahl c der t-gram-Klassen
derart gewÄahlt werden, da¼c die grÄo¼teganzeZahl ist, fÄur die gilt cn=t · L:

Die vereinfachendeVorgehensweisedurch die Wahl von t < n ist allerdings aufgrund der durch t-gram-
Kombinationen mÄoglicherweiseentstehendenstark unausgewogenenn-gram-Klassennicht uneingeschrÄankt
zu empfehlen;esbleibt blo¼der Vorteil, im Hinblick auf eine gewÄunschte Fehlerwahrscheinlichkeit die Si-
gnaturlÄange L weiter vergrÄo¼ernzu kÄonnen. Wird in einer konkreten Anwendung trotzdem ein grÄo¼erer
Wert fÄur n ins Auge gefa¼t,dann sollte in jedem Fall zuvor eine Untersuchung Äuber das Wahrscheinlich-
keitsgefÄalle zwischen den entworfenenKlassenund dem realen Vorkommen durchgefÄuhrt werden.

Bei der Aufgabe, c mÄoglichst gleic hwahrsc heinlic he Klassen zu bilden , handelt es sich um ein
NP-vollstÄandigesProblem, zu dessenLÄosung in [Deppisch 89] folgendeHeuristik vorgeschlagen wird: Zu-
erst werden alle Symbole nach ihren HÄau¯gkeiten sortiert und durch den Quotienten aus der Summe
der VorkommenshÄau¯gkeiten der noch nicht verteilten Symbole und der Anzahl noch o®enerKlasseneine
HÄau¯gkeitsschrankeerrechnet. DiesebetrÄagt anfangs 1

c . Existiert nun ein Symbol, dasdieseSchranke Äuber-
schreitet, sobildet eseineeigeneKlasseund die Schranke wird neu festgelegt.DieseVerteilung wiederholt
sich solange,bis kein Symbol mehr Äuber der aktuellen Schranke liegt. Daraufhin werden die restlichen
Symbole in der ReihenfolgeabsteigenderHÄau¯gkeiten auf die verbleibendenKlassenverteilt, indem man
jeweils die hÄau¯gsten Symbole, die zusammennoch ungefÄahr die zuletzt ¯xierte Schranke einhalten, zu
einer Klasse zusammenfa¼t.Sind alle Symbole Klassen zugeordnet, dann stellt das eine erste NÄaherung
dar, die anschlie¼enddurch Austauschen einzelnerSymbole noch verbessertwerden kann.

Ein weiterer Ansatz zur Verbesserungvon Signaturenbesteht im sogenannten Filtern . Stellt sich durch
eineStichprobe heraus,da¼bestimmte Symbole derartig oft auftauchen, da¼sie in fast jeder Zeichenkette
enthalten sind, so kann man die SelektivitÄat der Signaturen erhÄohen, wenn man diese hochfrequenten
Symbole in eineNegativmengeaufnimmt, deren Elemente nicht in die Signatur mitaufgenommenwerden.
Der auf dieseWeisekonstruierte Filter sollte nicht zu gro¼sein(laut [Deppisch 89] bis 3 %), weil Signaturen
von Anfragen, die dieseSymboleenthalten, leichter werdenund folglich mehr falsedropserzeugen.Dagegen
ist das Verhalten der Äubrigen Anfragen jetzt besser,weil sie von einer grÄo¼erenAnzahl Homonymfehler
befreit werden. Ob es sich lohnt, diese Methode zuzuschalten, hÄangt demnach sehr davon ab, ob die
Symbole der Negativmengeauch wesentlic he Bestandteile der Anfragen sind oder nicht.

10.4.4.3 Speicherungsstrukturen

Signaturen an sich bieten bereits eineBeschleunigung der Suche im Vergleich zum Scannender ursprÄungli-
chenTexte. Durch geschickte Wahl der Speicherungsstruktur lassensich aber noch weitereE±zienzgewinne
erzielen.Im folgendenbetrachten wir zunÄachst die einfache sequentielle Organisation und dann einigespe-
ziellere Speicherungsstrukturen.
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10.4.4.3.1 Sequentielle Signaturen

b¤
1 b¤

2 b¤
3 b¤

4 b¤
5 b¤

6 b¤
7 b¤

8 @R
S1 0 0 1 0 1 0 1 1 @r 1

S2 1 0 1 1 1 0 0 0 @r 2

S3 0 1 1 0 0 1 1 0 @r 3

S4 1 0 0 1 0 1 1 1 @r 4

S5 1 1 1 0 0 1 0 0 @r 5

S6 0 1 1 0 0 1 0 1 @r 6

S7 1 0 0 0 1 0 1 0 @r 7

S8 0 0 0 1 1 1 0 1 @r 8

Abbildung 10.15:Beispiel fÄur sequentielle Signaturen

Abbildung 10.15 zeigt ein Beispiel fÄur die sequentielle Speicherung der Signaturen. Die Signaturen
werden dabei getrennt von den eigentlic hen DatensÄatzen in einer eigenenDatei gespeichert, und bei jeder
Signatur wird die Adressedes zugehÄorigen Datensatzesmit abgelegt.Durch diesegetrennte Speicherung
hat man wesentlic h weniger I/O-Op erationen als wenn man die Signaturen bei den DatensÄatzen ablegen
wÄurde, denn dann mÄu¼tenbei der Suche wesentlic h mehr Seiten gelesenwerden.

Nachstehendwerden folgendeBezeichnungen verwendet:
L LÄangeder Signatur (in Bits)

size@ LÄangeeiner Adresse(in Bytes)
sizep SeitengrÄo¼e(in Bytes)
sizer GrÄo¼eeinesDatensatzes(in Bytes)

N Anzahl DatensÄatze in der Datenbasis
M Anzahl Datenseiten

M =

2

6
6
6

N
j

siz ep

siz er

k

3

7
7
7

F Anzahl falsedrops
D Anzahl echter Tre®er.
Der Platzbedarf fÄur eine Signatur mit Adresse ist also

§
L
8

¨
+ size@. Daraus ergibt sich die Anzahl

Eintr Äagepro Seite:

K =

$
sizeP§

L
8

¨
+ size@

%

(10.35)

Wir betrachten nun fÄur verschiedene Datenbank-Operationen die Anzahl Seitenzugri®e . FÄur die
Retriev e-Op eration mÄussenalle Signaturseiten sequentiell gelesenwerden:

SeqR =
»

N
K

¼
+ F + D (10.36)

FÄur die Insert-Op eration nehmenwir an, da¼eineFreispeicherverwaltung in Listenform verwendetwird,
so da¼nur je ein Lese-und Schreibzugri® fÄur Signatur- und Datenseite notwendig ist:

SeqI = 2 + 2 = 4 (10.37)

Bei der Delete-Op eration sei die Adresse des Datensatzesbekannt. Nun mÄussen die Signaturseiten
sequentiell durchsucht werden, bis der zugehÄorige Signatureintrag mit dieser Adressegefundenist. Diese
Seite mu¼geÄandert zurÄuckgeschrieben werden, ebensomu¼die Datenseite geÄandert werden.

SeqD =
»

N
2 ¢K

¼
+ 1 + 2 =

»
N

2 ¢K

¼
+ 3 (10.38)
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Der gesamte Speicherplatzb edarf (in Seiten) fÄur die Datenbank mit sequentiellen Signaturen ist

SeqS =
»

N
K

¼
+ M : (10.39)

10.4.4.3.2 Bitsc heib enorganisation

b¤
1 b¤

2 b¤
3 b¤

4 b¤
5 b¤

6 b¤
7 b¤

8 @R
S1 0 0 1 0 1 0 1 1 @r 1

S2 1 0 1 1 1 0 0 0 @r 2

S3 0 1 1 0 0 1 1 0 @r 3

S4 1 0 0 1 0 1 1 1 @r 4

S5 1 1 1 0 0 1 0 0 @r 5

S6 0 1 1 0 0 1 0 1 @r 6

S7 1 0 0 0 1 0 1 0 @r 7

S8 0 0 0 1 1 1 0 1 @r 8

Abbildung 10.16:Beispiel zur Bitscheibenorganisation

Eine wesentlic h e±zientere Organisationsform fÄur Signaturen ist die Bitscheibenorganisation, wie sie
beispielhaft in Abbildung 10.16dargestellt ist. Hierbei wird jede Bitp osition (

"
Bitscheibe\) der Signaturen

in einer eigenenSeite gespeichert. Die zugehÄorigen Datensatzadressenwerden getrennt hiervon in einem
gesondertenBereich abgelegt.

Der wesentlic he Vorteil dieser Organisationsform liegt darin, da¼man beim Retrieval nur diejenigen
Bitscheiben zu lesenbraucht, fÄur die in der Anfragesignatur eine 1 gesetzt ist. Durch UND-VerknÄupfung
dieser Bitscheiben erhÄalt man die Ergebnisbitliste, zu der man dann die zugehÄorigen Datensatzadressen
holen mu¼.DieseVorgehensweisesoll hier anhand einesBeispielsverdeutlicht werden.Wir nehmenan, die
Anfrage sei: Si ¶ S < 10100000> . Damit erhalten wir zu den Signaturen aus Abbildung 10.16 folgende
Ergebnisbitliste:

b¤
r = b¤

1 ^ b¤
3

=

0

B
B
B
B
B
B
B
B
B
B
@

0
1
0
1
1
0
1
0

1

C
C
C
C
C
C
C
C
C
C
A

^

0

B
B
B
B
B
B
B
B
B
B
@

1
1
1
0
1
1
0
0

1

C
C
C
C
C
C
C
C
C
C
A

=

0

B
B
B
B
B
B
B
B
B
B
@

0
1
0
0
1
0
0
0

1

C
C
C
C
C
C
C
C
C
C
A

Allgemein berechnet man die Ergebnisbitliste nach der Formel:

b¤
r =

q° ( S Q )^

j = q1

bj ; qi 2 f qj(1 · q · L ) ^ bQ
q = 1g (10.40)

Die Mengeder Adressender Tre®erkandidaten ist dann R = f i jbi
r = 1g.

Bei disjunktiv e Anfragen der Form S(Q1) _ S(Q2) _ : : : S(QT ) mu¼im Prinzip eine getrennte Prozes-
sierung fÄur die einzelnenMinterme S(Qi ) durchgefÄuhrt werden, nur bei Äubereinstimmenden1-Bits in den
S(Qi ) sind EinsparungenmÄoglich.

Zur Berechnung der Anzahl Seitenzugri®e fÄur Datenbank-Operationen gehen wir von einem
Speicherbedarf fÄur eineBitscheibe in HÄohevon dN=(8 ¢sizep)e aus.Bei der Retriev e-Op eration mÄussen
zunÄachst die angesprochenen Bitscheiben gelesenwerden, dann die Eintr Äage aus der Zuordnungstabelle
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entsprechend der Ergebnisbitliste und schlie¼lich die zugehÄorigen Datenseiten. Nun bezeichne ° (Q) das
Anfragegewicht einesMinterms und T die Anzahl Minterme in der Anfrage. Damit ergibt sich die Anzahl
Seitenzugri®ezu

B SR = T ¢
µ

° (Q)
»

N
8 ¢sizep

¼
+ Z + F + D

¶
(10.41)

Hierbei bezeichnet Z die Anzahl Seitenzugri®eauf die Zuordnungstabelle. Die Gesamtzahl Seiten der
Zuordnungstabelle ist

R =

2

6
6
6

N
j

siz ep

siz e@

k

3

7
7
7

: (10.42)

Damit lÄa¼tsich dann der Erwartungswert von Z berechnen zu:

Z = R ¢

Ã

1 ¡
µ

1 ¡
1
R

¶ (F + D )
!

(10.43)

Der prinzipieller Nachteil von Bitscheiben bei Retrieve-Operationen besteht darin, da¼sie bei hohen An-
fragegewichten ine±zient werden. Als Abhilfe kann man die Anfrage nur fÄur einen Teil der gesetztenBits
auswerten, woraussich natÄurlich einehÄohereAnzahl falsedrops ergibt. Es existiert aber ein Grenzgewicht
fÄur Anfragen, ab demdie durch falsedropsverursachten I/O-Op erationengeringersind alsdie Operationen
fÄur die Auswertung weiterer Bitscheiben.

FÄur die Insert-Op eration nehmenwir an, da¼die BitscheibenblÄockevorher mit 0 initialisiert wurden.
Bezeichne ° (S) dasSignaturgewicht deseinzufÄugendenDatensatzes,dann mÄussen° (S) Bitscheibenseiten,
der Eintrag in der Zuordnungstabelle und die Datenseite geÄandert werden:

B SI = 2 ¢° (S) + 2 + 2: (10.44)

Bei der Delete-Op eration wird der Eintrag (mit bekannter Satzadresse)Äuber die Signatur gesucht.
Dann mÄussenfÄur alle 1-Bits in der Satzsignatur die BitscheibenseitengeÄandert werden und zusÄatzlich die
Zuordnungstabelle und die Datenseite:

B SD = ° ¢
µ»

N
8 ¢sizep

¼
+ 1

¶
+ Z + 2: (10.45)

Der Speicherplatzb edarf (in Seiten) bei BitscheibenorganisationbetrÄagt

B SS = L ¢
»

N
8 ¢sizep

¼
+

»
N ¢

size@

sizep

¼
+ M : (10.46)

10.4.4.3.3 Zw eistu¯ges Signaturv erfahren

Das zweistu¯ge Signaturverfahren versucht die Vorteile von Bitscheiben- und sequentieller Organisa-
tion zu kombinieren. Hierbei werden fÄur jeden Datensatz zwei Signaturen mit voneinanderunabhÄangigen
Signaturfunktionen berechnet. Die erste Signatur wird wie bei sequentieller Organisation als Bitstring
in Seiten gespeichert, wobei die Signatur-Seiten aber in Segmente unterteilt sind. Entsprechend dieser
Segment-Ein teilung werden die zweiten Signaturen jedes Datensatzesnun segmentweise Äuberlagert zur
sogenannten Segmentsignatur. Diesewerden in Bitscheibenorganisationverwaltet.

Bei der Anfrageprozessierungwerden mit den beiden Signaturfunktionen zwei Anfragesignaturen be-
rechnet. Mit der zweiten Signatur werden nun Äuber die Bitscheiben die zu durchsuchenden Segmente
bestimmt. Die Signaturseiten dieserSegmente werden dann sequentiell durchsucht.
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N1

0 1101011011 N2

1 0111010101 N3

0 0110111101 N4

2 0001111110 N5

N2

3 1001010010N6

3 1001001010N7

3 0001000011N8

3 1101000010N9

N3

1 0111010001 N10

2 0111000101 N11

N5

2 0001011110 N15

4 0001100110 N16

3 0001010110 N17

N4

2 0110110100 N12

3 0010101000 N13

2 0110100101 N14

Abbildung 10.17:Beispiel fÄur einen S-Baum

10.4.4.3.4 S-Baum

So wie der B¤-Baum fÄur numerische Daten und Zeichenketten sowohl e±ziente Such- wie auch ÄAn-
derungsoperationen erlaubt, so soll der S-Baum dies fÄur Signaturen ermÄoglichen. Abbildung 10.17 zeigt
ein Beispiel hierzu. Jeder Knoten besteht aus einer Menge von Eintr Äagen der Form (Signatur, Adresse),
wobei die Adresseentwederauf einenuntergeordnetenKnoten desS-Baumsoder bei Blattknoten auf einen
Datensatz zeigt. Bei dem Wurzelknoten und den inneren Knoten desBaumesentsteht die Signatur eines
einzelnenEintrages durch die ÄUberlagerung der Signaturen des Knotens, auf den die Adresseverweist.
(Die in Abb. 10.17vor den Knoteneintr ÄagenstehendenZi®ern sind hier zunÄachst ohne Bedeutung.)

Wir verwendennachstehendfolgendeNotationen:
K KnotenkapazitÄat = maximale Anzahl Eintr Äageder Form (Signatur, Adresse),
k minimale Anzahl Eintr Äagein einem Knoten
h HÄohe desBaums
R Mengeder DatensÄatze
E Signatur-Eintrag der Form (Signatur, Adresse)

E :S Signatur
E :p Adresse
N i

p Mengeder Eintr ÄagedesKnotens auf der Stufe i mit der Adressep
Ein Signaturbaum ist ein S-Baum vom Typ (K ; k; h) mit K ; k; h 2

�

0, wenn er die folgendenEigen-
schaften besitzt:

1. JederNicht-Blattknoten der Stufe i enthÄalt SignaturenfÄur Knoten der Stufe i ¡ 1 gemÄa¼der Gleichung

N i
p = f E j j1 · j · K ^ E j :S =

_

E 2 N i ¡ 1
E j :P

E:Sg fÄur 1 < i · h. (10.47)

2. JedesBlatt enthÄalt SatzsignaturengemÄa¼der Gleichung

N 1
p = f E j j1 · j · K ^ E j :S = S(r j )^ E j :p = @r j ^ r j 2 Rg: (10.48)

3. Jeder Knoten hat hÄochstensK Eintr Äage:(8p)( jNpj · K ).
4. Jeder Pfad von der Wurzel zu einem Blatt hat dieselbe LÄangeh.
5. Die Wurzel enthÄalt mindestens2 Eintr Äage: jN h

w j ¸ 2.
6. Jeder Nicht-Wurzelknoten hat mindestensk Eintr Äage:(8p 6= w)( jNp j ¸ k · bK

2 c).
Da jeder Knoten einesS-Baumszwischen k und K Eintr ÄageenthÄalt, gilt fÄur dessenHÄohe h:

hmin = dlogK N e · h · blogk N c = hmax (10.49)

Man kann ferner zeigen[Deppisch 89], da¼die maximale Anzahl der Knoten im S-Baum

1 + 2

$
hmax ¡ 1X

i =1

N
k i

%

+ hmax ¡ 1 = hmax + 2

$Ã ¡
1
k

¢hmax ¡ 1
1
k ¡ 1

¡ 1

!

N

%

(10.50)
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ist und das fÄur den Speicherplatzbedarf SS (in Seiten) gilt:
&Ã ¡

1
K

¢hmin ¡ 1
1
K ¡ 1

¡ 1

!

N

'

· SS · hmax + 2

$Ã ¡
1
k

¢hmax ¡ 1
1
k ¡ 1

¡ 1

!

N

%

: (10.51)

Wir betrachten nun die Operationen auf dem S-Baum, und zwar zunÄachst die Retriev e-Op eration .
Hierzu mu¼der Baum rekursiv durchsucht werden,wobei im Gegensatzetwa zum B¤-Baum mehrereTeil-
bÄaumeTre®erenthalten kÄonnen.Die nachstehenddargestellteProzedur RETRIEVE erhÄalt als Argumente
die Anfragesignatur und die Seitennummer einesKnotens desS-Baums.Die gefundenenSatzadressenwer-
den mit der Prozedur DELIVER Äubergeben.
procedureRETRIEVE( SQ : Signatur; p: Seitennummer);
with N i

p do
for each non-empty E in N i

p do
if E :S ¶ S SQ then do

if i > 1
then RETRIEVE (SQ ; E :p)
elseDELIVER (E :p)

end;
end;

end;
end;

Von denanderenOperationenwollen wir hier nur die Insert-Op eration betrachten. Hierzu mu¼ein ge-
eigneterKnoten gesucht werden, in den die neueSignatur eingefÄugt wird. Da man prinzipiell eineSignatur
in jeden beliebigen Knoten einfÄugen kann, mu¼man hierfÄur ein Entscheidungskriterium vorgeben. Opti-
mal wÄare natÄurlich, denjenigenKnoten auszuwÄahlen, der die Anzahl der zu erwartenden I/O-Op erationen
(insbesonderebeim Retrieval) minimiert. Da dies aber praktisch nicht mÄoglich ist, liegt es nahe, den-
jenigen Knoten auszuwÄahlen, der den geringsten Gewichtszuwachs in den Vaterknoten verursacht. Als
Beispiel hierzu ist vor den Eintr Äagen in Abbildung 10.17 der Gewichtszuwachs angegeben, wenn in dem
darunterliegendenKnoten die Signatur < 0100011001> eingefÄugt wÄurde. Um nun einenKnoten mit mini-
malem Gewichtszuwachs zu ¯nden, wird eineBreitensuche gemÄa¼der nachstehenddargestelltenFunktion
CHOOSE durchgefÄuhrt. DieseerhÄalt als Eingabeparameterdie einzufÄugendeSignatur und eineMengevon
zu durchsuchenden Seitennummern (zu Beginn wird der Wurzelknoten Äubergeben); als Ergebnis liefert
CHOOSE die Nummer der Seite, in die die Signatur einzufÄugen ist.
function CHOOSE(S: Signatur,P: MengeSeitennummern): Seitennummer;
if i > 1
then do

²min := maxint ;
for each p 2 P do

with N i
p do

for each non empty E(j ) 2 N i
p do

e := ²(E (j ):S;S);
if e < ²min

then do
Pmin := f pg;
²min := e;
Linkson (Tr ee;p; j; E (j ):p);

end
else do

if e = ²min

then do
Pmin := Pmin [ p;
Linkson (Tr ee;p; j; E (j ):p);

end;
end;

end;
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end;
end;
CHOOSE := CHOOSE(S;Pmin )

end
elseCHOOSE := ¯rst p 2 P;
end;

Beim Insert kann es zu einem ÄUberlauf des Knotens kommen, in den eingefÄugt werden soll. Dann
mu¼dieser Knoten gesplittet werden. Man kann zeigen,da¼die Bestimmung einesoptimalen Splits ein
NP-vollstÄandigesProblem ist [Deppisch 89]. Deswegenwird stattdessenein heuristischer Algorithm us nach
dem Greedy-Prinzip angewendet.Dabei werdenzunÄachst zwei Saatsignaturenals Initialisierung der beiden
neuenKnoten ausgewÄahlt, und dann die Äubrigen Signaturen auf die beiden Knoten verteilt.

Die Initialisierung desSplits Äubernimmt die Prozedur INITSPLIT:
procedureINITSPLIT; (¤ lokal¤)
p1 := newpage:
p2 := newpage:
N i

p := N i
p [ E ; (¤virtuelles EinfÄugen¤)

seed1; seed2 := PICKSEEDS(p) ;
N i

p1 := N i
p1:E (seed1);

N i
p2 := N i

p2:E (seed2);
Sseed1 := N i

p:E (seed1):S;
Sseed2 := N i

p:E (seed2):S;
N i

p := N i
pnN i

p1:E (seed1)nN i
p2:E (seed2);

end;
Die Funktion PICKSEEDS erhÄalt als Parameter die Nummer der (Äubervollen) Seite,ausder die beiden

Saatsignaturenwie folgt ausgewÄahlt werden: seed1 ist die Signatur S1 mit dem maximalen Gewicht ° (S),
und seed2 ist die zugehÄorige Signatur S2 mit der maximalen Distanz ²(S2; S1) (Anzahl unterschiedlicher
Bits) zu S1.
function PICKSEEDS l in (p: Seitennummer): (seed1; seed2 : Eintragsnummer);
with N i

p do
seed1 := ¯rst j 2 f j jmaxj (° (E (j ):S))g;
seed2 := ¯rst j 2 f j jmaxj (²(E (seed1):S;E (j ):S))g;
PICKSEEDS := (seed1; seed2);

end;
end;

Anschlie¼endmÄussendie Äubrigen Signaturen auf die beiden neuenKnoten verteilt werden. Als Strate-
gie wird hierbei versucht, eine ausgeglichene Zuordnung zur Knotensignatur (nach Gewichtszuwachs) zu
erreichen. Hierzu wird bei jedem Durchgang abwechselnd fÄur jeden Knoten die Signatur mit der hÄoch-
sten Priorit Äat eingefÄugt, dann wird die betro®eneKnotensignatur aktualisiert und die Priorit Äaten neu
ausgewertet. Die zugehÄorige Funktion SPLIT erhÄalt als Parameter den neu einzufÄugendenEintrag und
die Seitennummer des ÄubergelaufenenKnotens, zurÄuckgeliefert werden die Eintr Äage fÄur die beiden neu
angelegtenKnoten.
function SPLIT(E: Eintrag, p: Seitennummer): (Eintrag,Eintrag);
INITSPLIT;
with N i

p do
for l := 1 to

§
K ¡ 1

2

¨
do

j := ¯rst j 2 f j jmaxj (²(S(N i
p2); E (j ):S) ¡ ²(S(N i

p1); E (j ):S))g;
N i

p1 := N i
p1 [ E (j );

N i
p := N i

pnE(j );
if jN j > 0
then do

j := ¯rst j 2 f j jmaxj (²(S(N i
p1); E (j ):S) ¡ ²(S(N i

p2); E (j ):S))g;
N i

p2 := N i
p2 [ E (j );

N i
p := N i

pnE(j );
end;
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end;
N i

p := N i
p2;

SPLIT := ((p;S(N i
p)) ; (p1; S(N i

p1)));
end;
end;

10.4.4.3.5 Quic k Filter

Eine Äahnlich e±ziente Organisationsform wie der S-Baum ist der in [Rabitti & Zezula 90] vorgestellte
Quick Filter. Dieser stellt eine Kombination von Signaturen mit Hashing dar. Die Signaturen sind hier
wieder in Seiten organisiert, wobei die Zuordnung der Signaturen zu den Seiten Äuber Hashing erfolgt.
HierfÄur gibt esn PrimÄarseiten, wobei
jede PrimÄarseite 0 oder mehr ÄUberlaufseitenhaben kann, die mit dieserverkettet sind.

Als Hash-Funktion wird lineares Hashing verwendet. Dabei bildet die lineare Hash-Funktion g die
SchlÄusselauf den Adre¼raum(0; 1; : : : ; n ¡ 1) ab. FÄur die Anzahl Stufen h der Signaturdatei (mit h 2

�

)
gilt dabei 2h¡ 1 < n · 2h . Die Hash-Funktion g(S;h; n) fÄur eine Signaturen S = < b1; : : : ; bL > ist dabei
wie folgt de¯niert:

g(S;h; n) =

( P h¡ 1
r =0 bL ¡ r 2r ; falls

P h¡ 1
r =0 bL ¡ r 2r < n

P h¡ 2
r =0 bL ¡ r 2r ; sonst

(10.52)

Es werden also abhÄangig von n die rechten h ¡ 1 bzw. h ¡ 2 Bits der Signatur als BinÄarzahl interpretiert.
Zu Beginn sei h = 0, n = 1 und g(S;0; 1) = 0. Beim Einf Äugen eines neuen Schl Äussels K wird zu-

nÄachst die Seitennummer p = g(K ; h; n) berechnet. Wenn dieseSeitenoch nicht voll ist, wird der SchlÄussel
hier eingefÄugt, anderenfalls in einer ÄUberlaufseite zu p. Bei ÄUberlauf wird zusÄatzlich der Adre¼raumvon
n auf n + 1 vergrÄo¼ert.

Zum Vergr Äo¼ern des Adre¼raums existiert ein Zeiger SP auf die nÄachste zu splittende Seite. Es
wird nun eineneuePrimÄarseiten angelegtund der Inhalt der SeiteSP und der zugehÄorigen ÄUberlaufseiten
durch die neueHashfunktion auf die SeitenSP und n verteilt. Anschlie¼endwird n um 1 erhÄoht; zusÄatzlich
wird h um 1 erhÄoht, wenndie Seite0 gesplittet wurde. Schlie¼lich wird der neueSplitzeigernach der Formel
SP := (SP + 1) mod 2h¡ 1 berechnet.

Abbildung 10.18 zeigt diese Vorgehensweise beim EinfÄugen von sechs Signaturen in Seiten mit der
KapazitÄat 2.

b1 b2 b3 b4 b5 b6 b7 b8

S1 0 0 0 1 1 1 1 0
S2 1 1 0 1 0 0 0 1
S3 0 0 1 1 1 1 0 0
S4 1 1 0 0 0 0 1 1
S5 0 0 1 1 0 1 1 0
S6 1 1 0 0 1 0 0 1

Step 0. P0 : leer SP = 0; h = 0; n = 1
Step 1. P0 : S1 SP = 0; h = 0; n = 1
Step 2. P0 : S1 S2 SP = 0; h = 0; n = 1
Step 3. P0 : S1 S3 P1 : S2 SP = 0; h = 1; n = 2
Step 4. P0 : S1 S3 P1 : S2 S4 SP = 0; h = 1; n = 2
Step 5. P0 : S3 P1 : S2 S4 P2 : S1 S5 SP = 1; h = 2; n = 3
Step 6. P0 : S3 P1 : S2 S6 P2 : S1 S5 P3 : S4 SP = 0; h = 2; n = 4

P0 : 00111100 P1 : 1101000111001001
P2 : 0001111000110110 P3 : 11000011

Abbildung 10.18:EinfÄugen von Signaturen beim Quick Filter

Beim Retriev al mÄussendie zu durchsuchendenSignaturseitenausder Anfragesignatur bestimmt wer-
den. Dabei hÄangt die Anzahl der zu lesendenSeiten vom Gewicht der Anfragesignatur Q ab, genauervon
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der Anzahl der Einsen in den letzten h Bits: enthÄalt Q j Einsen im h-Bit-Su±x h(Q), dann mÄussenhÄoch-
stens2h¡ j PrimÄarseiten und die zugehÄorigen ÄUberlaufseiten gelesenwerden. Der zugehÄorige Algorithm us
sieht dann wie folgt aus:

1. P := g(Q; h; n)
2. if h(Q) \ P = h(Q) then f Signaturseite P leseng
3. P := P + 1
4. if P < n then goto 2
5. end.

10.4.4.4 Vergleic h der Speicherungsstrukturen

Pro¯l
Struktur Retrieve Insert Delete Speicher
sequentiell selten dominant! selten dominant
Bitscheiben dominant wenig wenig wenig
zweistu¯g dominant wenig wenig irrelevant
Quick Filter, S-Baum wenig viel viel wenig

Tabelle 10.4: Anforderungspro¯le der Speicherungsstrukturen

In Tabelle 10.4 sind die vorgestellten Speicherungsstrukturen noch einmal vergleichend gegenÄuberge-
stellt. Ausgehendvon dem Anforderungspro¯l der geplanten Anwendung,d.h. der HÄau¯gkeit der einzelnen
Operationen, kann man daraus die geeigneteSpeicherungsstruktur ersehen.

10.4.4.5 Ranking mit Signaturen

Bei den Retrieve-Operationen zu den verschiedenenSpeicherungsstrukturen wurden immer boolesche An-
fragen angenommen.Uns interessiertnatÄurlich mehr, wie man Ranking mit Signaturen durchfÄuhren kann.
In [Schmidt & Pfeifer 93] wird dieseProblemstellung erstmals systematisch untersucht, und zwar fÄur den
Fall desS-Baums.

Zum Messender Anzahl False Drops beim Ranking vergleichen wir mit einem Ranking auf der Basis
von invertierten Listen (hier: das SMART-System). Dabei haben wir das Problem, da¼aufgrund der
binÄaren Dokumentindexierung mehrere Dokumente im gleichen Rang landen kÄonnen. Abbildung 10.19
illustriert die hierzu verwendete Me¼methode: Wir wollen die ersten 10 Dokumente ¯nden, wobei aber
nicht notwendigerweiseeine Ranggrenzenach 10 Dokumenten vorliegt. Daher suchen wir zunÄachst alle
Dokumente aus den vorigen RÄangen und dann noch weitere Dokumente aus dem letzten betrachteten
Rang, bis wir insgesamt 10 Dokumente gefundenhaben.

Nachstehendwerden folgendeNotationen zugrundegelegt:
L LÄangeder Signatur in Bits.
g Termgewicht; Anzahl der pro Term gesetzten,unterschiedlichen Bitp ositionen.
¸ Anzahl der Äuberlagerten Termsignaturen

qk Frage, reprÄasentiert durch Fragetermeqk ;i , i = 1; : : : ; nk

nk Anzahl Fragetermeder Frage qk

dm Dokument, reprÄasentiert durch Indexierungstermedm;i

S( ¢) Funktion, die fÄur einen einzelnenTerm bzw. ein/e Dokument/F rage eine Signatur berechnet:
S(dm ) = S(dm; 1) _ S(dm; 2)_ ; : : : ; S(dm;n ), wenn n die Anzahl der Indexierungsterme des m-ten
Dokuments ist.

FÄur das Ranking wurden zwei verschiedene Retrievalfunktionen fÄur den Vergleich von Frage- und
Dokumentsignatur verwendet,die beidedenCoordination Level Match annÄahernsollen.Die ersteFunktion
zÄahlt nur die Anzahl ÄubereinstimmendeBits, die zweite prÄuft dagegentermweiseab, ob alle Bits desTerms
in der Dokumentsignatur vorkommen, und zÄahlt dann die Anzahl der so gefundenenTerms
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S-Baum ErgebnislisteSMART Ergebnisliste

10 Dokumente

Abbildung 10.19:Me¼methode

10.4.4.5.1 Retriev al mit der Anzahl Äub ereinstimmender Bits

Die Retrievalfunktion lautet hier:

%B est -B it (qk ; dm ) := jS(qk ) ^ S(dm )j (10.53)

Um die Anzahl der zu erwartenden False Drops abzuschÄatzen, berechnen wir zunÄachst die Wahrschein-
lichkeit, da¼ein bestimmtes Bit nach der ÄUberlagerungvon ¸ Signaturen der LÄangeL mit dem Gewicht
g gesetzt ist:

p(L; g; ¸ ) = 1 ¡ (1 ¡
g
L

)¸ :

Die Wahrscheinlichkeit, da¼i bestimmte Bits in der Dokumentsignatur gesetztsind, ist dann p(L; g; ¸ ) i .
Die Anzahl der von einer Frage mit nk Terms gesetztenBits nÄahern wir mit nk ¢g an. Die Retrie-

valfunktion zÄahlt nun, wieviele dieser nk ¢g Bits in der jeweiligen Dokumentsignatur gesetzt sind. Die
Wahrscheinlichkeit f eB (L; g; nk ; i ), da¼genau i dieserBits zufÄallig gesetztsind, ist

f eB (L; g; nk ; i ) =
µ

nk ¢g
i

¶
¢p(L; g; ¸ ) i ¢(1 ¡ p(L; g; ¸ )) n k ¢g¡ i

FÄur einebestimmten Rang sei j (mit 0 · j · nk ¢g) die Anzahl der zwischenFrage-und Dokumentsignatur
ÄubereinstimmendenBits. Die Wahrscheinlichkeit f B (L; g; nk ; j ), da¼mindestens j Bits zwischen Frage-
und Dokumentsignatur zufÄallig Äubereinstimmen, ist dann unseregesuchte False-Drops-Wahrscheinlichkeit

f B (L; g; nk ; j ) =
X

j · i · n k ¢g

f eB (L; g; nk ; i ): (10.54)

Da wir nicht wissen,bei wievielen Bits Abweichung wir die 10 gesuchten Dokumente ¯nden werden,
betrachten wir alle mÄoglichen Werte f B (L; g; nk ; j ) mit 0 · j · nk ¢g und bilden daraus den Mittelw ert.
Abbildung 10.20 zeigt am Beispiel der CACM-Kollektion (3200 Dokumente, L = 509) fÄur nk = 10 und



KAPITEL 10. IMPLEMENTIER UNG VON IR-SYSTEMEN 179

1 2 3 4 5 6 7 8 9 10 11 12
Termgewicht0

10

20

30

40

False Drops

Abbildung 10.20:Theoretische False-Drops-Ratebei %B est -B it
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Abbildung 10.21:TatsÄachliche False-Drops-Ratebei %B est -B it

g = 1; : : : ; 12 die sich ergebenden False Drops. O®ensichtlic h ist fÄur g = 1 die False-Drops-Rate am
niedrigsten.Dieswird durch die tatsÄachlich sich ergebendenFalseDrops, die in Abbildung 10.21dargestellt
sind, bestÄatigt.

10.4.4.5.2 Retriev al mit der Anzahl Äub ereinstimmender Terms

Die Retrievalfunktion %B est -T er m zÄahlt hier, wieviele Fragetermsignaturen in der Dokumentsignatur
gefundenwerden:

%B est -T er m (qk ; dm ) :=
n kX

i =1

(S(qk ;i ) µ S(dm )) (10.55)

Die Wahrscheinlichkeit, da¼ein bestimmter Term (der g Bits setzt) gefundenwird, ist hier p(L; g; ¸ )g.
Daraus ergibt sich die Wahrscheinlichkeit f eT (L; g; nk ; i ), da¼genau i der nk Terms der Anfrage in einer
zufÄalligen Signatur gefundenwerden, zu

f eT (L; g; nk ; i ) =
µ

nk

i

¶
p(L; g; ¸ )g¢i ¢(1 ¡ p(L; g; ¸ )g¢(n k ¡ i )

Unseregesuchte False-Drops-Wahrscheinlichkeit ist die Wahrscheinlichkeit f T (L; g; nk ; j ), da¼minde-
stens j Terms der Anfrage (mit 0 · j · nk ) in der Dokumentsignatur zufÄallig gefundenwerden:

f T (L; g; nk ; j ) =
n kX

i = j

f eT (L; g; nk ; i ) (10.56)

Abbildung 10.22 zeigt die Werte dieser Funktion fÄur nk = 10, g = 1; 10; 20; 30; 40; 50 und die RÄange
(= nk ¡ j ) 1 : : : ; 10, wobei man erkennt, da¼die minimale False-drops-Ratesich wohl fÄur g zwischen 1 und
20 ergibt. Um dies nÄaher zu untersuchen, betrachten wir wieder die False-Drops-Wahrscheinlichkeit fÄur
alle mÄoglichen Werte j mit 0 · j · nk und bilden daraus den Mittelw ert. Dieser ist in Abbildung 10.23
fÄur g = 1; : : : ; 12 dargestellt. Die tatsÄachlichen False-Drops-Ratenzeigt Abbildung 10.24, die auch das
theoretische Minim um bei g = 6 bestÄatigt.
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Abbildung 10.22:Theoretische False-Drops-Wahrscheinlichkeit bei %B est -T er m
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Abbildung 10.23:Mittlere theoretische False-Drops-Wahrscheinlichkeit bei %B est -T er m
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Abbildung 10.24:TatsÄachliche False-Drops-Ratebei %B est -T er m
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10.4.4.5.3 Besuchte Knoten des S-Baums
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Abbildung 10.25:Besuchte Knoten bei %B est -B it , g = 1
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Abbildung 10.26:Besuchte Knoten bei %B est -T er m , g = 6

Ziel desS-Baumsist es ja, beim Retrieval die Anzahl der Vergleiche zwischen Frage- und Dokument-
signaturen zu verringern. Die Abbildungen 10.25{ 10.27 zeigendie Anzahl der besuchten Knoten bei den
verschiedenen hier betrachteten Retrievalfunktionen. Es wird deutlich, da¼stets ein hoher Prozentsatz
der Knoten untersucht werdenmu¼.Somit lÄa¼tsich feststellen,da¼der S-Baum fÄur Best-Match-Anfragen
wenig geeignetist. DieseAussagegilt wohl in Äahnlicher Form auch fÄur den Quick Filter. Somit scheinen
Signaturen generellwenig geeignetfÄur Retrieval mit Ranking.
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Abbildung 10.27:Besuchte Knoten bei %B est -T er m vs. %B est -B it

10.4.5 PAT-B Äaume

Der PAT-Baum ist eine Datenstruktur zur e±zienten Textsuche in gro¼enDatenbestÄanden. Insbesondere
kann auch die Suche in strukturierten Dokumenten e®ektiv unterstÄutzt werden (was hier allerdings nicht
betrachtet wird). Die nachfolgende Beschreibung orientiert sich im wesentlic hen an der Darstellung in
[Gonnet et al. 92].

10.4.5.0.4 Grundk onzepte
Im Gegensatzetwa zu anderenZugri®spfaden(wie etwa invertierten Listen), die einzelneDokumente streng
voneinandertrennen, wird beim Pat-Baum die gesamte Dokumentkollektion als ein einziger langer String
aufgefa¼t.Eine Folge strukturierter Dokumente hÄatte dann z.B. folgendesAussehen:
Doc1() Doc2() Doc3( Ch1() Ch2()) Doc4(Tit() Abstr() Sec1( Subs1() Subs2()) Sec2())
(Die BerÄucksichtigung der Dokumentstruktur bei der Suche ist durch das Mitf Äuhren der entsprechenden
Markup-Information als suchbares Element mÄoglich.) Ein wichtiges Konzept fÄur die Suche ist die semi-
unendliche Zeichenkette (semi-in¯nite string, sistring). Ein sistring ist ein String, der an einer beliebigen
Position im Text beginnt und sich im Prinzip unbegrenztweit nach rechts ausdehnt, wie etwa im folgenden
Beispiel:
01 - THIS IS A SAMPLESTRING
02 - HIS IS A SAMPLESTRING
03 - IS IS A SAMPLESTRING
04 - S IS A SAMPLESTRING
05 - IS A SAMPLESTRING
06 - IS A SAMPLESTRING
07 - S A SAMPLESTRING
07 - A SAMPLESTRING
...
Jedem sistring entspricht somit eindeutig eine Position im Text. Praktisch endet ein sistring spÄatestens
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am Textende,zudemkann man auch eineMaximall Äangevorsehen.FÄur Textretrieval betrachtet man meist
nur solche sistrings, die WÄorter darstellenen, d.h. nur Positionen, denen ein Blank vorausgeht, und der
sistring endet mit dem nÄachsten Blank.

Man de¯niert sich nun in der Äublichen Weiseeine lexikographische Ordnung auf den sistrings (also gilt
etwa in unseremBeispiel A SA... < AMP... < E ST.. ).

01100100010111 �� Text
12345678901234 �� Position

2

7

3

5

4 8

0 1

0

3

5 1

100 10

0

2

36

0 1

100

4

2

1
1

1

Abbildung 10.28:PAT-Baum nach dem EinfÄugen der ersten acht sistrings

Ein PAT-Baum ist nun ein Patricia-Baum aller sistrings einesTextes. Dabei ist ein Patricia-Baum
ein binÄarer Digital-Baum, bei dem die einzelnenBits der SchlÄusselwerte Äuber die Verzweigung im Baum
entscheiden (bei 0 nach links, bei 1 nach rechts). ZusÄatzlich wird bei einem Patricia-Baum noch bei
jedem internen Knoten angegeben, welches Bit zum Verzweigen benutzt wird (entweder absolutÄuber die
Bitp osition oder relativ durch die Angabe der Anzahl Äubersprungener Bits). Dadurch kÄonnen interne
Knoten mit nur einem Nachfolger weggelassenwerden. Die SchlÄusselwerte werden als Textpositionen in
den externen Knoten des Patricia-Baums gespeichert. Die internen Knoten enthalten nur die Angabe
Äuber das Verzweigungsbit sowie Zeiger auf die beiden Nachfolger. Ein Beispiel fÄur einen PAT-Baum zeigt
Abbildung 10.28.

10.4.5.0.5 Algorithmen auf PAT-B Äaumen
PAT-B Äaume erlauben vielfÄaltige Arten der Suche, die im folgendenkurz skizziert werden. Dabei steht n
fÄur die LÄangedeszu indexierendenTextes

10.4.5.0.5.1 Pr Äa¯x-Suc he

Aufgrund der De¯nition desPAT-Baums enthÄalt jeder Teilbaum alle sistrings die den gleichen PrÄa¯x
besitzen.Somit mu¼man bei der PrÄa¯x-Suche von der Wurzel ausgehendeinenPfad entsprechenddenBits
des PrÄa¯x' verfolgen, bis alle Bits des PrÄa¯x' aufgebraucht sind. Falls dabei Bits Äubersprungenwurden,
mu¼man noch einen beliebigensistring im Teilbaum auf den PrÄa¯x testen. Im positiven Fall bilden alle
sistrings im Teilbaum zusammendie Antwortmenge, im negativen Fall ist die Antwortmenge leer.

Ein Beispiel fÄur eine PrÄa¯x-Suche zeigt Abbildung 10.29. Hier liefert die Suche nach dem PÄa¯x 100*
den Teilbaum mit den externen Knoten 3 und 6.

Der Zeitaufwand fÄur die PrÄa¯x-Suche ist o®ensichtlic h hÄochstensO(log n), in der RegelwÄachst er linear
mit der LÄangedesPrÄa¯xes.

10.4.5.0.5.2 Reihenfolge-/Abstandssuc he
Sucht man WÄorter (oder Strings) s1 und s2 in einer bestimmten Reihenfolge(evtl. zusÄatzlich in einem
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Abbildung 10.29:PrÄa¯x-Suche
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Abbildung 10.30:Reihenfolge-Suche
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bestimmten Maximalabstand), so mu¼man zunÄachst die beiden WÄorter einzeln im PAT-Baum suchen
und sortiert dann die kleinere der beiden Antwortmengen nach aufsteigender Position. Nun vergleicht
man die Elemente der zweiten Antwortmengemit jedem Element der ersten bezÄuglich desEinhaltens der
Reihenfolge-/Abstandsbedingung.Seim1 die GrÄo¼eder kleineren Antwortmengeund m2 die der anderen,
so ergibt sich ein Zeitaufwand von O((m1 + m2) logm1)
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12345678901234 �� Position
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"0010 ... 1001"

Abbildung 10.31:Bereichssuche

10.4.5.0.5.3 Bereic hssuche
Bei der Bereichssuchewerdendie Vorkommenaller WÄorter gesucht, die entsprechendder lexikographischen
Ordnung zwischen zwei WÄortern liegen. Hierzu wird jedes der beiden IntervallgrenzwÄorter einzeln im
PAT-Baum gesucht. Dann bilden die beiden zugehÄorigen TeilbÄaume sowie alle TeilbÄaume dazwischen die
Antwortmenge.Ein Beispiel hierzu zeigt Abbildung 10.31. Der Zeitaufwand fÄur diesenAlgorith us betrÄagt
o®ensichtlic h O(log n).

10.4.5.0.5.4 LÄangste Wiederholung
Sucht man nach dem lÄangsten sistring, der zweimal im Text vorkomt, so mu¼man nur den hÄochsten
internen Knoten im PAT-Baum bestimmen (wobei zusÄatzlich evtl. ÄubersprungeneBits zu berÄucksichtigen
sind). DieseAufgabe kann bereits beim Aufbau des PAT-Baums gelÄost werden. Ein Beispiel hierzu zeigt
Abbildung 10.32.

Ein verwandtesProblem ist die Suche nach der lÄangstenWiederholung mit einemvorgegebenenPrÄa¯x,
alsoin einemTeilbaum. Um den Teilbaum nicht vollstÄandig absuchen zu mÄusen,kann bereits beim Aufbau
desPAT-Baums bei jedem internen Knoten mit einem zusÄatzlichen Bit vermerken, auf welcher Seite sich
der hÄohereTeilbaum be¯ndet. Dann ergibt sich ein Zeitaufwand von O(log n).

10.4.5.0.5.5 H Äau¯gk eitssuc he
Sucht man nach dem hÄau¯gsten String mit einer bestimmten LÄange (n-gram), der also am hÄau¯gsten
im Text auftritt, so mu¼man nur denjenigen internen Knoten im entsprechenden Abstand zur Wurzel
suchen, der in seinemTeilbaum die meisten Knoten enthÄalt. (z.B. illustriert Abbildung 10.33 die Suche
nach dem hÄau¯gsten Bigram, was als Antwort 00 liefert, das dreimal vorkommt). Hierzu mu¼der PAT-
Baum traversiert werden, was einen Zeitaufwand von O(n=a) erfordert, wobei a die durchschnittlic he
AntwortgrÄo¼eist. Alternativ dazu kÄonnte man schon beim Aufbau des Baumes in jedem Knoten die
Anzahl der Knoten im zugehÄorigen Teilbaum festhalten.

Sucht man nach dem hÄau¯gsten Wort im Text, so werden nur sistrings betrachtet, die mit Blank be-
ginnen und enden;somit beschrÄankt sich die Suche auf den Teilbaum der mit Blank beginnendensistrings,
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Abbildung 10.32:Suche nach der lÄangstenWiederholung
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Abbildung 10.33:Suche nach dem hÄau¯gsten Bigram
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und zudem wird beim Durchlaufen immer nur bis zum zweiten Blank gesucht.
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Abbildung 10.34:Suche nach regulÄaren AusdrÄucken

10.4.5.0.5.6 Regul Äare Ausdr Äucke
Zur Suche nach regulÄaren AusdrÄucken wird der Suchausdruck in einen endlichen Automaten Äubersetzt,
und dieserwird dann auf dem PAT-Baum abgearbeitet. Abbildung 10.34zeigt ein Beispiel hierzu. (Zu den
Details siehe[Gonnet et al. 92]).

0  1  1  0  0  1  0  0  0  1  0  1  1 1 ...

PAT array

Text

7 4 8 5 1 6 3 2

Abbildung 10.35:Beispiel einesPAT-Arra ys

10.4.5.0.6 PAT-Arra ys
Da fÄur gro¼eTextmengen der PAT-Baum nicht komplett in den Hauptspeicher pa¼t, mu¼ man nach
e±zienten MÄoglichkeiten suchen, um diese Datenstruktur auf dem externen Speicher zu halten. Hierzu
wurden PAT-Arra ys entwickeln, die zudem weniger Speicherplatz als PAT-B Äaume benÄotigen | allerdings
auf Kosten grÄo¼ererLaufzeit fÄur bestimmte Suchprobleme.

Der PAT-Arra y basiert auf der lexikographischenReihenfolgeder sistrings und enth Äalt nur die zugehÄori-
genTextpositionen (gemÄa¼dieserReihenfolge).Den PAT-Arra y zum PAT-Baum ausden vorangegangenen
Beispielenzeigt Abbildung 10.35. PrÄa¯x- und Bereichssuchen kÄonnen im PAT-Arra y als indirekte binÄare
Suche realisiert werden (da die SchlÄusselwerte nicht im Array stehen, ist jeweils ein Zugri® auf den Text
an der angegebenen Position notwendig). Diese Operationen erfordern dann 2log2 n ¡ 1 Vergleiche und
4log2 n Plattenzugri®e. Andere Suchoperationen werden hingegenaufwendiger.



Chapter 11

Fact Retriev al

In this chapter, a new probabilistic approach to fact retrieval and its integration with text retrieval is
described. Traditionally , a speci¯c application of fact retrieval, namely statistical databases,always has
beenregardeda sub¯eld of IR. We will not refer to this kind of application here. The interested reader is
referred to [Staud 90], for example. Here we will discussthe problem of vaguequeriesand imprecisedata
in fact databases,before we turn to the aspect of integrating text retrieval.

11.1 A Probabilistic Approac h to Fact Retriev al

11.1.1 In tro duction

In most of today's data basemanagement systems(DBMSs), the query languageis basedon two-valued
logic (e.g. relational algebra). This concept implies that for every object stored in a data base,a binary
decisioncan be made by the systemwhether the object is an answer to the current requestor not. Based
on this feature, e±cient query processingstrategiesare possible.

On the other hand, handling of user requeststhat cannot be expressedin two-valued logic is di±cult
with current DBMSs:

² In engineeringapplications, when a new part has to be developed, it is often more e®ective to start
with a similar part already constructed, instead of developing the new part from scratch. If the parts
are stored in a database, it should be possible to search for parts similar to a given speci¯cation.
The system described in [Schneider et al. 89] for this purposeis basedon a relational databasefor
the retrieval of a set of candidate objects. Then for each object in this set its similarit y to the
speci¯cation is computed.

² In materials data systems [Westbrook & Rumble 83], a large number of requests either seek for
materials similar to a known material or for materials that are optimum with respect to a number
of criteria. As there is also a large number of missing values for the materials attributes, systems
basedon Boolean query logic rarely can provide satisfactory answers [Ammersbach et al. 88].

² Businessdecision making very often meansto ¯nd an optimum solution with respect to a number
of criteria. If the decisionrelates to items stored in a database,then there should be a method that
retrievesitems closeto the optimum (seethe examplebelow).

In all theseapplications, the query languagesof current DBMSs o®erlittle support. Mostly, usersare
forced to submit a seriesof queries in order to retrieve someobjects that are possiblesolutions to their
problem. Moreover, they often cannot be sure if they tried the query that retrievesthe optimum solution.

In the ¯eld of information retrieval, similar problems have been investigated for a long time.1 For
this kind of queries, ranking methods have been developed which yield a ranked list instead of a ¯xed
set of documents as an answer to a query. It has beenshown in experiments that ranking methods yield
signi¯cantly better results than search methods basedon Boolean logic [Salton et al. 83] [Fuhr 86].

1A general discussion of the similarities and di®erencesbetween information retriev al and database management systems
is presented in [Eastman 89], where the issuesof evaluation, matching, interaction and clustering are considered.

188
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Text retrieval systemswith ranking ¯rst seekfor documents that contain terms from the query. A
relevancestatus value (RSV) is computed for each document, and then documents are ranked according
to descendingRSVs. For this task, two major theoretical models have beendeveloped:

² In the vector spacemodel [Salton 71] [Wong et al. 87], documents and queries are represented as
vectors in a vector spacespannedby the terms of the database. For a query-document pair, the RSV
is computed by meansof a similarit y coe±cient (e.g. dot product or cosine) of the corresponding
vectors.

² In the probabilistic approach [Rijsbergen79a] [Fuhr 88], retrieval is regardedasa stochastic process.
So documents are ranked according to their probabilit y of being relevant to the current request. It
can be shown that this kind of ranking is optimum [Robertson 77]. The probabilit y of relevance
of a document is computed from probabilistic weights of the terms, which in turn are derived from
relevanceinformation about (other) query-document pairs.

In the following we describe how the probabilistic approach can be applied for retrieval of facts from
databases.For a vaguequery, a systembasedon our approach ¯rst will yield an initial ranking of possible
answers. Then the user is asked to give relevance judgements for someof the answers, that is, he must
decidewhether an answer is an acceptablesolution to his problem. From this relevancefeedback data, the
systemcan derive an improved ranking of the answers for the current request. In addition to this kind of
short-term learning, a major new conceptof our approach is the collection of feedback data for a long-term
learning process:Basedon feedback information, an improved weighting of attribute valueswith respect
to query conditions can be derived. This way, better retrieval results for future queriescan be achieved.

MODEL CPU MEMORY CLOCK RATE DISK SIZE ACCESS TIME PRICE
A 80386 4 20 40 40 1500
B 80386 4 25 80 28 2000
C 80386 4 25 75 26 2000
D 80386 4 25 80 24 3000
E 80386 4 25 85 28 2500

Table 11.1: Example databaseabout PCs

In order to illustrate the conceptsof our approach, we will usean exampleof a databaseabout personal
computers throughout this chapter. The databasecontains information about PCs and consistsof a single
relation with the attributes processortype, CPU clock rate, memory size,disk size,disk accesstime and
price (seetable 11.1). Now a user may seekfor a PC with an 80386processorwith a clock rate of at least
25 MHz, 4 MB of main memory and an 80 MB hard disk with an accesstime of lessthan 25 ms. Of course,
he is interested in a cheap o®er. This example illustrates the closerelationship of this kind of problem to
the ¯eld of information retrieval: It is obvious that the goal of the user,namely to selecta singlemodel for
purchase,cannot be fully expressedin a query. His ¯nal decisionwill depend on a number of additional
factors, which cannot be represented completely in the database. This meansthat the representation is
uncertain and incomplete with respect to the application { the samesituation as in text retrieval.

Now look at the sampledata set in table 11.1. Here only model D ful¯lls all the criteria speci¯ed in the
query. On the other hand, there are three more models(B, C, E) which do not fully meet the requirements,
but which are signi¯cantly cheaper than model D. For this reason,the usershould be informed about these
models, too. It is obvious that interpreting all the criteria speci¯ed by the user as predicates in a two-
valued logic would yield inappropriate results. Instead, at least someof the criteria should be regardedas
vaguepredicateswhich can be ful¯lled to a certain degreeby attribute values.2 This degreeof ful¯llmen t
will be called indexing weights in the following.

A secondkind of weighting (called query condition weighting below) refers to the di®erent criteria
speci¯ed by the user, which may not be of equal importance for him. For example, disk size may be
more important than accesstime, so the answers should be ranked accordingly. We will describe two
probabilistic retrieval models for this purposewhich allow either an explicit weighting as speci¯ed by the
user or an implicit one derived from his relevancejudgements.

In addition to thesetwo kinds of probabilistic weighting, our approach has the following features:

2An approach based on ranking instead of Boolean logic, but using predicates from two-valued logic would e.g. not allow
to distinguish between the accesstimes of model B and C.
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² Di®erent vaguepredicatescan be considered,like e.g. "about", "at most", "high", "low", "some".
² The approach can be applied to arbitrary data types, ranging from numbers or strings to complex

objects like e.g. the shape of a geometric object.
² With the probabilistic foundation of our approach, imprecisedata (e.g. disjunctiv e information) or

missing data (i.e. null values) also can be handled easily, even for predicatesfrom two-valued logic.

11.1.2 Foundations of the probabilistic mo del

Since we concentrate on the retrieval aspect of databaseshere, we assumea fairly simple data model,
where a databaseconsistsof a set of objects to which a query may relate to; we do not consider schema
transforming operations here (especially join operations), but these operations can be assumedto take
place before our approach is applied, that is, the databasethat we regard here may be derived from the
original databasevia somestandard databaseoperations.
De¯nition 1 A database is a set of objects O. Let A = f a1; : : : ; an g denote the set of attributes in the
database,and D i the domain for attribute ai . Then the representation of a single object om 2 O is a tuple
oF

m = < om (a1); : : : ; om (an ) > with om (ai ) 2 D i .
As in all probabilistic models, we distinguish betweenan object om itself and its representation om = oF

m .
Although only a linear data model is assumedhere, it should be emphasizedthat we poseno restrictions
on the domains of attributes; so complex data typesare allowed here, too.

Now we describe the structure of the queries. We proposeour approach as an extension of database
systemsbasedon two-valued logic. A user query in such a systemcan be extendedby a part in which one
or more vaguecriteria can be speci¯ed.
De¯nition 2 An extended query is a combination of a Boolean query and a vaguequery. The answer
for the Boolean query is a set of objects from the database called preselected objects. The answer to the
extended query is a ranked list of the preselected objects.

In the following discussion,unless stated otherwise, we will restrict to the vague part of the query.
Furthermore, no distinction betweenthe whole databaseand the set of preselectedobjects will be made.

For our PC example,an extendedquery in a SQL-like notation could be speci¯ed as follows:
SELECT* FROMPC

WHERECPU = '80386'
AND MEMORY= 4
RANK_BYCLOCK_RATE>= 25,

DISK_SIZE >= 80,
ACCESS_TIME< 25,
PRICELOW.

Here the WHERE-clause speci¯es the Boolean query which is a Boolean expressionin general. The
vaguequery starts with the RANK clauseand consistsof a set of conditions.
De¯nition 3 A vaguequery is a pair qk = (qF

k ; qJ
k ), where qF

k denotesthe set of vaguefact conditions
forming the query and qJ

k is the relevance feedback data for the query. With R = f R; Rg (relevant/nonre-
levant) denoting the set of possiblerelevance judgementsfor query-object pairs, the relevance feedback data
is a subsetqJ

k ½ O £ R.
For our PC example, the vaguequery formulation is

qF = f (CLOCK RATE, ¸ , 25),
(DISK SIZE, ¸ , 80),
(ACCESS TIME, < , 25),
(PRICE, low)g

For the de¯nition of fact conditions, we ¯rst have to introduce the notion of vaguepredicates.
De¯nition 4 A vague(or fuzzy) predicate f is either a unary predicate or a binary predicate. For each
attribute ai 2 A in a database, there is a set F 1

i of unary predicates de¯ned and a set F 2
i of binary

predicates de¯ned.
In contrast to fuzzy logic, a predicate is just a label hereand not a mapping of attribute valuesonto values
of a membership function. Examples for unary predicates are "low", "high", "medium" or "recent" (for
dates) and also so-calledfuzzy quanti¯ers like "some", "several", "many" . Most binary vague predicates
will be vagueinterpretations of the standard predicateslike e.g. "=" , "< ", "¸ ".
De¯nition 5 A vaguefact condition ci can haveone of the three forms
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² (ai ; f i ) with ai 2 A and f i 2 F 1
i

² (ai ; f i ; di ) with ai 2 A, f i 2 F 2
i and di 2 D i , where di is called the comparison value.

² (ai ; f i ; aj ) with ai 2 A, aj 2 A and f i 2 F 2
i \ F 2

j
Soa fact condition may be an attribute value with a unary attribute (e.g. PRICE low), an attribute value
with a binary predicate and a comparisonvalue (e.g. DISK SIZE, ¸ , 80), or two attributes comparedby
a binary attribute.

The goal of our probabilistic model is the estimation of the probabilit y P(Rjqk ; om ) that an object
with the representation om will be judged relevant by a user who submitted the vague query qk . The
event spaceof our probabilistic model is Q £ O where Q denotes the set of all queries submitted to
the databasesystem. A single element of this event spaceis a query-object pair (qk ; om ) with a binary
relevance judgement r (qk ; om ) 2 R, a set qF

k of vaguefact conditions and a tupel oF
m of attribute values.

Now we seekfor an estimate of the probabilit y P(Rjqk ; om ) that an object with the representation om will
be judged relevant with respect to query qk . The estimation of this probabilit y by meansof a retrieval
function (as a basis for the ranking of the objects) is described in section 11.1.4.

The retrieval function needsindexing weights for all the conditions in qF
k for this purpose. For the

probabilistic de¯nition of theseweights, we introducethe additional conceptof correctnessasan attribute
of an object-condition relationship: An object may be a correct answer to a single condition, or may not.
We will denote theseevents by the symbols C and C, respectively. The decisionabout the correctnessof
an object-condition pair can be speci¯ed explicitly , that is, in addition to the relevance judgement, the
user will have to judge an object with respect to each condition. However, it is also possible to derive
thesedecisionsfrom the relevancejudgement of a query-object pair: If the pair is relevant, then the object
is correct with respect to all query conditions. In the opposite case,the object is not a correct answer for
any of the query conditions.

With the event of correctnessde¯ned in either of the two ways, we seekfor estimatesof the probabilit y
P(Cjvi ; om ) that an object with representation om is a correct answer to the query condition vi . The
estimation of this probabilit y is performed by the indexing task.

The indexing task consistsof two steps, a description step and a decision step. In the ¯rst step, all
information available about the relationship between the condition vi and the object om is collected in
the so-calledrelevancedescription x(vi ; om ). Based on this data, the decision step yields an estimate of
the probabilit y P(Cjx(vi ; om )) that an object-condition pair described by relevancedescription x will be
judged correct.

In both steps, the di®erent vaguepredicateshave to be treated separately (speci¯c relevancedescrip-
tions and estimation of indexing weights for each predicate). To keep the following explanations simple,
we assumethat we always regard only a singlepredicate in the indexing process,and that this processhas
to be repeated for each predicate.
De¯nition 6 A relevance description x(vi ; om ) is a data structure that describes properties of the rela-
tionship between the condition vi and the object om .

Here no speci¯c assumptions about the structure and the elements of a relevance description are
necessary. However, somealgorithms usedin the decisionstep are restricted to certain typesof relevance
descriptions. Furthermore, it is essential that only those properties are useful as elements of the relevance
description for which there is a signi¯cant correlation with the event of correctness.

This concept of relevance description yields an abstraction from speci¯c pairs (condition, attribute
value). For the binary predicatesin the PC example,one could de¯ne

x(vi ; om ) =
om (ai ) ¡ di

di
:

This way, all pairs with the samerelative di®erencebetweencomparisonvalue and attribute value would
have identical relevancedescriptions. For unary predicates, the relevancedescription can be de¯ned with
respect to the distribution of the attribute values in the database,e.g. the percentage of values smaller
than om (ai ).

The actual de¯nition of the relevancedescription dependsstrongly on the application. Its elements can
be valuesfrom interval scalesaswell as from ordinal or nominal scales(e.g. for string comparisona marker
indicating whether there is a phonetic match betweenthe two strings or not). Especially distancesbased
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Figure 11.1: Examples of logistic indexing functions

on the di®erent metrics described in [Motro 88] will provide useful information for relevancedescriptions.
It should be noted that a relevance description may consist of several components, that is, we can cope
also with multi-dimensional metrics. This feature is important when dealing with complex data types.

In the decisionstep, estimatesof the probabilities P(Cjx(vi ; om )) are computed. For this purpose,we
needa learning sample of relevancedescriptions and corresponding decisionsabout the correctnessfrom
previous user queries.

Now, one could estimate the probabilit y P(Cjx(vi ; om )) as relative frequency from those elements of
the learning sample that have the samerelevance description (components of x with contin uous values
would have to be discretized before, seee.g. [Wong & Chiu 87]). At this point, we introduce the concept
of an indexing function:
De¯nition 7 Let X denote the set of relevance descriptions and IR the set of real numbers. Then a
probabilistic indexing function is a mapping e : X ! IR such that e(x) is an approximation of P(Cjx).
We call u(vi ; om ) = e(x(vi ; om )) the indexing weight of the object om with respect to condition vi .

As indexing function, di®erent probabilistic classi¯cation (or learning) algorithms can be applied. The
general advantage of these probabilistic algorithms over simple estimation from relative frequenciesis
that they yield better estimates from a learning sample given, becausethey use additional (plausible)
assumptionsabout the indexing function.

Besidesleast squarepolynomials, logistic regression[Freeman87] [Fienberg 80] seemsto be well suited
for this task here. This approach yields indexing functions of the form

e(~x) =
exp(b(~x))

1 + exp(b(~x))
;

where b(~x) is a polynomial, and the coe±cients of b(~x) are estimated basedon the maximum likelihood
method. As an example,assumethat the only component of a relevancedescription is de¯ned asthe relative
di®erencebetweendi and om (ai ). Now one can de¯ne an indexing function for the vaguepredicate '¸ ' as
e1(x) = exp( b0 + b1 x )

1+exp( b0 + b1 x ) . In the caseof the vaguepredicate '=', an appropriate indexing function would be

e2(x) = exp( b0 ¡ b2 x 2 )
1+exp( b0 ¡ b2 x 2 ) . Both functions are illustrated in ¯gure 11.1. As can be seenfrom this ¯gure, a

major advantage of logistic functions is their asymptotic behaviour. A secondadvantage (in comparison
to polynomial functions) is related to the problem of parameter estimation: When only small learning
samplesare available, a prior distribution on the coe±cients of b(~x) can be considered,thus yielding a
Bayesianestimate.

As another nice property of logistic indexing functions, they support the view of vaguepredicatesbeing
deformations of predicatesfrom two-valued logic: In our example,we get for b1 ! 1

e1(x) =

8
<

:

0 , if x < 0
1 ¡ " , if x = 0
1 , if x > 0

with " = 1=(1 + exp(b0)). This result corresponds to the strict interpretation (from two-valued logic) of
the predicate '¸ '. Similarly, we get for b2 ! 1 in e2(x) the strict interpretation of the equality predicate,
namely e2(x) = 0, if x 6= 0 and e2(0) = 1 ¡ " .
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11.1.3 Indexing for missing or imprecise data

Our probabilistic indexing approach can be extendedto handle also impreciseor missingdata asattribute
valuesand setsof valuesascomparisonvalue. We¯rst discussthe caseof attribute values,then comparison
values,and ¯nally we show how thesemethods can be applied for predicatesfrom two-valued logic, too.

Imprecisedata for attribute valuescan be disjunctiv e information (e.g. assumethat we only know that
the clock rate of a PC model is either 25 or 33 MHz). Another major reasonfor impreciseattribute values
is the limited precisionof measurement valuesin technical applications. In order to handle imprecisedata,
a probabilit y distribution function must be given asattribute value. For attributes with contin uousvalues,
imprecise data can be speci¯ed e.g. as an interval range or as a pair of mean and variance (for which a
normal distribution is assumed). In the following we will only discussdiscrete probabilit y distributions,
sincethe extension to contin uous probabilit y distributions is obvious.

Missing data { that is, an attribute value exists, but is not known { is often stored as null values
in databases. Here also an appropriate probabilit y distribution has to be assumed,e.g. by taking the
distribution of the corresponding attribute values from similar objects or from the whole database. In
most applications, an unknown attribute value does not mean that nothing at all is known about this
value. Therefore, the assumption of an appropriate distribution allows to store the information actually
available in the database, and to use this information in retrieval. For this reason, we regard missing
valuesas a variant of imprecisedata.

We can further extend our approach to a secondinterpretation of null values discussedsometimes
( [Vassiliou 79] [Codd 86]), namely "attribute value not existent" . For example, in an addressdata base,a
value of the attribute "telephonenumber" doesnot exist for personswho do not have a telephone.

Now we show how thesevaluescan be handled by probabilistic indexing functions.
De¯nition 8 An imprecise attribute value om (ai ) must be speci¯ed as a discrete probability distribution
over D i , that is

om (ai ) = f (zj ; pj )jzj 2 D i and pj 2 [0; 1]g

with
X

(zj ;p j )2 om (a i )

pj = ®im ; 0 · ®im · 1:

This de¯nition coversboth interpretations of null valuesaswell as the usual interpretation of imprecise
data: If ®im = 1, we certainly know that an attribute value exists, and with ®im = 0, we represent the
fact that no value exists for this attribute. In the caseof 0 < ®im < 1, ®im gives the probabilit y that an
attribute value exists: For example, someonewho is going to have a telephonesoon gave us his number,
but we are not sure if this number is valid already.

With imprecise values speci¯ed this way, their probabilistic indexing weight can be derived easily. If
vi is a condition that refers only to attribute ai then the indexing weight is

P(Cjvi ; om (ai )) =
X

(zj ;p j )2 om (a i )

pj ¢P(Cjx(vi ; zj )) :

As our indexing function yields approximations of the probabilistic indexing weights, we can de¯ne
appropriate indexing formulas for imprecise values. In contrast to the caseof precisevalues, we cannot
show that these formulas yield optimum approximations (with respect to certain criteria). However, it is
reasonableto assumethat there is no signi¯cant di®erencebetweenthe approximation de¯ned below and
the optimum approximation.
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De¯nition 9 If om (ai ) is an imprecise attribute value, then the indexing weight u(vi ; om (ai )) is computed
by the formula

u(vi ; om (ai )) =
X

(zj ;p j )2 om (a i )

pj ¢e(x(vi ; zj )) :

Our approach can be further extendedto considerthe disjunction or conjunction of conditions for the
sameattribute. Both variants are in fact syntactic elements for specifying a set of values,so we call this
imprecisedata as comparisonvalue.
De¯nition 10 An imprecise comparison value is a set di µ D i , where D i is the domain of the corre-
sponding attribute.

The correct handling of imprecisedata ascomparisonvalue dependson the speci¯c predicate, the data
type of the attribute and the type of the speci¯cation of the imprecisedata (e.g. set of valuesvs. interval
range). Two possiblestrategiescan be applied here:

² In many cases,the indexing function for a single comparisonvalue can be applied by object-speci¯c
selectionof an appropriate value from the set or rangeof comparisonvaluesspeci¯ed in the condition.
For example,whenan interval rangeis speci¯ed in combination with the predicate '=', then the value
from the interval closestto the current attribute value is selected.As a counterexample, considerthe
query "List all the PC models from the manufacturer whosenameis similar to 'Dandy' or 'Dundee'".
For the manufacturer 'Tandy', both comparison values might yield nonzero indexing weights, and
there is no simple, theoretically founded method for combining theseweights.

² At a closerlook, it becomesobvious that imprecisedata is just another variant of a vaguecondition:
For example,there is no systematicdi®erencewhether we specify a predicate like '> ' for an attribute
with contin uousvaluesor a set of constants in combination with the equality predicate for a nominal-
scaledattribute. This view leadsus to the development of special relevancedescriptionsand indexing
functions for imprecisedata. With this method, we can also handle rather complex speci¯cations of
imprecisedata (not coveredby the de¯nition from above). As an example,assumethat a userwants a
PC with a greenor a black and white monitor, but he prefersblack and white. However, this strategy
is only applicable if there is enough learning data available, that is, imprecise comparison values
are used frequently in query formulations. Otherwise, one can only attempt to de¯ne appropriate
indexing functions, without adaptation to the user population.

Thesemethods for coping with imprecisedata as comparisonor attribute value also can be applied to
predicatesfrom two-valued logic. For this case,a binary indexing function is de¯ned:
De¯nition 11 Let p denotea predicate from two-valued logic and di ½ D i an imprecise comparison value.
Then the indexing function is de¯ned as

e((ai ; p;di ); om (ai )) =

8
<

:

1; if p(z; om (ai )) for
any z 2 di

0; otherwise

For imprecise or missing attribute values, the sameformulas as for vague predicates can be applied.
This strategy yields the answers that a procedure for disjunctiv e information in two-valued logic would
retrieve. For example, for the query condition vi = (ai ; = ; f z1; z2g) and the attribute value om (ai ) =
f (z1; ®); (z2; 1 ¡ ®)g, our procedure assignsan indexing weight of 1 to the attribute value. But our
approach also yields valuable results when the object is not an answer in two-valued logic: If the query
condition is only (ai ; = ; z1), then in general the object with attribute value om (ai ) = f (z1; ®); (z2; 1 ¡ ®)g
will be ranked aheadof all objects with null values,which in turn are ranked aheadof objects with di®erent
attribute values.

11.1.4 Retriev al functions

The task of the retrieval function %(qk ; om ) is to compute relevancestatus values(RSVs) for query-object
pairs (qk ; om ). Then the objects can be ranked according to descendingRSVs for a query. This way, a
user will ¯nd the objects probably relevant at the beginning of the ranked list.
De¯nition 12 A retrieval function is a mapping %: Q £ O ! IR.
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Here we will discuss two di®erent probabilistic retrieval functions, one for the initial ranking and
another for an improved ranking basedon relevancefeedback from the user.

For the initial ranking, the user may assignweights to the conditions of his query, in order to denote
their di®erent importance w.r.t. his need. For this purpose,let wik give the weight of condition vi in query
qk .

Based on the indexing weights uim = u(vi ; om ) and the query condition weights wik , the decision-
theoretic linear retrieval function [Wong & Yao 90] yields

%l in (qk ; om ) =
X

v i 2 qF
k

wik ¢uim : (11.1)

If relevancefeedback data is available, that is, the set qJ
k is not empty, the initial ranking can be further

improved by applying the RPI model (seesection 6.3.5.2). Let OR
k = f oj j(oj ; R) 2 qJ

k g denote the set
of objects. With qi denoting the averageindexing weight for condition vi in all objects of the database,
and pik as the averageindexing weight for condition vi in the objects judged relevant w.r.t qk so far, the
retrieval formula yields:

%R P I (qk ; om ) =
Y

v i 2 qF
k

·µ
pik (1 ¡ qi )
qi (1 ¡ pik )

¡ 1
¶

¢uim + 1
¸

(11.2)

With this kind of relevance feedback, we make double use of the relevance data: The user enters
relevancejudgements in order to get a better ranking for his query. In addition, we collect his judgements
for a long-term improvement of the system by developing probabilistic indexing functions basedon this
data.

11.2 In tegration of Text and Fact Retriev al

11.2.1 In tro duction

In the previous section, we have described the application of probabilistic IR methods for fact retrieval.
Since these methods were developed originally for text retrieval, one would like to apply probabilistic
retrieval for databasesthat contain both texts and data. In fact, in real IR applications, the objects to
be retrieved hardly ever consist of text only. For example, document databaseso®eredby public hosts
also provide bibliographic information. In o±ce information systems,documents comprise a number of
attributes besidesthe text itself. Queriesposedto thesesystemsfrequently relate to the attribute values
of the documents, e.g. the name of the author (or sender)of a letter or the publication (or mailing) date.
With regard to these requirements, text retrieval methods only o®era partial solution. So conceptsfor
combining text and fact retrieval have to be devised.

In the following, we will describe brie°y how the probabilistic fact retrieval approach can be extended
in order to cope with objects containing text and facts.

11.2.2 Extending text retriev al metho ds for coping with facts

For objects containing text and facts, De¯nition 1 has to be extended in order to include text as well:
De¯nition 13 A database is a set of objects O. A single object om 2 O is represented by a pair om =
(oF

m ; oT
m ), where oF

m is called the fact part and oT
m is called the text part of om .

The fact part remains the same:
De¯nition 14 Let A = f a1; : : : ; an g denote the set of attributes in the database, and D i the domain for
attribute ai . Then the fact part of an object instance om is a tuple oF

m = < om (a1); : : : ; om (an ) > with
om (ai ) 2 D i .
The text part is de¯ned in the following way:
De¯nition 15 Let T denote the set of terms t i occurring within the text parts of the objects om 2 O.
Furthermore, let Z denote the set of all possibledescriptions for the occurrence of a term in a text. Then
the text part of an object instance om is a set oT

m = f (t i ; z(t i ; om )) jt i 2 T ^ z(t i ; om ) 2 Z g of terms and
their corresponding descriptions.
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Here we make no speci¯c assumptionsabout the type of terms that we are regarding; in principle, index
terms can be single words, noun phrases,terms from a controlled vocabulary or even content identi¯ers
basedon someknowledge-basedmethod. Especially for phrases,the set of all terms may not be known
completely in advance. For this reason,it is not assumedhere that a text is mapped directly onto a set of
weighted index terms (unlik e most other text indexing approaches). Instead, each term is associated with
a description. The weighting processis postponed until retrieval time (at least conceptually). The details
of the weighting processare described below. With this approach, terms and fact attributes are quite
similar, sinceeach term can be regardedas an attribute, and the descriptions represent the corresponding
attribute values. In many applications, the text of an object will have a certain structure (e.g. title,
abstract, additional keywords etc., seethe example in section 11.2.3). In our probabilistic model, we do
not distinguish explicitly betweenthe di®erent parts of a text; instead, the location information is mapped
into the description of the occurrenceof the term, which in turn is usedfor computing a weight for the term
w.r.t. the text following the description-oriented indexing approach as described in [Fuhr & Buckley 91]
(seebelow).

Queriesnow may relate to the fact part as well as to the text part. As an example, assumea user of
an o±ce information system seekingfor all letters containing o®ersfor o±ce furniture that were received
within the past six months. Then the extendedquery could be:
FIND DOCUMENT

WHEREDOCTYPE='OFFER'
RANKBY DATE> 6/91,

TEXT: 'OFFICE FURNITURE'
For vaguequeriesrelating to text and facts, De¯nition 3 has to be changedas follows
De¯nition 16 A vaguequery is a pair qk = (qV

k ; qJ
k ), where qV

k denotesthe setof vagueconditions forming
the query and qJ

k is the relevance feedback data for the query. With R = f R; Rg (relevant/nonrelevant)
denoting the set of possiblerelevance judgementsfor query-object pairs, the relevance feedback data is a
subsetqJ

k ½ O £ R. The (nonempty) set of vagueconditions qV
k = qF

k [ qT
k is the union of the set of fact

conditions qF
k and the set of text conditions qT

k . A text condition is a term t i 2 T.
In our examplequery, there is onefact condition (DATE > 6/91) and onetext condition (TEXT: 'OFFICE
FURNITURE'). In addition to the query formulation comprised of the set of vague conditions, we also
consider the set of relevance feedback judgements that we got for this query so far. This data may be
exploited by the retrieval function (seebelow) in order to yield an improved output ranking.

In the indexing process,text and fact conditions are treated separately. For text indexing, the standard
techniquescan be applied.

11.2.3 An application example

In order to illustrate the conceptsoutlined in the previous section,we present an application of integrated
text and fact retrieval here. First, the databaseand the indexing functions for the di®erent attributes are
described brie°y, followed by the presentation of the PFTR system developed for this application.

As database,we have useda number of documents from the NTIS databasewhich contains references
to research reports of scienti¯c projects in the USA. An exampledocument is shown in ¯gure 11.2.

From the di®erent categoriesof thesedocuments, the title, the summary, the controlled terms (CT) and
the text of the classi¯cation codes(CC) canbeaccessedvia text retrieval. In order to compute the indexing
weights for the text part, the SMART indexing procedureshave been applied ( [Salton & Buckley 88])
for this speci¯c application. Theseprocedureshave the advantage that no relevancefeedback information
is required for indexing. However, as shown in [Fuhr & Buckley 91], when feedback data is available, a
better retrieval quality can be achieved with probabilistic indexing methods.

For the other categoriesof the document aswell asfor the classi¯cation codesitself, vaguefact retrieval
methods are supplied. Except for the attribute `date' (seebelow), string distance measuresare used as
relevancedescriptions within the indexing functions of the di®erent attributes. For theseattributes, only
the vagueequality predicate is supported. The de¯nition of the distance measureactually used depends
on the attribute:

² For the attribute \Author" (AU), the proportion of common trigrams is computed.
² With the classi¯cation codes(CC), the length of the longest common pre¯x is regarded.
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AN 87(01):411 NTIS Order Number: AD-A172 502/7/ XAD
TI Controlling Inference. (Doctoral thesis)
A U Smith, David E.
CS Stanford Univ., CA. Dept. of Computer Science
NC Contract : N00014-81-K-0004
NR AD-A172 502/7/XAD; STAN-CS-86-1107

197 p. NTIS Prices : MF A01
Availabilit y : Micro¯c he copiesonly.

PD 860400
LA English CY United States
OS GRA&I8701
AB E®ective control of inference is a fundamental problem in Arti¯cial Intelligence. Unguided inference

leads to a combinatoral explosion of facts or subgoals for even simple domains. To overcome this
problem, ...

CC 95F Bionics and arti¯cial intelligence
CT *Arti¯cial intelligence; Data bases;Decision making; Global; Information exchange; Problem solv-

ing; E±ciency *Inference; Control; Theses;Expert systems
UT NTISDOD XA

Figure 11.2: Example NTIS document

² For \Num ber of Report" (NR) and \Other Sources", the proportion of matching characters is com-
puted.

² With the attribute \Corp orate Source"(CS), the number of common words is counted.
For dates, the relative di®erencebetween the comparison value di and the attribute value om (ai ) is

taken as relevancedescription. As predicates,vagueinterpretations of the predicates`=', `< ' and `> ' are
provided.

Now we describe the protot ype system PFTR for probabilistic fact and text retrieval for the appli-
cation presented above. This protot ype serves mainly for the illustration of the user interface and the
basic retrieval functions, whereascertain information system aspects (lik e e.g. the management of large
collections of objects) have not been consideredyet. The system is implemented in Smalltalk-80 similar
to a Smalltalk browser; all documents are held in main memory.

Figure 11.3 shows the user interface of the PFTR system. The windows in the upper row serve for
the formulation of vague attributes to which queries may relate to (\Basic Index" = text conditions).
After selectingan attribute with the mouse,the next window shows the predicatesthat are applicable for
this attribute. Having chosena predicate, the user may enter a comparison value and a query condition
weight within the two small windows below the predicate window. Then the rightmost window shows the
complete vaguequery constructed so far. With the operation \remove", single conditions can be removed
from the query formulation. When the user has completed his query formulation, he issuesan \up date"
command which tells the system that the windows in the bottom row should be updated such that they
present the answersto the query formulated in the top half. In the leftmost window of the bottom row, the
ranked list of items is shown by displaying the titles. By selectingone of thesetitles, the complete object
is shown in the rightmost window. Furthermore, a usermay mark someof the objects asbeing relevant to
his query. In turn, thesetitles are shown in the middle window. When the user wants to seethe e®ectof
the relevance feedback information given to the system, he again issuesthe \up date" command; in turn,
the system computes the new ranking and displays the new list in the leftmost window. The user may
also decideto modify his query by adding or removing conditions. After ¯nishing the modi¯cation of the
query, the \up date" command producesthe new ranking.

The basic idea behind the \up date" command is to provide a generic operation for performing the
retrieval step. In principle, a new ranked list of objects could be computed after each modi¯cation of the
query or after marking an object as being relevant. However, an implementation of an instant re-ranking
would be rather ine±cient and also confusing for the user (he would have to wait for the result, and
furthermore he may not want instant changesof the ranked list). For this reason, the system indicates
that an update operation would be possibleby displaying a grey frame around the whole PFTR browser.
So the user knows that the result displayed in the bottom half does not re°ect the current state of the
query and/or the feedback judgements, and that an update commandwould producethe latest state of the
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Figure 11.3: User interface of the PFTR system

search. This strategy is rather di®erent from that of today's systems,where user commandscorrespond
one-to-oneto systemoperations, and where additional commandsare necessaryafter a retrieve command
in order to show elements of the answer.
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